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基于深度学习的钝体断面外形气动性能
高效预测方法
李少鹏,李海,李珂

（重庆大学  土木工程学院，重庆  400045）

摘 要：对于气动性能，钝体断面的气动外形非常重要，采用传统风洞试验及 CFD 模拟计算得到钝

体断面气动性能需消耗大量时间，大大影响钝体断面气动外形的气动性能评估效率。通过卷积神

经网络深度学习技术实现对气动性能的快速预测，深度学习模型训练完成后，输入形状信息和与

形状相关的流场信息，即可输出不同几何形状下的阻力系数，进而得到钝体断面的气动性能。为

寻找性能最优的深度学习模型，通过综合判定误差和参数量大小对卷积神经网络结构的深度和宽

度进行优化。对深度学习模型输出阻力系数与 CFD 计算结果进行对比发现，误差符合预期要求，

并且相较于传统方法,基于深度学习网络的预测所需时间达到数量级的提升，未来可作为钝体断

面气动外形优化的关键方法。
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An efficient deep learning prediction method for aerodynamic 
performance based on the shape of the main beam
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Abstract: The aerodynamic shape of the bluff body section is very important to the aerodynamic performance. 
However, it takes a lot of time to obtain the aerodynamic performance of the bluff body section using traditional 
wind tunnel tests and CFD simulation calculations, which greatly affects the aerodynamic performance 
evaluation efficiency of the bluff body section , s aerodynamic shape. This paper proposes to use the deep learning 
technology of convolutional neural networks to realize the rapid prediction of aerodynamic performance. After 
the deep learning model is trained, the shape information and the shape-related flow field information can be 
input to output the drag coefficients under different geometric shapes, then the aerodynamic performance of the 
bluff body section. However to find the best deep learning model, this paper optimizes the depth and width of 
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the convolutional neural network structure through comprehensive judgment error and time performance. The 
output resistance coefficient of the deep learning model is compared with the CFD calculation results. It is found 
that the error meets the expected requirements, and the prediction time based on the deep learning network is an 
order of magnitude improvement compared with the calculation time required by the traditional method. It can 
be used as the bluff body section aerodynamic shape optimization in the future.
Keywords: bridge static wind force； bluff body section； aerodynamic performance； deep learning； 
convolutional neural network

平均风产生的静荷载简称静力风荷载，通常由

无量纲参数三分力系数来描述，而过大的阻力和升

力矩会让钝体断面产生横向位移和扭转，严重时甚

至会出现风致静力失稳，进而影响结构的安全性和

稳定性，由此可见，三分力系数对钝体断面抗风设

计至关重要 [1-3]。三分力系数影响因素有钝体断面

气动外形、风攻角、雷诺数等，其中钝体断面气动外

形尤为重要，不同钝体断面的截面形式、高宽比不

同 ，则对应的三分力系数及变化规律也不尽相

同 [4-6]，这也导致目前学术界仍未建立起钝体断面气

动外形和三分力系数之间的数学联系。

目前测定三分力系数的常用方法主要有两种，

1）将节段模型放入风洞进行试验，得到三分力系

数 [7-8]；2）采用计算流体力学 (CFD)仿真计算，得到三

分力系数 [9-10]。虽然这两种方法都广泛应用，但各有

缺点，风洞试验设备投资大、试验所需人力物力较

多，CFD 仿真计算则需要消耗大量计算资源，为了

保证两者试验数据的准确性，可能都需要数周才能

获得三分力系数。因此，算出静力风荷载后,精细

地预测结构各组成部分所受到的风荷载需更长时

间，大大制约了结构抗风设计效率。

近年来，随着神经网络技术的不断发展，人工

智能预测技术逐渐应用在抗风领域 [11]。针对钝体断

面，李乔等 [12]采用 BP 神经网络预测主梁断面静力三

分力系数；杨兴旺 [13]采用 BP 网络识别桥梁主梁颤振

临界风速、静力三分力系数；黄继鸿等 [14]采用 BP 神

经网络预测翼型的升力系数和阻力系数；针对扁平

箱梁和倒梯形箱梁两种断面的气动参数，陈讷郁

等 [15]采用 BP 神经网络进行预测；Liao 等 [16]通过 4 种

机器学习方法的对比，精准预测不同流线型箱梁的

颤振临界风速；Hu 等 [17-18]通过多种机器学习方法的

对比，精准预测圆柱表面风压和压力系数。以上研

究虽然提供了对钝体断面新的表达方法，但对于气

动外形，仅用参数化和坐标表达具有一定的局限

性，复杂断面难以快速进行，不具备普适性。Chen
等 [19]提出采用 0-1 数据对表示气动外形，0 表示气动

外形外，1 表示气动外形内，但这种气动外形设计无

法提供足够的信息；Miyanawala 等 [20]提出用 Euler距

离场表达气动外形，快速高效、具有足够信息。考

虑直接预测三分力系数较为复杂，对模型性能要求

较高，因此，采用深度学习方法搭建模型。在预测

流线型断面的三分力系数和压力方面，深度学习方

法也有一定应用，陈海等 [21]搭建深度学习模型——

卷积神经网络，预测了翼型的法向力系数；廖鹏等 [22]

等利用深度学习模型，结合 CFD 预测翼型前缘压力

分布。然而，目前采用深度学习方法预测未知钝体

断面三分力系数的研究还较少。

深度学习是人工智能领域近年来取得的最重

大的研究成果之一，由于出色的数据拟合能力、

GPU 等硬件的出现，其进入高速发展阶段。卷积神

经网络（CNN）可以对图像特征进行自动识别，且卷

积核平移不变性，可以极大地降低训练难度，非常

适合处理不同形状钝体断面图像 [22]。笔者提出，钝

体断面气动外形以图像数据作为输入，可以实现不

同钝体断面外形的一致表达，有效回避异构数据问

题。该方法通过 CNN 深度学习模型预测钝体断面

三分力系数，将钝体断面气动外形与三分力系数直

接关联，解决传统方法获取三分力系数效率低的问

题，为今后气动外形优化提供技术支持。

1　钝体断面气动系数预测模型

深度学习中的神经网络模型输入需能够表达

钝体断面的气动外形信息，且该信息应该具有一致

的表达结构。对于钝体断面气动外形的表达问题，

使用坐标点的传统方式会使输入数据的结构和大

小与外形相关联，引发数据异构问题。针对该问

题，提出一种图像形式的气动外形描述方法，可以

有效地与卷积神经网络结合，实现输入数据一致性

表达的同时，提高了信息传递效率。基于此方法，

以 3 个场对气动外形进行描述，分别是距离场、顺风

向坐标场和横风向坐标场。

1. 1　距离场

外形影响气动力的最主要因素之一是流场的

边界层。采用距离场的形式描述外形，将外形以周

围空间各点与外形的距离进行表达，可以强化输入

信 息 与 边 界 层 的 逻 辑 联 系 。 具 体 表 达 如 式（1）
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所示。

P= exp (-min ( RΦ - RΓ ) /BU )× β （1）
式中：指数函数内部表示流场空间位置 RΦ 与气动外

形最近边界 RΓ 之间的无量纲距离；B为气动外形特

征长度；U为平均风速，m/s。因为更加关注靠近气

动外形边界周围的流场，忽略了离气动外形较远的

流场，需要输入更多的边界周围信息，为此，通过负

指数形式来增加边界层附近的权重。采样位置在

边界上或者边界内时，β为 0，反之为 1。
图 1 为距离场，其中，红色越深，表示该坐标点

数值越接近于 1，即该坐标点越接近于气动外形边

界，蓝色越深，表示该坐标点数值越接近于 0，即该

坐标点离气动外形边界越远。

1. 2　顺风向坐标场和横风向坐标场

单纯采用距离场作为输入存在信息缺失的问

题，为了方便描述，考虑如图 2 所示的锯齿状形状。

对于卷积神经网络，其感受野为图像的某一区域，

以图中红线框表示。当感受野平动时，如果仅使用

距离场信息，气动外形不同位置会提供相同的数据

信息，导致卷积神经网络接受到相同的输入特征信

息。然而，实际情况是气动外形不同位置对应的压

力场不同，对阻力系数的贡献也不尽相同。因此，

需要构造其他输入信息，以确保信息的充分性。

为兼顾输入信息获取的便携性和流场信息的

必要性，设置一个流场流动方向的图像数据和一个

描述横风向方向的图像数据作为输入数据，即顺风

向坐标场和横风向坐标场。

其中，顺风向坐标场见式（2），靠近入口的位置

为上游，对应的数据较小，靠近出口的位置为下游，

对应的数据较大，以此实现对空间上下游的描述。

为避免对所有数据再次归一化 ，选择设定最大

值为 1。
PX = 1/( 1 + exp (-X ) )× β （2）

式中：X为空间点的 X方向坐标，原点为形状在顺风

向投影的中心；采样位置在边界上或者边界内时，β

为 0，反之为 1。图 3 为顺风向坐标场，其中，红色越

深，表示该坐标点数值越接近于 1，即该坐标点越靠

近下游，蓝色越深，表示该坐标点数值越接近于 0，
即该坐标点越靠近上游。

此外，横风向坐标场见式（3）。构造方法与顺

风向坐标场类似，取迎风顶点的横风向投影中点作

为原点。如此，对于圆形、六边形断面，原点位于迎

风端点；对于零度风攻角的矩形断面，原点位于迎

风面中点。

PY = exp (-|Y | )× β （3）
式中：Y为空间点的Y方向坐标；采样位置在边界上

或者边界内时，β为 0，反之为 1。图 4 为横风向坐标

场，其中，红色越深，表示该坐标点数值越接近于 1，
即该坐标点越接近于迎风面中点，蓝色越深，表示

图 4　横风向坐标场

Fig. 4　Cross-wind direction coordinate field

图 1　距离场

Fig. 1　Distance field
图 3　顺风向坐标场

Fig. 3　Coordinate field of streamwise wind

图 2　气动外形示意图

Fig. 2　Schematic diagram of aerodynamic shape
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该坐标点数值越接近于 0，即该坐标点离迎风面中

点越远。

2　CNN框架

输入为 3 个图像，按照式（1）~式（3）编程，生成

距离场、顺风向坐标场和横风向坐标场，输出为阻

力系数。根据输入和输出设计构建的 CNN 结构如

图 5 所示。

输入层为包含距离信息和流场信息的图像。

输入图像分辨率越高，模型预测越准确，但模型复

杂度和训练时间也会增加，因此，选择合适分辨率

非常重要。一般输入层大小需要能够被 2 整除多

次，以保证卷积层深度。选择 64×64 像素为输入分

辨率，有 3 个场作为输入，即 64×64×3 的三维矩

阵，每个场取值均确保在 0 到 1 之间。输出层输出

数据用作回归分析，对钝体断面阻力系数进行预

测，为保证输出数据范围在 0 到 1 之间，还加入了

sigmoid 函数，见式（4）。

S ( x)= 1/( 1 + exp(-x ) ) （4）
隐藏层中：卷积层是卷积神经网络的核心模

块，主要确定卷积核尺寸、数量、步长、零填充的数

量，卷积核尺寸有越来越小的趋势，因为小尺寸卷

积核可以通过堆叠替代大尺寸卷积层并且感受野

大小不变 [23]。选择卷积核大小为 3×3，卷积核数量

逐步增加。池化层负责对数据空间进行下采样，其

感受野不宜过大，否则易造成池化过于激烈，信息

丢失过多，导致欠拟合风险 [24]。采用 2×2 的感受野

做最大池化，滑动步长为 2。激活函数选择 ReLU
函数，其简化了计算过程，避免了梯度爆炸和梯度

消失问题 [25]。全连接层神经元与前一层所有的神经

元全部连接，因此，第 1 层全连接层神经元数量为 S
个，第 2 层全连接层数量为 250 个，第 3 层全连接层

数量为 10 个。

3　输入和输出数据获取

CNN 框架搭建完成后，输入和输出数据的获取

也非常关键，输入数据为 3 个类图片的数据场，输出

数据为阻力系数，获取不同钝体断面气动外形下的

输入和输出数据，为深度学习模型提供数据支持非

常重要。

按照基本形状，分为正六边形、圆形、矩形、正

菱形 4 种，为降低模型训练难度，所有形状做到上下

和左右对称。根据横向长度与竖向长度比值的不

同，每种基本形状下又有不同形状，为方便起见，采

用无量纲形式来确定形状，固定所有形状的横向长

度为 1。考虑到正六边形非常接近钝体断面，因此，

正六边形输入数据占到总数据的 57%，增强了模型

对钝体断面的学习能力。

根据正六边形上下角点距离 X=0 直线垂直距

离的不同，分成 4 组，圆形、矩形、正菱形各 1 组，共 7
组，每组 15 个不同形状，共 105 个，如表 1 所示。

输入数据获取需先生成 64×64 的网格位置坐

标，再根据式（1）~式（3），分别获得相应网格点到形

状边界的最小距离信息、流动方向的流场信息和横

风向方向的流场信息。根据流场特征，气动外形内

无流场信息，因此，输入中气动外形内的数据信息

也人为设置为 0。输入图像设计的公式中已经考虑

归一化的问题，输入数据数值都在 0 到 1 之间。

注：D为初始宽度。

图 5　设计的 CNN结构图

Fig. 5　Design of CNN structure diagram

表 1　气动外形工况一览表

Table 1　List of pneumatic shape working conditions

基本形状

上角点到 X=0 的距离 R

B

AR=B/H
数量

[0. 1,0. 2,0. 3,0. 4]
1

[0. 5, 0. 56, 0. 625, 0. 71, 0. 83, 1, 2, 3, 4, 5, 6, 7, 8, 9, 10]
60

1

15

1

15

1

15

注：AR为横向长度与竖向长度的比值。
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输出数据为阻力系数，采用 CFD 数值模拟计算

得到稳定后的压力流场。计算域为矩形，长度和宽

度分别为 15B和 10B，B为钝体截面宽度。为了防

止网格变化速度太快，设置 3 个计算区域，定义刚性

区域，以保持网格形状不变，在刚性区外使用变形

区，实现网格平滑处理，最后，使用固定区域对计算

域中的其他部分进行网格划分。

采用 Fluent软件，湍流模型选择 RANs 模型，具

体选择 k-ω SST 模型，在近壁面采用 k-ω模型，边界

层外缘和自由剪切层采用 k-ε模型，在 k-ω模型和 k-ε
模型间采用一个混合函数过渡。入口边界设置为

速度入口，出口设置为压力出口，形状表面采用无

滑移条件，这意味着物理表面的流动状态等于形状

的运动。待流场稳定后，读取数据，通过对稳定压

力流场进行数据处理，得到阻力系数。

将全部 105 个不同形状按照上述操作进行处

理，得到对应形状的输入和输出数据。综上所述，

输入数据的图像张量为(84, 3, 64, 64)，输出数据张

量为 (21,3)，快速得到输入和输出数据，为之后的模

型训练做好准备。

4　模型性能评测与优化

深度学习模型的深度和宽度直接影响模型性

能，模型加深能一定程度提升模型性能，但网络深

度也不是越深越好，深层网络容易带来梯度不稳

定、网络退化等问题，且无法通过优化消除，导致模

型网络深度不断加深，性能并未出现明显提升，甚

至出现下降的情况，模型宽度同理，随着模型宽度

的加深，模型性能并不一定显著提升。基于之前设

计的卷积神经网络，寻找最优的模型深度与宽度，

主 要 通 过 模 型 预 测 阻 力 系 数 的 平 均 绝 对 误 差

MAE，见式（5），结合模型参数量大小综合判定。

MAE = 1
m ∑

i= 1

m

|| ti - yi （5）

式中：ti为阻力系数真实值；yi为阻力系数预测值。

4. 1　模型深度优化

与模型宽度相比，模型深度对于模型性能的影

响更大，因此，先确定最优的模型深度 [26-27]。主要从

模型预测误差大小和模型参数量来进行评估。将

卷积层、池化层、ReLU 层三者称作一层，选择卷积

神经网络卷积层数为 6、5、4、3、2 的 5 类不同层数的

CNN 模型来测试不同深度下模型的性能，采用完全

相同数据处理后的输入和输出数据，模型参数配置

完全相同，结果见表 2。
由表 2 可知，随着 CNN 层数的增加，MAE 呈先

减小到最小值，后出现增大的情况，CNN 层数为 5

层时，MAE 再次减小，但未减小到 CNN 层数为 3 层

时的 MAE，同时，相比于其他 CNN 模型，其参数量

也相对较少，时间性能更加优秀。CNN 层数为 3 层

时，MAE 最小，说明该网络深度下模型性能更优，

因此，选择 CNN 层数为 3 层的网络模型。

4. 2　模型宽度优化

在确定深度学习模型层数为 3 层的情况下，优

化深度学习模型宽度 D，主要从模型预测误差大小

和模型参数量来进行评估。基于 CNN 采样，第 1 层

宽度为 64，选择对比的 CNN 网络第 1 层宽度分别为

128 和 256，第 2 层和第 3 层模型宽度分别为前一层

模型宽度的 2 倍，采用完全相同数据处理后的输入

和输出数据，模型参数配置完全相同，结果见表 3。

由表 3 可知，随着 CNN 宽度的增加，MAE 出现

先减小后增大的情况，当 CNN 网络初始宽度 D为

128 时，MAE 最小，说明该网络宽度下模型性能更

优，同时，其参数量最小，说明本模型消耗时间最

少。因此，选择 CNN 网络初始宽度D为 128。
综上所述，通过 MAE 大小和模型参数量大小

对比，选择 CNN 层数为 3 层的网络深度，网络宽度

为 128-256-512 的网络模型，第 1 层全连接层中神经

元数量 S为 32 768 个。

5　试验结果

5. 1　试验设置

Pytorch 在科学研究方面表现非常优秀，主要体

现在 Pytorch 风格非常 Python 化，降低了入门的难

度，且搭建深度学习模型时可以逐层搭建，方便实

时修改。鉴于搭建模型时修改细节比较多，因此，

使用 Pytorch 来搭建深度学习模型 [28]。

在所使用的 105 个数据中选取 80% 作为训练

数据集，剩下的作为验证数据集，训练数据集共有

表 2　模型深度性能对比

Table 2　Comparison of model depth performance

CNN 层数

CNN_2
CNN_3
CNN_4
CNN_5
CNN_6

MAE
0. 314 1
0. 238 3
0. 291 1
0. 246 0
0. 271 1

参数量

8 270 419
4 469 587
3 601 747
7 297 363

25 661 779

表 3　模型宽度性能对比

Table 3　Comparison of model width performance

模型宽度

CNN_64
CNN_128
CNN_256

MAE
0. 276 7
0. 196 4
0. 248 3

参数量

4 469 587
9 673 683

22 293 715
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84 个不同形状的输入和输出，验证数据集有 21 个不

同形状的输入和输出，每次训练前都对样本数据进

行随机打乱和批量读取。模型训练方法选择 SGD，

使用 0. 2 作为训练模型的 Dropout 率 ，以防止过

拟合。

5. 2　预测回归结果

通过卷积神经网络预测阻力系数的结果如图 6
所示，识别误差见表 4。

由图 6 和表 4 给出的预测结果可知，当 R=
0. 1、R=0. 4 时，正六边形、矩形和正菱形预测的阻

力系数相对误差较大。当 R=0. 2、R=0. 3 时，正六

边形和圆形预测的阻力系数相对误差较小，主要是

因为当横向长度与竖向长度的比值 (AR)较小时，阻

力系数较大，在模型中占的权重较大，导致模型更

偏向于拟合权重较大的数据。对于拟合横向长度

与竖向长度的比值 (AR)较大、阻力系数较小的情

况，无法达到精度要求，使得相对误差较大。当 R=
0. 2、R=0. 3 时，正六边形和圆形相对误差较小，明

显可以看到，横向长度与竖向长度的比值 (AR)较大

时，拟合非常准确。

深度学习模型针对 2 个截面预测的平均相对误

差在 10% 以下，针对 3 个截面预测的平均相对误差

在 30% 以上，主要是模型输入和输出的逻辑关系过

于薄弱，导致模型性能容易出现反复。

5. 3　模型的时间性能

提出使用卷积神经网络来预测阻力系数是为

了减少得到钝体断面气动性能的时间，因此，有必

要评估深度学习方法的时间性能。

通过编写好的代码，输入设计约 1 s 即可完成，

输出设计需要进行网格划分、服务器计算等一系列

操作，得到稳定流场后，计算得到阻力系数约需 10 s。
本文卷积神经网络进行一次迭代训练的平均时间

为 1. 08 s，进行 1 000 次训练迭代所需的总时间约

为 1 080 s，使用已经训练好的模型进行一次回归预

测，即产生阻力系数所需的平均时间为 1 s，一共需

要 1 092 s。
相比于传统基于 CFD 计算和风洞试验需要几

周时间才能得到三分力系数，基于深度学习的预测

方法在时间性能上得到了数量级的提升。

6　结论

提出将不同钝体断面的气动外形信息转化为

图像数据而不依赖于传统设计参数，使用修改和优

化后的卷积神经网络对气动外形图像进行回归预

测，建立钝体断面气动外形和阻力系数之间的联

系，且预测精度相对较高。针对相对误差较大的钝

体断面，后续将尝试采用新的输出，强化输入和输

出逻辑关系的同时，针对深度学习模型来进行改

善，进一步提升阻力系数的预测精度。

与传统的风洞试验和 CFD 仿真计算方法相比，

在允许误差范围内，提出的卷积神经网络模型计算

时间达到了数量级的提升，为钝体断面气动外形优

化提供了计算基础。
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