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高性能混凝土强度-组分相关性分析的可解释
机器学习模型
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摘 要：高性能混凝土强度与其组分之间存在复杂的相关性，传统的黑盒模型因缺乏可解释性而

无法揭示二者之间的实际依存关系。基于高性能混凝土大样本数据集，构建机器学习模型，采用

Hyperopt 算法对机器学习模型进行优化，并与 SHAP 可解释技术和特征依赖值算法集成，计算得

到高性能混凝土强度与各组分之间非线性关系的可视化表征以及多组分之间的交互耦合作用。

结果表明：Hyperopt-极端梯度提升模型为可信任的机器学习模型，具有较高的准确性与稳健性；在

高性能混凝土的 8 种组分（因素）中，龄期、水泥、水和矿渣对抗压强度起关键控制作用，与抗压强度

的关系分别满足指数函数、幂函数、高斯函数和指数函数关系，且 4 种关键因素之间还存在明显的

交互耦合效应。龄期与水泥、水、矿渣的交互作用曲线分别符合 LogisticCum、LogNormal2D 和

Power2D 函数，水泥与水、水泥与矿渣的交互作用均符合 Poly2D 函数，矿渣与水的交互作用符合

ExtremeCum 函数。
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Explainable machine learning model for strength-component 
correlation analysis of high-performance concrete

JIN Xinbina， LI Yana， WANG Zhiguoa， ZHAO Yuxina， LIANG Wenbiaob

(a. School of Geological Engineering and Geomatics； b. School of Sciences, Chang’an University, 
Xi’an 710061, P. R. China)

Abstract: The strength of high-performance concrete has an intricate relationship with its components. It is 
evident that traditional black-box models are characterised by an absence of interpretability. As a result, they fail 
to reveal the actual dependency between concrete strength and its components. Using a large sample dataset of 
high-performance concrete, machine learning models are constructed and optimized with the Hyperopt 
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algorithm. The models are integrated with SHAP explainability techniques and feature dependency algorithms. 
A visual representation of the nonlinear relationship between the strength of high-performance concrete and its 
components is calculated. Furthermore, the interaction and coupling effects between multiple components are 
examined. The results indicate the following: Hyperopt-extreme gradient boosting model is a trusted machine 
learning model with high accuracy and robustness. Among the eight components(factors), age, cement, water 
and slag play a key controlling role in compressive strength, and their relationships with compressive strength 
satisfy the exponential function, power function, Gaussian function, and exponential function, respectively. At 
the same time, there is a significant interactive coupling effect between the four key factors; the interaction 
curves between age and cement, water, and slag adhere to the LogisticCum, LogNormal2D, and Power2D 
functions. The interaction between cement and water, as well as between cement and slag, conforms to the 
Poly2D function, while the interaction between slag and water conforms to the ExtremeCum function.
Keywords: high-performance concrete； Hyperopt hyperparameter optimization； explainable machine learning； 
interaction effect

随着现代建筑工程对混凝土性能的要求越来

越高，混凝土材料结构体系越来越具有不确定性和

复杂性。作为一种添加大量化学外加剂与辅助胶

凝材料的复合材料 [1-2]，高性能混凝土的强度与各组

分之间均具有高度非线性关系 [3]，揭示二者的关系

对于高性能混凝土的改性及优化配比设计具有重

要意义。

基于数据驱动的机器学习技术可以根据数据

中输入与输出的映射关系 [4-6]建立精确且稳定的强

度预测模型，然而，机器学习模型的“黑盒”特性使

得预测结果难以解释 [7]。为了提高黑盒模型的可解

释性，一些学者采用特征重要性分析来解释机器学

习模型的预测结果，如 Kang 等 [8]建立了钢纤维混凝

土机器学习模型，发现水灰比和硅灰是影响其抗压

强度的关键因素。虽然特征重要性分析能提供特

征的重要性排序，但无法揭示每个特征对预测结果

的具体影响规律。SHAP 方法能够从整体数据集的

角度给出特征的重要性排序以及特征的定性影响

规律，目前已广泛应用于材料特性及影响因素的相

关性研究中 [9]，如 Zhao 等 [10]采用机器学习技术建立

了水泥-注浆材料强度-组分之间的机器学习预测模

型，并通过 SHAP 可解释技术对模型进行了单一影

响因素的特征贡献解释。相关研究为复合材料结

构体系的配比依赖设计提供了参考依据。然而，混

凝土材料各组分之间存在着复杂的水化反应，多个

组分之间存在耦合作用及交互影响 [11]，并且实际工

程需要同时考虑混凝土强度、组分之间的多维关

系，SHAP 针对单一因素分析的方法难以满足现代

建筑工程对多维关系的需求。因此，高性能混凝土

同时考虑了各组分主效应及交互作用效应的高维

复杂关系，对于其复合设计和关键因素控制十分

重要。

尽管机器学习技术对于解决高维复杂问题具

有强大的计算能力，但计算结果的精准性和稳健性

具有一定数据集依赖性 [12]。在机器学习领域，将维

度的概念引入对小样本的界定。根据维度的界定，

Raudys 等 [13]将小样本数据集定义为机器学习维度

为 5~10（即输入因素为 5~10）、训练样本为 50~
100 的数据集。当前大量研究都集中在 Raudys 等 [13]

提出的范围界定内，如 Hassani-Niaki 等 [14]、Rahmati
等 [15]采用机器学习方法分别对 67 组高分子混凝土

和 107 组高强混凝土的力学性能进行了抗压强度预

测估计。这些模型性能虽然优异，但研究表明，数

据集样本容量较小时，机器学习模型性能欠稳定，

故许多学者选择多次试算中性能最优的进行展

示 [16]。可见，足够样本容量的数据集是构建可信任

机器学习模型的基础。

为进一步研究高性能混凝土强度 -组分之间的

复杂非线性关系，基于开源大样本数据集，采用

Hyperopt 算法对机器学习模型进行优化，构建稳

健、可依赖的高性能混凝土强度预测模型，采用

SHAP 可解释技术与特征依赖值对影响高性能混凝

土强度的各组分敏感性及交互效应进行分析。

1　基于大样本数据集的高性能混凝

土强度预测模型构建

1. 1　高性能混凝土强度预测模型的构建框架

高性能混凝土强度预测模型的构建逻辑如图 1
所示。首先，根据文献 [2]，收集构建高性能混凝土

强度 -组分的大样本数据集（1 030 组样本），在其中

随机抽取 121 组样本，形成小样本数据集（根据

Raudys 等 [13]对机器学习数据集的界定，将 121 组样

本按 7∶3 划分训练集与测试集，85 组样本数据用于

训练，符合小样本数据特征，以备大样本数据集必
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要性检验使用），按 7∶3 划分为训练集与测试集。随

后，将大样本数据集输入至随机森林、梯度提升、轻

量级梯度提升、极端梯度提升 4 种机器学习模型中，

采 用 Hyperopt 算 法 进 行 超 参 数 优 化 ，构 建

Hyperopt-机器学习模型。采用决定系数（R2），均方

根误差（RMSE，ERMS）、平均绝对误差（MAE，EMA）3
个评价指标对 4 种机器学习模型的预测效能进行评

估，筛选预测效能最优的机器学习模型。在此基础

上，采用十折交叉验证与置换重要度技术进行大样

本必要性检验，通过对比相关领域代表性研究结果

进行模型精准度检验。最后，使用 SHAP 可解释技

术与特征依赖值分析方法对高性能混凝土与各组

分（因素）之间的相关性进行全局与局部特征解释。

1. 2　大样本数据集的特征分析

大样本数据集源自文献 [2]收集的 1 030 组高性

能混凝土强度-组分数据，该数据集开源于加利福尼

亚大学尔湾分校机器学习数据库中，其输入参数为

高性能混凝土各组分及外部影响因素，包括水泥、

高炉矿渣、粉煤灰、水、高效减水剂、粗骨料、细骨

料、龄期等 8 种参数，输出参数为高性能混凝土轴心

抗压强度。

研究表明 [17]，如果模型输入参数（即各影响因

素）之间存在相关性，会导致模型的预测和解释性

能变差，从而引起“多重共线性”问题。为保证预测

模型的可靠性，两个输入参数之间的线性相关系数

应低于 0. 8[18]，基于此，采用 Pearson 线性相关系数

对所构建的数据集各输入参数进行线性相关性分

析，如图 2 所示。图中正值代表正相关，负值代表负

相关，数值大小代表相关系数的大小，数值越大，表

明线性相关程度越高。

由图 2 可见，水泥、矿渣、粉煤灰、水、高效减水

剂、粗骨料、细骨料和龄期等 8 种输入参数之间的相

关系数均小于 0. 8，不存在“多重共线性”的问题，满

足机器学习模型建模的要求。同时，由图 2 还可以

看出，高性能混凝土的抗压强度与水泥之间的相关

系数为 0. 50，是所有组分中与抗压强度相关系数值

最高的，而粉煤灰与抗压强度之间的相关系数最

小 ，相 关 系 数 仅 -0. 11。 8 种 因 素 与 抗 压 强 度

Pearson 线性相关系数大小的排序为水泥>高效减

水剂>龄期>水>细骨料>粗骨料>细骨料>矿

渣>粉煤灰。

1. 3　高性能混凝土强度预测模型的评价指标

决定系数（R2）、均方根误差（RMSE）、平均绝对

误差（MAE）是机器学习预测模型构建中常用的评

价指标 [19-20]。其中 R2 表示模型的准确程度，其取值

在 0~1 之间，越接近于 1 表明模型拟合程度越好；

RMSE 反映了预测值与实际值的偏离程度；MAE
表示实际值与预测值之间的差的绝对值的平均值，

可以直观地看出模型预测值与真实值的差距大小。

RMSE、MAE 越小，表明模型的拟合程度越好。

1. 4　Hyperopt-极端梯度提升模型的构建

随机森林、梯度提升、轻量级梯度提升和极端

梯度提升是常用的经典机器学习模型，为进一步提

升其预测性能，采用 Hyperopt 优化技术对 4 种模型

分别进行超参数优化，并使用优化后的机器学习模

型对大样本数据集下的高性能混凝土抗压强度进

图 1　高性能混凝土预测模型总体框架

Fig. 1　Overall framework of prediction model for high-performance concrete

图 2　Pearson相关分析图

Fig. 2　Pearson correlation analysis diagram
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行预测计算。采用 R2、RMSE、MAE 三个评价指标 对预测结果进行定量评价，如图 3 所示。

由图 3 可见，Hyperopt-极端梯度提升模型训练

集的 R2、RMSE 和 MAE 三类指标大小为 0. 99、1. 54
和 0. 93，测试集 R2、RMSE 和 MAE 三类指标大小为

0. 93、4. 14 和 2. 68，在 4 类经过 Hyperopt 超参数优

化的模型中综合预测性能最优；Hyperopt-梯度提升

模型与 Hyperopt-轻量级梯度提升模型综合预测性

能相近，均小幅度劣于 Hyperopt-极端梯度提升模

型；Hyperopt-随机森林模型训练集 R2、RMSE 和

MAE 三类指标大小为 0. 98、2. 05 和 1. 35，测试集

R2、RMSE 和 MAE 三类指标大小为 0. 87、5. 24 和

3. 67，在 4 类经过 Hyperopt 超参数优化的模型中综

合预测性能最弱。

依托综合预测性能最优的 Hyperopt-极端梯度

提升模型，开展模型预测效能检验和强度-组分相关

性分析。

2　Hyperopt-极端梯度提升模型的预

测效能检验
2. 1　模型精准性对比检验

为进一步检验高性能混凝土强度预测模型预

测效能的精准性，基于高性能混凝土的强度-组分大

容量大样本数据集，归纳总结近年来相关领域研究

者提出的代表性预测模型，并将其与 Hyperopt-极端

梯度提升模型的预测效能进行对比，结果如表 1 所

示。文献 [21]及笔者的大量试算结果表明，当训练

集样本大于 400 时，训练集与测试集的比例划分对

模型预测结果影响不大。因此，表 1 中不同预测模

型训练集和测试集的划分原则为，在保证训练集大

于 400 的基础上，取多次试算结果中的最优划分比

例，即表 1 对比分析了各类不同预测模型基于大样

本数据集的最优预测结果。为保证模型精准性检

验结果的客观性和可比性，表 1 中所有预测模型的

预测效能均采用 R2、RMSE 和 MAE 三类评价指标

进行评价。

由表 1 可见，学者们均在高性能混凝土强度预

测领域内构建了精确、科学的计算模型，通过改进

随机森林模型，文献[3]研究了在超参数不改变的情

况下使用数据筛选和模型改进，以提升综合性能。

在测试集中，R2、RMSE 和 MAE 三项评价指标达到

0. 93、4. 43 和 3. 11，但由于改进模型无法结合可解

释 算 法 ，存 在 一 定 局 限 性 。 文 献 [21] 提 出 的

Ensemble BPNN 模 型 采 用 Ensemble 算 法 进 行 集

成，并结合粒子群算法进行超参数优化，在训练集

中，R2、RMSE 两项评价指标达到 0. 96 和 2. 59。在

测试集中，R2、RMSE 两项评价指标分别达到 0. 93
和 4. 01，然而，模型的集成显著增加了其复杂度；文

献 [17]使用 LSTM 模型对抗压强度进行计算预测，

同时，使用网格搜索进行超参数优化。在训练集

中，R2、RMSE 和 MAE 三项评价指标为 0. 98、2. 53
和 1. 77，在测试集中，R2、RMSE 和 MAE 三项评价

指标为 0. 93、4. 42 和 3. 15，但网格搜索对于时间与

计算资源的消耗远高于 Hyperopt 优化算法 [20]；本文

（a） Hyperopt-随机森林模型

（c） Hyperopt-轻量级梯度提升模型

（b） Hyperopt-梯度提升模型

（d） Hyperopt-极端梯度提升模型

图 3　Hyperopt优化后 4种机器学习模型的预测性能

Fig. 3　Predictive performance of four machine learning models optimized by Hyperopt
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Hyperopt-极端梯度提升模型在训练集中 R2、RMSE
和 MAE 三项评价指标为 0. 99、1. 49 和 0. 92，在测

试集中 R2、RMSE 和 MAE 三项评价指标为 0. 93、
4. 14 和 2. 62。对比当前多项研究，在 1 030 组高性

能混凝土强度 -组分数据集中，构建的 Hyperopt-极
端梯度提升模型 R2 为 0. 93，与改进随机森林模型、

Ensemble BPNN 模 型 、LSTM 模 型 相 同 ，优 于

Symbiotic Operation Forest 模 型 和 Deep Neural 
Networks 模型。其 RMSE 数值高于改进随机森林

模型、Symbiotic Operation Forest 模型、LSTM 模型

及 Deep Neural Networks 模 型 ，略 低 于 Ensemble 
BPNN 模型，但模型复杂度低于 Ensemble BPNN 模

型，总体表现出综合预测性能更优、3 项评价指标数

值更高、易用性更好的特点，是高性能混凝土强度 -

组分相关性分析可依赖的可靠模型。

2. 2　大样本数据集的必要性检验

为进一步检验大样本数据集对机器学习模型

建立的必要性，从样本划分对模型性能影响的角度

出发，采用十折交叉验证方法，对比分析十折交叉

验证下 R2、RMSE 和 MAE 三个指标在大小样本数

据集中的变化情况。其中大样本数据集十折交叉

验证结果见图 4（a），小样本数据集十折交叉验证结

果见图 4（b），图中散点为验证集预测结果与真实值

的偏差，左上部分为采用 R2、RMSE 和 MAE 三个评

价指标对验证集评价的结果。

对比图 4（a）、（b）可知，十折交叉验证下，大样

本数据集的 R2 值在 0. 92~0. 94 之间，RMSE 值在

4. 26 附近变化，MAE 值在 2. 90 附近变化，模型整体

性能较稳健。对比小样本数据集，其 R2 值最低仅

0. 43，最高达 0. 79，模型整体预测性能变异较大。

可见，合理科学的大样本数据集是保障机器学习模

型性能稳健性及预测结果可靠性的重要基础。

为进一步揭示 Hyperopt-极端梯度提升模型对

于样本容量的依赖性机理以及样本数据集容量对

于高性能混凝土强度-组分相关性关系解释的影响，

采用置换重要度评价各输入参数（高性能混凝土各

组分）随机变化对 Hyperopt-极端梯度提升模型预测

性能的影响程度，如图 5 所示。图中横轴表示模型

预测性能较原模型性能的降低幅度，纵轴为输入参

数（即高性能混凝土各组分及因素）。

由图 5 可见，Hyperopt-极端梯度提升模型对大

小样本数据集不同依赖性的表征，在小样本数据集

表 1　相关领域的代表性预测模型

Table 1　Representative predictive models in related fields

文献

Han 等 [3]

Tipu 等 [21]

Cheng 等 [22]

Jin 等 [17]

Naved 等 [23]

本文

模型

改进随机森林模型

Ensemble BPNN

Symbiotic Operation Forest

LSTM 模型

Deep neural networks

Hyperopt-极端梯度提升

超参数优化方法

无优化

粒子群算法（PSO）

无优化

网格搜索

Adam

Hyperopt

数据集

类型

训练集

测试集

训练集

测试集

训练集

测试集

训练集

测试集

训练集

测试集

训练集

测试集

数量

927
103
824
206
927
103
773
257
721
309
721
309

评价指标

R2

0. 93
0. 96
0. 93
0. 88
0. 88
0. 98
0. 93
0. 96
0. 89
0. 99
0. 93

RMSE

4. 43
2. 59
4. 01
5. 82
5. 43
2. 53
4. 42
3. 84
5. 36
1. 54
4. 14

MAE

3. 31

4. 47
4. 18
1. 77
3. 15

0. 93
2. 68

（a） 大样本数据集结果

（b） 小样本数据集结果

图 4　Hyperopt-极端梯度提升模型十折交叉验证结果

Fig. 4　10-fold cross validation results of Hyperopt-

extreme gradient boosting model
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中，减水剂与粉煤灰对 Hyperopt-极端梯度提升模型

性能的影响基本接近于 0。但这两种组分是制备高

性能混凝土必备的添加材料，在小样本中 Hyperopt-
极端梯度提升模型对这两种组分进行了忽略，在置

换重要度中，改变减水剂与粉煤灰的数值并不会对

模型性能产生影响。而大样本数据集则学习了减

水剂与粉煤灰的参数，在改变其数值后，模型预测

性能出现一定降低。

由图 5 还可看出，小样本数据集中 Hyperopt-极
端梯度提升模型忽略了减水剂与粉煤灰两类组分，

同时过多学习了龄期、水泥等关键组分对高性能混

凝土抗压强度的影响，而大样本数据集则有效避免

了该问题。以龄期为例，大样本数据集中龄期的改

变使 Hyperopt-极端梯度提升模型性能下降 0. 67~
0. 79，而在小样本数据中模型性能则下降 0. 53~
0. 80。可见，大样本数据集能够使模型有效学习到

高性能混凝土抗压强度的全部因素特征，为模型稳

健预测提供必要保障。

3　高性能混凝土强度 -组分相关性特

征的可视化分析

3. 1　高性能混凝土强度-组分的全局特征解释

基于 Hyperopt-极端梯度提升模型，采用 SHAP

可解释技术进行龄期、水泥、水、矿渣、减水剂、粗骨

料、细骨料等各因素的全局特征解释，如图 6 所示。

其中，图 6（a）为 SHAP 全局特征图，图中每一个样

本都用红色和蓝色的圆点表示，分别对应输入参数

值（高性能混凝土各组分与因素）的大小，样本的水

平位置反映输入参数值（高性能混凝土各组分与因

素）对高性能混凝土抗压强度的影响程度。同时，

如果样本位于纵轴的右侧，则表示该组分对高性能

混凝土强度产生正向的影响，若位于纵轴左侧，则

表示产生负向的影响。按样本将每一个组分的

SHAP 值进行可视化展示，即可得到图 6（b）全局特

征热图。图 6（b）中横轴为具体的样本，纵轴为高性

能混凝土各组分，图中颜色代表 SHAP 值的高低，

颜色越偏向红色，表示 SHAP 值越高，即对高性能

混凝土的抗压强度正向影响越强；越偏向蓝色，表

示 SHAP 值越低，即对高性能混凝土的抗压强度负

向 影 响 越 强 。 纵 轴 右 侧 为 特 征 SHAP 值 的 平

均值。

由图 6 可见，龄期、水泥、矿渣和减水剂对高性

能混凝土抗压强度产生正向影响，水、细骨料和粗

骨料对高性能混凝土抗压强度产生负向影响，而粉

煤灰与高性能混凝土抗压强度之间并未表现出明

显的相关性。这一结论与 Pearson 相关系数结果一

致，同时，SHAP 全局解释图所得到的强度与组分

（因素）之间的关系为典型的非线性关系，弥补了相

（a） 大样本数据集中 Hyperopt-极端梯度

提升模型置换重要度

（b） 小样本数据集下 Hyperopt-极端梯度

提升模型置换重要度

图 5　Hyperopt-极端梯度提升模型置换重要度评价

Fig. 5　Permutation importance evaluation of
Hyperopt-extreme gradient boosting model

（a） 高性能混凝土各组分全局影响

特征图

（b） 高性能混凝土各组分全局特征热图

图 6　SHAP全局解释图

Fig. 6　SHAP global explanation diagram
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关系数仅可描述两因素线性关系的缺憾。分析各

组分（因素）的影响机理可知，水泥与水发生缓慢的

水化反应，最终产生如水化硅酸钙（C-S-H）等水化

产物。这些产物将骨料颗粒结合在一起并随着反

应过程不断硬化，使得高性能混凝土的抗压强度更

高。然而，在水化反应过程中，水含量的增加或水

泥含量的减少导致水灰比增加，进而稀释水泥浆

体，从而降低抗压强度，在模型中则表现为水泥产

生正向影响，而水产生负向影响；掺入的矿渣与水

泥的水化产物 Ca(OH)2 发生“二次水化反应”，促使

水泥进一步水化，产生更多 C-S-H 凝胶，改善混凝

土微观结构，使混凝土强度更高，在模型中表现为

矿渣掺量增加产生正向影响；通过降低混凝土的水

灰比，减水剂在模型中表现为掺量增加产生正向影

响；混凝土的强度取决于水泥基质的强度、骨料的

强度以及水泥基质与骨料之间的界面黏结强度。

粗、细骨料掺量增加会导致水泥基质与骨料之间的

界面黏结强度减小，表现出宏观抗压强度降低 [24]，此

结论与文献 [25]的结论一致；粉煤灰受龄期的影响

较大，早期活性反应不明显，对混凝土早期抗压强

度有降低作用，但后期活性提高，能够有效提升抗

压强度。同时，也需要保证适合的粉煤灰掺量，在

模型中掺量与抗压强度之间尚未表现出明显的相

关性。

由此可见，8 种影响因素中，龄期、水泥、水和矿

渣 4 种组分的平均 SHAP 值较大 ，分别为 7. 35、
4. 85、4. 63、3. 47 MPa，表明这 4 种组分（因素）是高

性能混凝土强度设计应考虑的关键因素组分。减

水剂、细骨料、粗骨料和粉煤灰 4 种组分的 SHAP 较

小，分别为 1. 83、1. 61、1. 28、0. 58 MPa，即这 4 种组

分对高性能混凝土抗压强度影响较小。8 种影响因

素的全局敏感度排序为龄期>水泥>水>矿渣>
减水剂>细骨料>粗骨料>粉煤灰。

3. 2　高性能混凝土强度-组分单一因素定性定量分析

由 SHAP 全局相关性特征分析可知，龄期、水

泥、水和矿渣是影响高性能混凝土抗压强度的决定

性因素，减水剂、细骨料、粗骨料和粉煤灰影响较

小。因此，选取龄期、水泥、水和矿渣 4 个关键因素

计算单因素主效应特征依赖值，如图 7 所示。图中

每条单独的浅蓝色曲线对应一个数据样本，其中平

均值为深蓝色曲线，即特征依赖曲线。对深蓝色曲

线进行非线性拟合即可得到图中特征依赖曲线的

拟合曲线。

由图 7 可见，龄期与抗压强度的关系满足指数

函数，其拟合优度 R2为 0. 98。龄期小于 100 d 时，对

高性能混凝土抗压强度产生明显正向影响，且在初

期最明显。但当龄期超过 100 d 时，高性能混凝土

的抗压强度达到相对稳定状态，这一结论与文献

[26-27]一致。

水泥与抗压强度的关系满足幂函数，其拟合优

度 R2为 0. 99。随着水泥掺量的增加，抗压强度持续

增加。同时，矿渣与抗压强度的关系在趋势上与水

泥类似，但其定量关系符合指数函数，拟合优度 R2

（a） 龄期

（b） 水泥

（c） 水

（d） 矿渣

图 7　单因素特征依赖图

Fig. 7　Single-factor feature dependency graph
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为 0. 93。表现为随着矿渣掺量的增加，抗压强度明

显增加，但增加幅度明显低于水泥。

水与抗压强度的关系表达式满足高斯函数，其

拟合优度R2为 0. 98。低掺量时水对高性能混凝土的

抗压强度产生一定正向影响，当掺量超过 150 kg/m3

时，则产生负向影响，而水的掺量超过 200 kg/m3

时，高性能混凝土的抗压强度则不再降低，这一结

论与文献[15]中采用 SHAP 值得到的结果一致。

3. 3　高性能混凝土强度-组分多因素耦合效应的定

性定量分析

为进一步揭示龄期、水泥、水和矿渣 4 种关键因

素的耦合效应，根据两两因素之间交互特征依赖值

进行函数拟合，得到两因素作用下平均强度随组分

（因素）变化曲面，结果如图 8 所示。图中颜色越偏

向红色，表示两因素交互作用下平均抗压强度越

高，而颜色越浅，表示两因素交互作用下平均抗压

强度越低。

由图 8 可知，4 种因素之间均存在一定的交互作

用，其中龄期与水泥、水和矿渣之间的交互作用类

似，分别符合 LogisticCum 函数、LogNormal2D 函数

与 Power2D 函数，拟合优度 R2分别为 0. 99、0. 98 和

0. 99。当养护龄期小于 100 d 时，增加水泥掺量可

减少混凝土达到预定强度所需龄期，降低水掺量与

增加水泥掺量呈现出相同的效果。相比水泥和水，

矿渣对高性能混凝土抗压强度的作用效果更小；而

龄期超过 100 d 后，随着龄期的增长，抗压强度基本

稳定，此时高性能混凝土的抗压强度取决于水泥、

水与矿渣的掺量。

水泥与水之间的交互作用符合 Poly2D 函数，拟

合优度 R2 为 0. 97。两者交互作用可看作水灰比对

高性能混凝土抗压强度的影响，在高水灰比下，高

性能混凝土抗压强度呈明显降低，而在低水灰比

下，高性能混凝土抗压强度呈明显升高。当水泥掺

量为 500 kg/m3，水掺量为 160 kg/m3时，高性能混凝

土平均抗压强度达 60 MPa以上。

水泥与矿渣之间的交互作用符合 Poly2D 函数，

拟合优度 R2 为 0. 97。二者均对高性能混凝土抗压

强度起正向作用，且矿渣对高性能混凝土抗压强度

的作用较水泥稍弱。当水泥掺量为 500 kg/m3，矿渣

掺量为 200 kg/m3 时，两者共同作用下高性能混凝

土平均抗压强度达 55 MPa以上。

矿渣与水之间的交互作用符合 ExtremeCum 函

数，拟合优度 R2为 0. 99。矿渣对高性能混凝土抗压

强度产生正向影响，水对高性能混凝土抗压强度产

生负向影响，在含水量较高时，矿渣能有效抑制高

含水量对高性能混凝土抗压强度的降低作用，但当

水含量较低时，矿渣对高性能混凝土抗压强度的影

响不显著。

4　结论

1）机器学习模型具有显著的样本数据集依赖

性，对于高维高精度求解需求的复杂问题分析，大

（a） 龄期-水泥

（d） 水泥-水

（b） 龄期-水

（e） 水泥-矿渣

（c） 龄期-矿渣

（f） 矿渣-水

图 8　关键因素交互作用效应

Fig. 8　Key factor interaction effects
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容量样本数据集较小样本数据集具有更高的置信

度。基于大容量样本数据集构建的 Hyperopt-极端

梯度提升模型具有较高的精准度和良好的稳健性，

测试集中 R2、RMSE、MAE 三项指标分别为 0. 93、
4. 14 和 2. 62，是揭示高性能混凝土强度 -组分相关

性可信任的可解释机器学习模型。

2）高性能混凝土各组分对其轴心抗压强度的

敏感性排序为龄期>水泥>水>矿渣>减水剂>
细骨料>粗骨料>粉煤灰，其中，龄期、水泥、水和

矿渣为关键控制因素。这 4 种因素与高性能混凝土

抗压强度之间的关系表达式分别满足指数函数、幂

函数、高斯函数与指数函数，拟合优度 R2 分别为

0. 98、0. 99、0. 98 与 0. 93。
3）龄期、水泥、水、矿渣这 4 种关键因素的交互

作用分析表明，4 种因素均存在一定的交互耦合作

用，龄期与水泥、水、矿渣的交互作用曲线分别符合

LogisticCum、LogNormal2D 和 Power2D 函数，水泥

与水、水泥与矿渣的交互作用均符合 Poly2D 函数，

矿渣与水的交互作用符合 ExtremeCum 函数。其

中，龄期与水泥、龄期与水、龄期与矿渣、矿渣与水

交互作用显著，在高性能混凝土配比设计中不宜

忽略。
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