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摘要：针对电机轴承故障问题，提出一种基于支持向量机（ＳＶＭ，ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ）与粒

子群优化（ＰＳＯ，ｐａｒｔｉｃｌｅｓｗａｒｍｏｐｔｉｍｉｚａｔｉｏｎ）相结合的电机轴承故障诊断方法。结合振动信号的

时域与小波包能量特征，使表征振动信号的特征具有较好的可靠性和敏感性，提高了故障的诊断准

确率。采用ＰＳＯ算法对ＳＶＭ的惩罚参数和径向基核函数参数进行寻优，并与其它参数寻优算法

进行比较分析。实验表明，研究提出的轴承故障诊断方法不仅对电机轴承的外圈故障、内圈故障和

滚珠故障有很好的识别效果，而且还对每一类故障的严重程度有较好的区分，具有较强的实用性。
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轴承作为电机的重要部件之一，其运行工况直接影响整台电机的性能。在电机的故障种类中，轴承故障

占所有电机故障的４０％以上
［１］。为了最大限度的挖掘轴承的工作潜力，减少或杜绝由轴承故障引起的事故，



所以研究轴承故障诊断方法具有重要意义。电机轴承故障诊断关键技术包括信号预处理、故障特征提取和

故障特征分类３部分。常用故障信号特征提取方法有局部均值分解
［２３］（ＬＭＤ，ｌｏｃａｌｍｅａｎｄｅｃｏｍｐｏｓｉｔｉｏｎ）、

经验模态分解［４５］（ＥＭＤ，ｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ）等，但这两种特征提取方法都存在端点效应使结果

失真的问题。常用特征分类方法有人工神经网络［６］（ＡＮＮ，ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋ）、决策树
［７］（ＤＴ，

ｄｅｃｉｓｉｏｎｔｒｅｅ）等。但基于ＡＮＮ的轴承故障诊断，不但需要大量的训练、测试样本，且学习速度慢、网络训练

失败可能性较大；而ＤＴ易出现过拟合、忽略数据集中属性之间的相关性等问题。

小波包分析［８］能更加细分信号的高频部分，且能自适应选择相应频段；支持向量机［９］（ＳＶＭ）能解决小样

本情况下的机器学习，避免过学习，且具有高泛化能力和避免局部极小点的优点。由于ＳＶＭ 性能取决于它

的参数选择，蚁群算法［１０］（ＡＣＡ，ａｎｔｃｏｌｏｎｙａｌｇｏｒｉｔｈｍ）、遗传算法
［１１］（ＧＡ，ｇｅｎｅｔｉｃａｌｇｏｒｉｔｈｍ）等在优化参数

时存在计算开销大与收敛速度较慢等问题，而粒子群优化［１２］（ＰＳＯ）算法收敛速度快、精度高、可调参数少且

简单易实现。

基于上述问题，提出了一种ＳＶＭ与ＰＳＯ相结合的特征分类方法。在特征提取阶段，充分考虑了故障严

重程度对故障诊断的影响，将振动信号的时域无量纲特征参数和小波包能量值相结合，归一化后作为ＳＶＭ

的输入特征向量；然后构建ＳＶＭ多分类器，并用ＰＳＯ算法优化ＳＶＭ 的惩罚参数和ＲＢＦ参数，提高故障诊

断率。实验证明，在轴承的小样本故障诊断方法中，该方法相对于ＢＰ神经网络、决策树等算法有更高的分类

准确率。

１　振动信号特征提取

就轴承振动信号而言，从时域形式分析，只能检测出轴承是否有故障；从频域形式分析，既可识别出故障

类型与故障位置，又可判断出故障严重程度。但这两种分析在一定程度上都会导致一些有用信息被忽略，不

能很好地分析轴承故障的识别过程。与以往研究只提取时域（或频域）特征不同，研究考虑振动信号在时域

与频域各自表达形式的优势，提取信号的时域与小波包能量组合成ＳＶＭ 的输入特征向量，使表征振动信号

的特征向量具有较好的可靠性和敏感性。

１．１　时域特征提取

能够用于表征故障特征的参数有限，在选取时应遵循高敏感性、高可靠性、可实现型的原则。由于轴承

振动信号为非周期随机信号，无法表达成具体的数学模型，但在大量重复试验时会出现某种统计规律，得到

其重要特征。鉴于有量纲的时域统计特征参数对负载大小和转速较为敏感，且依赖历史数据，选用能灵敏感

知轴承缺陷的５个无量纲参数作为时域特征元素，分别为峭度因子、裕度因子、峰值因子、脉冲因子、波形因

子。它们不受信号绝对水平影响且无需考虑相对标准值。各特征参数表示如下

峭度因子

犓ｒ＝
狀

犻＝１

狓４犻／狀狓
４
ｒｍｓ　　； （１）

　　裕度因子

犔＝狓ｐｅａｋ／狓ｄ　　　 ； （２）

　　峰值因子

犆＝狓ｐｅａｋ／狓ｒｍｓ　　　 ； （３）

　　脉冲因子

犛＝狓ｒｍｓ／狓ｍ 　　　 ； （４）

　　波形因子

犙＝狓ｐｅａｋ／狓ｍ 　　　 ； （５）

其中：狓ｒｍｓ ＝
１

狀
狀

犻＝１

狓２槡 犻；狓ｐｅａｋ ＝
１

犿
犿

犼＝１

狓狆犼，狓狆犼（犼 ＝１，２…犿）为 信 号 中 存 在 的 犿 个 峰 值；狓ｄ ＝

１

狀
狀

犻＝１

狓犻槡（ ）
２

。
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１．２　小波包能量提取

由于多分辨分析尺度函数按照二进制变化，所以其频率分辨率在高频段较差。小波包分解能将频带多

层次划分，从而进一步分解多分辨率及没有细分的高频部分，使频率分辨率得以提高，且能根据被分析信号

的特征自适应选择与信号频谱匹配的频段。基于上述优势，利用小波包分析来提取振动信号能量值。

小波包分解与重构算法如下

由｛犱犼＋１
，狀

狋 ｝求｛犱犼
，２狀

狋 ｝与｛犱犼
，２狀＋１
狋 ｝，可得小波分解算法如式（６）所示

犱犼
，２狀

狋 ＝
犽

犺犽－２犾犱
犼＋１，狀
犽 ，

犱犼
，２狀＋１
狋 ＝

犽

犵犽－２犾犱
犼＋１，狀
犽 ，

烅

烄

烆

（６）

　　由｛犱犼
，２狀

狋 ｝与｛犱犼
，２狀＋１
狋 ｝求｛犱犼＋１

，狀
狋 ｝，可得小波包重构算法如式（７）所示

犱犼＋１
，狀

狋 ＝
犽

（犺犾－２犽犱
犼，２狀
犽 ＋犵犾－２犽犱

犼，２狀＋２
犽 ）， （７）

其中，犵犽＝（－１）
犽犺１－犽，属正交关系。

研究采用ｄｂ４小波包对振动信号采样序列做３层正交小波包分解，得到８个频带。设分解后各频带能

量为犈犼（犼＝０，１…７），犈犼＝
狀

犽＝１

狓犼犽
２，其中，狓犼犽（犼＝０，１…７，犽＝１，２…狀）为各频带重构信号离散点幅值。

将所得８个能量值作为ＳＶＭ输入特征向量的组成元素。

如图１所示，轴承正常运转时的振动信号能量主要分布在结点０和结点１低频段，而故障发生时，能量

集中在结点２和结点６。而不同的故障，能量在这２个频段的的占比是不一样的。

图１　相同严重程度不同故障的能量分布图

犉犻犵．１　犈狀犲狉犵狔犱犻狊狋狉犻犫狌狋犻狅狀犳狅狉狋犺犲狊犪犿犲狊犲狏犲狉犻狋狔狅犳犱犻犳犳犲狉犲狀狋犳犪狌犾狋狊

综合提取的时域特征和小波包能量值，用于轴承故障诊断的特征向量设为犜′。为了方便后续数据处理

以及使收敛速度加快，对提取的特征进行了归一化处理。则

犜′＝（犓狉，犔，犆，犛，犙，犈０，犈１，犈２，犈３，犈４，犈５，犈６，犈７）。

２　基于犛犞犕的故障诊断

２．１　犛犞犕理论分析

ＳＶＭ是建立在统计学ＶＣ（ＶＣ，ｖａｐｎｉｋｃｈｅｒｖｏｎｅｎｋｉｓｄｉｍｅｎｓｉｏｎ）维理论基础上的一种监督机器学习方

法。它通过寻求结构化风险最小来构造最优超平面，提高学习机泛化能力，实现经验风险和置信度的最小

化，从而实现在小样本情况下获得良好的分类效果，比传统神经网络方法具有更好的分类能力和计算效率。

因用于轴承故障诊断的训练样本集线性不可分，所以ＳＶＭ实现分类过程如下：
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设有训练样本集犃＝｛（狓犻，狔犻），犻＝１，２…狀｝，其中，狓犻∈犚
犱，狔犻∈｛１，－１｝为狓犻 所属类别；超平面方程为

狑狓＋犫，狑为权值向量，犫为阈值。则能区分样本并使分类间隔最大的优化问题能在约束条件狔犻（狑
Ｔ狑＋犫）≥

１－ζ犻，ζ犻≥０下，最小化式（８）

最小化：
１

２
（狑Ｔ狑）＋犆

狀

犻＝１
ζ犻， （８）

其中：犆为惩罚系数，由用户指定；ζ犻 为松弛变量。引入拉格朗日乘子法和ＫＫＴ条件，通过在最优超平面中

引用适当的内积核函数犓（狓犻，狓犼），将线性不可分问题转化为某个高维空间的线性可分问题，避免陷入维数

灾难。则最大化问题变为

犙（λ）＝
狀

犻＝１

λ犻－
１

２
犾

犻，犼＝１

λ犻λ犼狔犻狔犼犓（狓犻，狓犼）。 （９）

　　分类函数为

犳（狓）＝ｓｇｎ
狀

犻＝１

λ犻狔犻犓（狓犻，狓）＋犫（ ）， （１０）

其中，λ为拉格朗日乘子。研究使用径向基
［１３］（ＲＢＦ）核函数犓（狓犻，狓犼）＝ｅｘｐ

－ 狓犻－狓犼
２

２σ
２（ ）作为ＳＶＭ模型

的核函数，σ为核函数参数。

２．２　故障诊断实现

ＳＶＭ主要是针对二分类提出的，而故障诊断属于多分类问题，所以采用“一对一”的方法来构造多分类

器［１４］。设有犽个类别共犾个样本，实现过程是在犽个类别中，任意选取２个不同类别的样本构成一个

ＳＶＭ二分类器，则可构造犽（犽－１）／２个二分类器。当构造类别犪分类器时，将属于类别犪的训练样本归为

一类并标记为正（狔
犪
犻＝１），将除去犪类别所余下的训练样本作为一类并标记为负（狔

犪
犻＝－１）。测试时，将测试样

本输入分类器，如果犳
犪（狓）＝１，则样本为犪类别，测试结束。以此类推，则可得到多分类器的分类流程，如图２

所示。

图２　犛犞犕多分类流程图

犉犻犵．２　犉犾狅狑犮犺犪狉狋狅犳犛犞犕犿狌犾狋犻犮犾犪狊狊犻犳犻犮犪狋犻狅狀

故障诊断使用Ｌｉｂｓｖｍ３．１
［１５］工具箱完成，能简单快速有效的实现多类故障的识别。

３　粒子群优化的犛犞犕故障诊断

３．１　粒子群优化算法

粒子群优化（ＰＳＯ）算法源于对鸟类觅食行为的研究，常被用于解决最优解问题，其实现过程为：初始化

一群随机粒子，通过迭代找到最优解。在每一次迭代中，粒子通过跟踪２个“极值”来更新自己，一个为粒子

本身找到的最优解，称为个体极值；另一个为整个种群找到的最优解，称为全局极值。

设犖 维目标搜索空间中有犿 个粒子组成一个群落。将第犻个粒子在犖 维搜索空间中的位置用向量
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狓犻＝（狓犻１，狓犻２，狓犻３…狓犻犖）表示；“飞翔”速度用向量狏犻＝（狏犻１，狏犻２，狏犻３…狏犻犖）表示，犻＝１，２…犿。粒子速度和位置

更新公式如下

狏犽＋１ｉｎ ＝ω狏
犽
ｉｎ＋犮１狉１（狆

犽
ｉｎ－狓

犽
ｉｎ）＋犮２狉２（狆

犽
ｇｎ－狓

犽
ｉｎ）， （１１）

狓犽＋１ｉｎ ＝狓
犽
ｉｎ＋狏

犽＋１
ｉｎ ， （１２）

其中：犻＝１，２…犿；狀＝１，２…犖；犽为迭代次数；犮１、犮２ 为学习因子，为非负常数；狉１、狉２ 为［０，１］间的随机数，ω

为惯性权值；狏ｉｎ∈［－狏ｍａｘ，狏ｍａｘ］，狏ｍａｘ是常数，由使用者设定；狆ｉｎ为第犻个粒子搜索到的最优位置；狆ｇｎ为整个

粒子群搜索到的最优位置。迭代终止条件一般选为最大迭代次数或粒子群迄今为止搜索到的最优化位置满

足适应阈值。

３．２　犘犛犗算法优化犛犞犕参数

由于ＳＶＭ模型参数直接影响着故障诊断精度，所以对ＳＶＭ 进行参数优化显得尤为重要。而ＳＶＭ 可

调参数只有惩罚参数犆与核函数参数σ。鉴于ＰＳＯ算法的寻优效果，研究采用ＰＳＯ算法来实现ＳＶＭ模型

的参数优化，避免了传统人工试凑确定参数的盲目性。

ＰＳＯ优化ＳＶＭ参数流程如图３所示。

图３　犘犛犗优化犛犞犕参数流程图

犉犻犵．３　犉犾狅狑犮犺犪狉狋狅犳犘犛犗狅狆狋犻犿犻狕犪狋犻狅狀犛犞犕狆犪狉犪犿犲狋犲狉狊

４　实验结果与分析

研究用于电机轴承故障诊断的数据集来源于美国凯斯西储大学（ｃａｓｅｗｅｓｔｅｒｎｒｅｓｅｒｖｅｕｎｉｖｅｒｓｉｔｙ）轴承数

据中心。数据采集轴承型号为６２０５２ＲＳＪＥＭＳＫＦ，电机空载且转速为１７９７ｒ／ｍｉｎ，使用加速度传感器以

１２ｋＨｚ的频率采集驱动端振动信号。类型包括内圈、外圈及滚珠分别出现故障直径为０．１７７８、０．３５５６、

０．５３３４ｍｍ的数据和正常工况下的数据，既样本类别为１０，每种工况下的数据采集１２０组。

研究对传统的基于支持向量机的电机轴承故障诊断方法和采用改进型支持向量机电机轴承故障诊断方

法进行对比分析。

４．１　传统犛犞犕的轴承故障诊断方法

传统的轴承故障诊断方法仅考虑了电机轴承的外圈、内圈、滚珠３类故障，而没有考虑每类故障的受损程

度对故障诊断的影响，因此，传统的诊断方法中，仅采用时域特征或者频域特征，就能够取得理想的诊断结果。
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如表１所示，实验中仅采用了时域特征，不考虑轴承的受损程度，采用故障直径为０．１７７８ｍｍ故障数

据，故障类型包括内圈、外圈、滚珠故障。因此，总共包括４类样本数据，每一类各包括９０组训练样本和３０

组测试样本。

表１　基于时域特征的犛犞犕故障诊断———不考虑故障严重程度

犜犪犫犾犲１　犛犞犕犳犪狌犾狋犱犻犪犵狀狅狊犻狊犫犪狊犲犱狅狀狋犻犿犲犱狅犿犪犻狀犳犲犪狋狌狉犲狊———犚犲犵犪狉犱犾犲狊狊狅犳狋犺犲狊犲狏犲狉犻狋狔狅犳狋犺犲犳犪狌犾狋

分类类别
故障直径

／ｍｍ
故障程度 标签（Ｙ） 训练样本数 测试样本数

正常 ０ 正常 ０ ９０ ３０

内圈故障 ０．１７７８ 轻微 １ ９０ ３０

外圈故障 ０．１７７８ 轻微 ２ ９０ ３０

滚珠故障 ０．１７７８ 轻微 ３ ９０ ３０

实验结果 １００％

实验结果表明，在不考虑轴承受损程度的情况下，仅采用时域特征作为ＳＶＭ的输入，通过粒子群算法的

优化，可以达到１００％（１２０／１２０）的故障诊断准确率。

然而，在实际的应用中，故障的受损程度是未知的，因此诊断方法中，对每一类轴承故障又进一步的划分

为轻微故障、中等故障、严重故障。如表２所示，分类类型仍然包括正常、内圈故障、外圈故障、滚珠故障。每

一种分类的训练样本数量仍然各为９０组，测试样本３０组，不同的是在每一类故障做了受损程度的划分，而

每一类受损程度的样本各包括训练样本３０组，测试样本１０组。

表２　基于时域特征的犛犞犕故障诊断———考虑故障严重程度

犜犪犫犾犲２　犛犞犕犳犪狌犾狋犱犻犪犵狀狅狊犻狊犫犪狊犲犱狅狀狋犻犿犲犱狅犿犪犻狀犳犲犪狋狌狉犲狊———犆狅狀狊犻犱犲狉狋犺犲狊犲狏犲狉犻狋狔狅犳狋犺犲犳犪狌犾狋

故障类别
故障直径

／ｍｍ
故障程度 标签（Ｙ） 训练样本数 测试样本数

正常 ０ 正常 ０ ９０ ３０

内圈故障

０．１７７８ 轻微 １ ３０ １０

０．３５５６ 中等 １ ３０ １０

０．５３３４ 严重 １ ３０ １０

外圈故障

０．１７７８ 轻微 ２ ３０ １０

０．３５５６ 中等 ２ ３０ １０

０．５３３４ 严重 ２ ３０ １０

滚珠故障

０．１７７８ 轻微 ３ ３０ １０

０．３５５６ 中等 ３ ３０ １０

０．５３３４ 严重 ３ ３０ １０

实验结果 ８１．６７％

实验结果表明，在考虑了故障受损程度的影响后，仅采用时域特征的故障分类准确率仅为８１．６７％（９８／

１２０）。

在同样的实验条件下，考虑故障受损程度，诊断率下降超过１８％。因此，在诊断方法中，同时采用了时域

与小波包能量特征，使ＳＶＭ的特征参数有较高的敏感性，提高分类准确率。

４．２　犘犛犗优化犛犞犕参数的故障诊断方法

支持向量机的惩罚参数犆与ＲＢＦ核函数参数σ，对分类效果有比较大的影响。因此，寻找合适的参数

对支持向量机的分类准确率至关重要。
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如表３所示，将内圈、外圈和滚珠的故障分别划分为３种损伤程度，因此总共包括１０个类别，每个类别

各包括９０组训练样本和３０组测试样本。

表３　结合时域与小波包能量特征的犘犛犗犛犞犕故障诊断

犜犪犫犾犲３　犘犛犗犛犞犕犳犪狌犾狋犱犻犪犵狀狅狊犻狊犮狅犿犫犻狀犻狀犵狋犻犿犲犱狅犿犪犻狀犪狀犱狑犪狏犲犾犲狋狆犪犮犽犲狋犲狀犲狉犵狔犳犲犪狋狌狉犲狊

故障类别
故障直径

／ｍｍ
故障程度 标签（Ｙ） 训练样本数 测试样本数

正常 ０ 正常 ０ ９０ ３０

内圈故障

０．１７７８ 较轻 １ ９０ ３０

０．３５５６ 中等 ２ ９０ ３０

０．５３３４ 严重 ３ ９０ ３０

外圈故障

０．１７７８ 较轻 ４ ９０ ３０

０．３５５６ 中等 ５ ９０ ３０

０．５３３４ 严重 ６ ９０ ３０

滚珠故障

０．１７７８ 较轻 ７ ９０ ３０

０．３５５６ 中等 ８ ９０ ３０

０．５３３４ 严重 ９ ９０ ３０

实验结果 ９９．３３％

在粒子群寻优实验中，参数设置：种群数量１５，学习因子犮１＝犮２＝２，迭代次数１００。

如图４所示，测试３００个样本，分类准确率达到９９．６７％（２９９／３００），优于没有优化时的８０．３３％（２４１／

３００）分类准确率。如图５所示，粒子群参数寻优的平均适应度约为９７．５％，最佳适应度达到９９．４％，通过寻

优获取的惩罚参数犆为７８．０６，ＲＢＦ核函数参数σ为３．３１。

图４　测试结果

犉犻犵．４　犜犲狊狋狉犲狊狌犾狋狊

研究使用了同样的样本，在相同的搜索区域寻优，对比分析了网格搜索算法，遗传算法和粒子群算法在

支持向量机惩罚参数犆与ＲＢＦ核函数参数σ中的寻优能力。
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图５　粒子群适应度曲线

犉犻犵．５　犘犪狉狋犻犮犾犲狊狑犪狉犿犳犻狋狀犲狊狊犮狌狉狏犲

由表４可知，３种算法在优化支持向量机的参数上，其优化效果是比较接近的，但是在用时上（包括特征

提取、训练时间与测试时间），粒子群算法优于遗传算法和网格搜索算法。

表４　算法寻优性能对比

犜犪犫犾犲４　犆狅犿狆犪狉犻狊狅狀狅犳犪犾犵狅狉犻狋犺犿狅狆狋犻犿犻狕犪狋犻狅狀狆犲狉犳狅狉犿犪狀犮犲

寻优算法 用时／ｓ 识别率／％

粒子群优化算法 ４７．８３ ９９．６７（２９９／３００）

遗传算法 ７９．３７ ９９．００（２９７／３００）

网格搜索算法 ６３．８５ ９９．００（２９７／３００）

研究分别采用了决策树（ＤＴ），ＢＰ神经网络，深度信念网络（ＤＢＮ），常规ＳＶＭ 等常用算法，使用相同的

数据样本进行训练与测试，随机选择训练与测试样本，并与ＰＳＯＳＶＭ算法进行比较，测试准确率取１０次平均

值。对比结果如表５所示。决策树用时较少，但故障诊断准确率有待提高；ＢＰ神经网络利用特征样本训练，在

迭代３０次之后的识别率为９３．３３％，低于ＰＳＯ－ＳＶＭ方法。ＤＢＮ输入为归一化之后的原始数据集，由于网络

包括３层隐含层，因此用时较多，但识别率较低，由此可见，深度网络在小样本的情况下并不适用；使用 Ｍａｔｌａｂ

的默认ＳＶＭ参数，虽然用时较少，但识别率较低；而在使用粒子群算法优化之后，识别率有了显著提高。

表５　不同分类器的分类指标

犜犪犫犾犲５　犆犾犪狊狊犻犳犻犮犪狋犻狅狀犻狀犱犲狓狅犳犱犻犳犳犲狉犲狀狋犮犾犪狊狊犻犳犻犲狉狊

分类器 用时／ｓ 识别率／％

ＤＴ １７．７７ ９４．６７

ＢＰ ４４．６２ ９３．３３

ＤＢＮ ２４１．３２ ８５．００

ＳＶＭ ３２．３４ ８０．３３

ＰＳＯＳＶＭ ４７．８３ ９９．６７

５　结　论

在轴承故障诊断中，常见的诊断方法都没有考虑不同严重程度的轴承故障对诊断的影响，因此，选取的

特征向量尽管维数较低且分类准确率较高，但在实际应用中，分类效果并不理想。
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研究从故障诊断的实际应用出发，验证了不同严重程度的轴承故障对分类准确率的影响。在此基础上，

分析了振动信号的时域特征与小波包能量特征，使提取的特征在实际诊断中具有较好的可靠性和敏感性。

不仅特征的选取对支持向量机的分类效果有比较大的影响，合适的惩罚参数与ＲＢＦ核函数参数，也能

提高它的分类效果。研究采用粒子群算法对ＳＶＭ的参数进行寻优，并与网格搜索算法和遗传算法进行了对

比。实验结果表明，网格搜索算法、遗传算法及粒子群算法，在基于ＳＶＭ 的轴承故障识别中，对提高识别率

都有较好的效果，但在寻优时间上，粒子群算法优于网格搜索算法和遗传算法。

综上所述，提出的轴承故障诊断方法不仅诊断准确率高，而且实用性强。
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