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摘要:网络嵌入学习是深度学习的一个热门分支,它将网络节点映射到一个拓展的低维向量空

间。针对用户共用标签网络和社交网络,利用表征学习方法得到用户标签标注关系和社交关系的

向量表征,并提出一种新的服务推荐方法。该方法利用用户的向量表征得到相似用户集,由最终得

到的用户特征信息返回Top-k个相似用户,并根据相似用户的偏好情况向目标用户推荐合适的服

务。为验证方法的可行性,在公开数据集Delicious和Last.FM上进行了实验,结果表明:相比4种

基准方法,文中方法准确率可提升13%,召回率提升18.6%,F-measure值可提升13.1%;在学习用

户表征向量时,用户之间共用标签关系与社交关系同样重要;推荐过程中,为目标用户返回的相似

用户值在[25,30]区间更为适宜。
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Abstract:Networkembeddinghasbeenapopularbranchofdeeplearning,whichrepresentsthenetwork
informationbymappingnetworknodestoanextendedlow-dimensionalspace.Accordingtouserco-tag
networkandsocialnetwork,weemployednetworkrepresentationlearningtoextracttherepresentation
vectoroftaggingrelationshipandsocialrelationshipofusersrespectively,andproposedanovelservice
recommendationmethod,usinguser’srepresentationvectorlearnedtocalculatethesimilarusersetand
recommendappropriateservicestothetargetusersaccordingtothepreferencesoftop-ksimilarusers.To
investigatethefeasibilityofourapproach,experimentswerecarriedoutontwoopendatasets,Delicious
andLast.FM.Theresultsshowthatourmethodoutperformsthefourbenchmarks,withanaverage
improvementof13%inprecision,18.6%inrecalland13.1%inF-measure.Itisalsofoundthatwhen



learninguserrepresentation,theco-tagrelationshipbetweenusersisasimportantasthesocialrelationship.
Meanwhile,duringtheprocessofcollaborativerecommendation,thenumberofsimilarusersreturnedfora
targetuserissuitableintherangefrom25to30.
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随着各种资源信息的爆炸式增长[1],用户需要花费大量的时间去搜索他们感兴趣的服务。准确地向用

户推荐所需服务是一项迫切的需求。标签能提高共享、发现和检索的效率[2],服务的标签能直接体现服务本

身的特性,用户标注的标签既是用户兴趣偏好的体现,也能间接地反映用户之间的关系(如标签共用关系)。

因此,社会化标签被广泛地应用于个性化的服务推荐[3]。

随着社交网络平台的出现,用户之间的交互更加便捷,用户的社交关系变得更加丰富。相同喜好的用户

会聚集成社区,一个用户又会同时参与多个社区[4],这些信息有助于更好地挖掘用户对服务的偏好和用户之

间影响。因此,基于社交网络的个性化服务推荐也被许多研究者所关注。例如,Deng等[5]提出了一种基于

社交网络的增强信任的服务推荐方法。

众所周知,分析和处理大规模的网络是费时费力的。近年来,网络表征学习(networkrepresentation

learning)作为一种新的方便有效的学习方法,被广泛关注,成为深度学习和数据挖掘领域中一个快速发展的

方向[6]。有学者成功地将网络表征学习方法运用于服务推荐,发现这样可以有效地获取用户与事项之间复

杂的非线性关系,克服传统推荐模型的一些不足,达到提高推荐质量的效果[7]。但是,目前还少有研究者利

用网络表征学习方法(networkembeddingtechnique)从用户社交网络和用户标签共用网络中提取用户的偏

好特征。

因此,笔者根据用户的标签标注关系和社交关系,构建相应的用户信息网络,并引入典型的网络表征学

习方法Node2vec[8],尝试从不同用户信息网络中学习用户的特征偏好,并最后用于服务的协同推荐。1)引

入网络表征学习方法提取用户的隐性特征向量,取代传统的 TF-IDF(termfrequency-inversedocument

frequency)加权方法。2)综合考虑用户标签共用关系和社交关系,提出一种新的服务推荐模型,并在2个公

开数据集上进行了实证分析。3)针对2个数据集进行相关的参数训练,使得模型的推荐质量达到最优效果。

内容的组织框架为:第二部分归纳了目前已取得的一些相关成果;第三部分详细描述了文中服务推荐模型;

第四部分陈述了实验数据和实验结果分析。

1 相关工作

推荐系统是当下一种重要的信息过滤手段,其中,协同过滤(collaborativefiltering)因其高效、准确和可

扩展性被广泛应用于大规模的推荐引擎中[9]。协同过滤按照推荐类型可划分为基于模型(model-based)、基

于记忆(memory-based)和基于上下文(context-based)的推荐3大类[10-13]。

1.1 基于标签的服务推荐

Shi等[14]为了预测用户对全新的媒体服务的评分,利用基于主题向量去类比全新的媒体服务与以往的

媒体服务的相似程度,并根据得到的相似关系对用户进行推荐。该方法提高了推荐效率,有效地解决了冷启

动的问题;Zhang等[15]针对冷启动和简化问题,提出一种基于矩阵分解的混合标签多样化推荐算法,根据用

户对服务的行为数据挖掘出用户与标签的隐性关系,该方法不仅能保证推荐的准确率,也提高了标签多样

性;Qiang等[16]提出一种基于多标签传播的算法去预测出一个多维的社区结构,利用多维的社区结构向用户

推荐服务,推荐精度和效率都有所提高。

与此同时,TF-IDF作为一种用于信息检索与数据挖掘的常用加权技术,常被应用于基于标签的服务推

荐中,用以评估用户间的相似度,比如,Ba等[17]利用TF-IDF方法计算目标用户与邻居之间的相似度,而不

用考虑事项标签的详细评级,该方法可以提高推荐系统的精度、实时性和可扩展性;Otsuka等[18]提出TF-
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IDF变体排名方案,依据相似用户的标签信息帮助用户找到可能感兴趣的新标签,并且在Twitter提供的公

开数据集上证明了该方法的有效性。

1.2 基于社交关系的服务推荐

Jiang等[19]提出一种基于社会关系和时间影响的个性化服务推荐,综合考虑了用户熟悉度和偏好相似

度,该方法不依赖于用户的历史数据,可以满足为新用户和不活跃用户进行服务推荐的需求;Yuan等[20]将

用户之间的好友关系和组员关系2种不同类型的社交关系通过因子分解过程融合到协同推荐系统中,综合

考虑2种关系能够有效改善推荐的质量和效率;Meo等[21]提出一种基于矩阵分解和社交关系组合的协同服

务推荐,该方法能为用户提供更准确的建议和排名;Rafailidis等[22]发现选择亲密的社交朋友可以提高推荐

的准确性,提出基于亲密度比较的社交关系模型SCR,该模型的性能优于目前最先进的CR模型;Liu等[23]

也提出一种结合用户社交关系和个性化标签的服务推荐模型,用图模型模拟协作用户的社会标注和他们之

间的社交关系,在公开数据集上证明模型的有效性;Chen等[24]提出了变异SimRank算法,通过提取用户社

交关系的显式信息计算偏好数据,提高原模型的推荐质量。

1.3 基于表征学习的服务推荐

网络表征学习旨在将网络中的节点表示成低维、实值、稠密的向量形式,使得到的向量可以在向量空间

中具有表示和推理的能力,可以更加灵活地应用于不同的数据挖掘和推荐任务中,引起了越来越多的关注。

网络表征学习方法也成功应用到服务推荐领域,例如,Tran等[25]在人脸识别领域,提出表征学习生成对抗网

络DR-GAN(disentangledrepresentationlearning-generativeadversarialnetwork),评价结果表明,改良后的

生成对抗网络优于目前的技术水平;Tang等[26]提出一种基于卷积神经网络的联合表征学习模型,将用户和

事件投影到同一个潜在空间来捕捉特征信息,该模型的预测精度AUC值提高了6%;Kong等[27]利用表征学

习得到引用网络论文的特征向量,开发了科学的论文推荐系统VOPRec(vectorrepresentationlearningof

paperswithtextinformationandstructuralidentityforrecommendation),能满足用户进行科学论文推荐的

需求;Zhuang等[28]提出新的表征学习框架,通过自动编码器学习用户和项目间的隐性表示,经比较发现该学

习模型能解决矩阵分解存在的缺陷,并且表示的多样性和可扩展性都优于现有的矩阵分解方法;Wu等[29]提

出新的上下文感知用户表征学习模型CARL(context-awareuser-itemrepresentationlearning)进行评分预

测,通过因子分解机器,建模高阶特征交互,用于评级预测。Han等[30]提出了一种基于异质信息网络嵌入和

卷积神经网络混合的表征学习方法,通过表征学习从用户与项目交互结构中获取用户和项目的特征表示;

Wu等[31]提出一种利用知识图谱的表征学习方法,将现有的语义数据表征到低维语义空间,提高了协同过滤

推荐在语义层面的效果;Shi等[32]提出基于元路径的随机游走策略来生成有意义的节点序列进行网络嵌入,

并将其扩展到 MF模型中,证明了该模型能有效地解决冷启动问题。

2 研究方法

文中方法的研究框架如图1所示,主要包括3部分:1)构建用户信息网络模型:根据用户在服务上标

注的标签信息,构建用户 标签异质信息网络,再通过投影方式得到用户标签共用网络;另外,根据用户之

间的contact和follow关系,构建用户社交网络。2)网络表征学习:对于得到的2类用户信息网络,分别利

用网络表征学习方法通过网络嵌入(networkembedding)学习用户的特征向量;再通过线性组合方式将得

到的2类表征进行融合,得到最终的用户偏好特征向量。3)基于用户的协同推荐:指定一个目标用户,利

用最终得到的用户特征信息,为其返回Top-k个相似用户,根据相似用户的偏好情况向目标用户推荐合适

的服务。
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图1 文中方法的主要框架

Fig.1 Themainframeworkofourapproach

2.1 用户信息网络建模

用户 标签异质信息网络(user-tagheterogamousinformationnetwork):异质信息网络简单的理解是指

网络中节点或连边的种类在2种及以上的网络。在文中,根据用户对服务进行标注时使用的标签信息,可构

建用户 标签异质信息网络NUTHIN={U∪T,E},其中,U={u1,u2,…,um}为用户集,T={t1,t2,…,tn}为
标签集,E={eij|i=1,2,…n,j=1,2,…,m}为连边集,当存在一条连边eij=w 时,代表用户ui 在服务w 上

标注了tj 标签。
用户标签共用网络(userco-tagnetwork):为了提取出用户之间的关系,对用户 标签异质信息网络

NUTHIN进行投影,可得到用户标签共用网络NUCTN={U',E'},其中,U'⊆U,如果用户ui 和uj 使用过相同标

签,则视他们之间有一条连边,表现为e'ij=wij,wij为2个用户共有的标签数。
用户社交网络(usersocialnetwork):现在流行很多公共服务平台,比如,Delicious和Last.FM。通过这

些平台用户可以给服务标注标签,也可以跟其他用户交流。根据平台上提供的用户交互数据,假如,一个用

户ui 关注(contact)或follow了另一个用户uj,则视2个用户之间有一次社交关联。因此,用户之间的社交

关系网络NSocialnet=(U,E),U= ui{ }i=1,…m为用户集,E=eij|i,j=1,2,…,m{ }为连边集,若用户ui 和uj 之

间有交互关系,则eij=1,否则为0。考虑到虚拟社交平台中交互频繁的用户可能正是因为彼此之间不熟悉,
导致沟通效率不高;反而,2个彼此熟悉的人在某个问题上可能只需通过一次简单的交互就能达到很好的沟

通效果。因此,把用户之间的社交网络只作为一个无向非加权的网络处理。

2.2 网络嵌入方法

将信息网络映射到一个低维向量空间的方法,已在机器学习领域得到有效验证,网络表征学习方法能够

有效地学习信息网络中节点之间的局部和整体结构信息。在服务推荐过程中,针对用户标签共用网络与社

交网络,引入网络嵌入方法处理2类用户信息网络,将网络中每个用户节点u 转化为一个d 维的向量u,来表

征每个用户的信息,将得到的2类用户表征向量通过组合得到用户最终表征向量。
首先,利用随机游走的方法将网络转换成一个节点序列集合。一条节点序列可类比为一个句子,节点序

列集合则类比为一段文本。然后,借鉴Skip-gram模型的学习方法,利用节点序列集合学习出每个节点的

表征。

2.2.1 随机游走策略

2种常规游走策略:深度优先遍历和广度优先遍历。深度优先遍历能保留网络的结构信息,而广度优先

遍历能保留网络的邻域信息。借鉴 Node2vec方法引入参数p 和q 优化随机游走策略。在网络 Net=
V,E{ }中,随机选择节点u 为源节点,令N(u)为随机游走产生的节点序列,ni 表示节点序列中第i个节点,
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选择ni 的条件概率计算公式如下:

p(ni=x|ni-1=v,ni-2=t)=
βpq(t,x)wvx

Z
(v,x)∈E,

0 (v,x)∉E,

ì

î

í

ïï

ïï

(1)

βpq(t,x)=

1
p

dtx =0,

1 dtx =1,

1
q

dtx =2。

ì

î

í

ï
ï
ï

ï
ï
ï

(2)

如式(1)所示,在边权重wvx前加了一个偏重βpq(t,x),Z 是一个常数。在式(2)中,dtx表示节点t和x 之间

的网络局部结构,当节点t和x 之间有连边时,dtx=1;当节点t和x 重合时,dtx=0;当节点t和x 之间没有

连边时,dtx=2。因此,Node2vec的随机游走策略可以根据不同的网络局部结构动态计算,选择不同方向的

条件概率,从而动态选择遍历的方向。

2.2.2 表征学习

对于每个源节点v∈V,N(v)⊂V 是从节点v 出发,通过随机游走得到的节点序列集合。由节点v 得到

节点序列N(v)的条件概率计算公式为

p(N(v)|v)= ∏
N(v)

i=1
p(vi|v)。 (3)

  其中,将p(vi|v)模型化为一个由各节点表征向量组成的softmax单元,为

p(vi|v)=
exp(vTvi)


V

k=1exp(vTvk)
。 (4)

式中:v∈Rd为节点v 的d 维表征向量,V 表示网络的节点个数。考虑到直接对目标函数f1 进行训练,资
源消耗较大,文中引入负采样方法进行优化。其思想是利用负采样代替全局参数进行训练,从而减少大量的

参数训练带来的资源消耗。其中,NNEG(vi)表示以vi 为中心的负采样节点集。

P(z|vi)=
q(viTvz)z∈N(vi)

1-q(viTvz)z∈NNEG(vi){   q(x)=
1

1+e-x
。 (5)

  将网络中所有节点的条件概率累加,就得到目标函数:

f1=
v∈V


N(v)

i=1 p(vi|v)。 (6)

  通过学习训练找到合适的向量 vi{ }i=1,…|V|,使式(5)最大化,采用随机梯度下降(stochasticgradient
descent)方法进行优化。

2.3 基于用户的协同推荐

对于每个节点vi,令v1i 为从用户标签共用网络中学习得到的用户表征向量,v2i 为从用户社交网络中学

习得到的表征向量。节点vi 最终的表征向量vi 表示为v1i 与v2i 的线性组合,即:

vi=αv1i +(1-α)v2i。 (7)

  基于所得到的用户表征向量,文中通过向量的余弦相似度来获取目标用户的相似用户集S(u),取代传

统计算用户标签集相似度或者用户社交网络中共同好友个数的方式。

Sim(ui,uj)=
uiuj

ui × uj
。 (8)

  对于目标用户u 是否选择服务s,根据其相似用户集中用户的选择情况进行判断。对于服务s,用户u
选择它的概率为

p(u,s)= 
n∈S(u)∩N(s)

sim(u,n)·rns。 (9)

式中,rvs表示用户u的相似用户v对服务s的喜欢程度,例如评分大小。N(s)为已经选择了服务s的用户集。
最后可返回用户u对一系列未曾关注过的服务感兴趣的概率列表,并将靠前的Top-k个服务进行优先推荐。
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3 实验分析

3.1 实验数据

实验数据来源于Grouplens平台。Delicious数据集中包括用户1867个,服务(书签)104799个和标签

53388个。Last.FM数据集包括用户1892个,服务(音乐)17632个和标签11946个。数据集中,有用户对

服务标注标签的行为数据,也有用户之间的交互记录。用户信息网络建模后,所得网络信息统计如表1所

示。为提高实验数据的质量,过滤掉了关注服务个数少于5个的用户。
表1 实验数据

Table1 Experimentaldata

名称 用户 服务 标签 网络 节点数 连边数

Last.FM 1892 17632 11946
用户标签共用网络 1207 4483

用户社交网络 1132 2357

Delicious 1867 104799 53388
用户标签共用网络 1194 7621

用户社交网络 1037 4889

3.2 评价指标

用于评价推荐结果的方法有很多,文中采用常用准确率(precision)、召回率(recall)和综合评价指标

F-Measure3个指标。对于目标用户ui,令si 表示该用户真实选择的服务集合,令sTopK
i 表示向该用户推荐

的Top-K个服务。对于测试用户集 Utest ,指标的定义如下:

PPrecision@K=
1

Utest

Utest

1

|si ∩sTopK
i |

sTopK
i

, (10)

RRecall@K=
1

Utest

Utest

1

|si ∩sTopK
i |

si
, (11)

F-M Measure@K=
2×PPrecision@K×RRecall@K

PPrecision@K+RRecall@K
。 (12)

  为了验证文中方法的有效性,选取UPCC(user-basedpearsoncorrelationcoefficient)[33]、WSRec(web
servicerecommender)[34]、SoRec(socialrecommendation)[35]和 Truser(trustworthyuserbasedservice
recommendation)[36],4种已有方法作为实验的基准方法。UPCC是一种基于用户对服务的偏好找到相似用

户,将相似用户喜欢的服务推荐给当前用户的方法;WSRec是一种基于用户和事项的协同过滤(混合)推荐

方法;SoRec是一种基于社交网络和评分矩阵融合的推荐方法;Truser是一种基于可信用户的两阶段聚类服

务推荐的最新方法。文中基于关系网络表征学习的服务推荐方法为RLSR(representlearning-basedservice
recommendation)。

3.3 实验结果

3.3.1 推荐结果评价

为验证RLSR方法的有效性,随机从数据集中抽取一定比例γ(1%~10%)的用户进行测试。在网络表

征学习阶段,设置用户向量维度为默认值(d=128),游走步长l=50,每个节点游走次数r=10,偏重参数

p=q=1,参数设置参照文献[8]中的训练经验值。在基于用户协同过滤时,设置表征向量组合参数α=0.5,
相似用户集 S(u)=20。当Top-k=10时,在2个数据集上的召回率(Rec@k)和准确率(Pre@k)结果如表

2所示。
实验结果显示,在2组数据集的实验中,无论γ比例如何变化,RLSR方法的准确率和召回率始终优于4种

基准方法,即推荐质量得到提高。尤其是与常规的推荐方法UPCC和 WSRec相比,改进更为明显。对于SoRec
和Truser这2种较新的方法,在Delicious数据集上,RLSR方法的平均准确率达0.635,提升幅度分别为12.9%
和5.7%;平均召回率达0.593,提升幅度更大,分别为19.2%和7%。而在Last.FM数据集上,RLSR方法的平均
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准确率达0.572,提升幅度分别为13%和11.7%;平均召回率达0.534,提升幅度分别为18.9%和13.2%。

表2 各方法在2个数据集上的推荐结果

Table2 Recommendedresultsofdifferentmethodsontwodatasets

数据集 指标 方法
比例γ

1 2 3 4 5 6 7 8 9 10
平均值

Delicious

Rec@10

Pre@10

UPCC 0.34 0.42 0.39 0.42 0.31 0.41 0.37 0.33 0.37 0.33 0.369

WSRec 0.51 0.47 0.49 0.43 0.41 0.51 0.43 0.41 0.47 0.49 0.462

SoRec 0.51 0.51 0.53 0.51 0.57 0.57 0.54 0.50 0.51 0.50 0.525

Truser 0.51 0.57 0.53 0.59 0.57 0.53 0.59 0.59 0.59 0.54 0.531

RLSR 0.61 0.59 0.57 0.60 0.60 0.58 0.59 0.61 0.61 0.57 0.593

UPCC 0.39 0.45 0.41 0.47 0.39 0.42 0.40 0.40 0.41 0.39 0.413

WSRec 0.51 0.49 0.50 0.52 0.47 0.57 0.43 0.44 0.50 0.54 0.497

SoRec 0.54 0.57 0.53 0.57 0.42 0.51 0.57 0.53 0.56 0.53 0.534

Truser 0.53 0.57 0.57 0.57 0.51 0.51 0.51 0.50 0.54 0.50 0.561

RLSR 0.65 0.63 0.65 0.61 0.63 0.63 0.63 0.61 0.64 0.67 0.635

Last.FM

Rec@10

Pre@10

UPCC 0.31 0.38 0.35 0.38 0.28 0.37 0.33 0.30 0.33 0.30 0.332

WSRec 0.46 0.42 0.44 0.39 0.37 0.46 0.39 0.37 0.42 0.44 0.416

SoRec 0.46 0.46 0.48 0.46 0.51 0.51 0.49 0.45 0.46 0.45 0.473

Truser 0.46 0.53 0.53 0.48 0.49 0.53 0.53 0.51 0.48 0.51 0.505

RLSR 0.55 0.53 0.51 0.54 0.54 0.52 0.53 0.51 0.55 0.51 0.534

UPCC 0.35 0.41 0.37 0.42 0.35 0.38 0.36 0.36 0.37 0.35 0.372

WSRec 0.46 0.44 0.45 0.47 0.42 0.51 0.39 0.40 0.45 0.49 0.447

SoRec 0.49 0.51 0.48 0.51 0.38 0.46 0.51 0.48 0.51 0.48 0.480

Truser 0.48 0.51 0.51 0.51 0.46 0.46 0.46 0.45 0.49 0.45 0.534

RLSR 0.59 0.57 0.59 0.55 0.57 0.57 0.57 0.55 0.58 0.60 0.572

图2 各方法在2个数据集上F-measure结果对比

Fig.2 ComparisonofF-measureresultsofeach

methodontwodatasets

为了进一步比较各方法综合推荐效果,图2给出了

各方法推荐结果的F-measure值。相比2个较新的基准

方法,在2个数据集上,RLSR方法F1 值的提升幅度为

13.1%和14.1%,11.7%和8.5%,能进一步提高服务推

荐的质量。网络表征学习方法可以得到局部和全局的

结构信息,笔者的实验也证明,在服务推荐中,2种用户

网络通过表征学习方法,有利于更好地找出用户的相似

用户。

3.3.2 参数影响分析

1)参数l、r、p 和q的影响分析。
对于随机游走步长l,令其他参数为默认值,分析随

步行长度l从10~100的变化,推荐结果的F-Measure
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值,如图3所示。结果在2组数据集上都呈现出上升的趋势,而且当l超过50时,曲线的上升幅度不断减小,

最后表现为趋于稳定。例如,当l增加到100时,在Delicious数据集上的F-Measure@10值为最大值0.63;

相应的,Last.FM数据集上的F-Measure@10值也达到最大值0.59。对于F-Measure值提升的一种解释是,

较长的随机游走步行可以更好地保留网络的全局结构信息,提高网络表征学习的质量。

对于每个节点游走次数r,设置其他参数都采用默认值,分析r从10~100变化时的F-Measure值变化,

如图4所示。在2组数据集上结果都呈现出一种上升的趋势,当l超过80后,曲线的上升幅度减小,最后趋

于稳定。一种解释是,网络中每个节点的游走次数越多,得到的节点序列集更能代表节点在网络中的结构信

息,提高网络表征学习的质量。还涉及2个重要参数,即控制游走策略的2个参数p 和q。为分析其影响,保

持其他参数不变,令log2p 和log2q分别从-4~4变化。如图5和图6所示,整体上p 和q 值越小,推荐结果

的F-Measure值越大。其中,Delicious数据集在log2p=-4时的F-Measure为0.68,在log2q=-4时的

F-Measure为0.67。这表明网络表征学习的质量会随着p 和q值的降低而提高。因为较小的p 值鼓励深度

游走,有利于获取全局结构信息,但较小的q值反过来又可以助力平衡游走深度,使得向外游走时又始终离

起始节点不至于太远。因此,参数p 和q不应该设置得太大。如果参数太小,对游走的方向和速度的控制将

不明显,可考虑取值范围在[2-3,2-2]。

图3 参数l对推荐结果的影响

Fig.3 Impactofparameterlonrecommendedresults

图4 参数r对推荐结果的影响

Fig.4 Impactofparameterronrecommendedresults

图5 参数p 对推荐结果的影响

Fig.5 Impactofparameterponrecommendedresults

图6 参数q对推荐结果的影响

Fig.6 Impactofparameterqonrecommendedresults

2)参数|S(u)|和α的影响分析。

在推荐过程中,返回给目标用户的相似用户集|S(u)|的大小也会对推荐性能产生一定影响。进一步分

析参数|S(u)|的影响,设置α=0.5,l=50,参数p=q=1,令|S(u)|从5~50变化,结果如图7所示。总

体来说,随着|S(u)|值的增加,F-Measure值先增加后减少。例如,当|S(u)|增加到25时,Delicious数据集
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上的F-Measure@5值为最大值0.61。然而,对于F-Measure@10和F-Measure@15,当|S(u)|值为30和

25的时候为最大,分别为0.62和0.64。同样,在Last.FM 数据集上,|S(u)|=30时结果最佳,分别为0.55
和0.59。此外,当|S(u)|=5时,3种k 值情况下的F-Measure值都为最低,说明返回给目标用户的相似用

户集太少也会导致推荐质量下降。但是返回相似用户过多,同样不利于推荐效果。

图7 参数|S(u)对推荐结果的影响

Fig.7 Impactofparameter|S(u)|onrecommendedresults

在融合2类用户表征过程中,权重系数α用于衡量用户标签共用关系和社交关系的重要性。采取保

持其他参数为默认值,令参数α从0~1变化,且每次增加幅度为0.1,结果如图8所示。整体上,从两类用

户信息网络中学习到的表征向量对于服务推荐都重要,其中标签共用关系提供的信息相对更充沛。具体

表现为:对于Delicious数据集,F-Measure@5、F-Measure@10和F-Measure@15的最佳值分别为0.59、

0.61和0.64。对于Last.FM数据集,F-Measure@5、F-Measure@10和F-Measure@15的最优值分别为0.55、

0.56和0.58。

图8 参数α对推荐结果的影响

Fig.8 Impactofparameterαonrecommendedresults

4 结 论

文中提出一种基于关系网络表征学习方法的服务推荐方法。构建了用户共用标签网络和社交网络,

利用表征学习方法分别从这2个网络中提取用户表征向量,并将学习到的表征向量进行线性组合的方式

集成为最终的用户表征。利用扩展的用户表征与协同过滤联合优化服务推荐。方法在2个公共数据集上

的验证。结果表明,文中的RLSR方法优于4种基准方法,表现为准确率、召回率和F-measure值的平均

提升幅度分别可达13%、18.6%和13.1%。实验结果还表明,在融合用户表征向量时,用户的共用标签关

系与社会关系同样重要;另外,在协同推荐时,为目标用户返回的相似用户不宜过少与过多,25个较为

适宜。
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新的 网 络 表 征 学 习 方 法,如 LINE (large-scaleinformationnetworkembedding)[37]、SNE(social

networkembedding)[38]、SDNE(structuraldeepnetworkembedding)[39]等,都对传统的网络表征学习进行

了改进。在对用户信息网络进行表征学习时,并没有考虑用户节点本身的属性信息,例如,用户的活跃度、年

龄、性别等。活跃度不同的用户对周边用户的影响程度往往有所不同,不同年龄段的用户对同一个服务的标

签标注行为也会有所差异。因此,后期工作可进一步在网络表征学习过程中引入节点的属性信息,从而更精

准地表征用户偏好。
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