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摘要:风能作为一种无污染可再生能源,风力发电的比例在全球范围内逐年增加。针对风力发

电存在出力波 动 大,从 而 导 致 电 网 电 力 不 稳 定 的 问 题,提 出 基 于 集 成 多 尺 度 长 短 时 记 忆 网 络

(LSTM,longshort-termmemory)的短时风功率预测模型。利用LSTM 对序列数据的特殊处理

能力,集成多个基预测模型对不同尺度时间数据的预测结果,共同进行短时风功率预测。风功率的

精确预测有利于电力资源的全面掌控和调度。采用中国东北地区风力发电真实数据集对模型进行

验证,结果证实研究方法预测精度较高,有很好的稳定性。
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Abstract:Windenergyisapollution-freerenewableenergy,andtheproportionofwindpowerisincreasing
yearbyyearglobally.Inviewofthelargefluctuationsintheoutputofwindpowergeneration,whichleads
totheinstabilityofthegridpower,ashort-termwindpowerpredictionmodelbasedonintegratedmulti-
scalelongshort-termmemory(LSTM)isproposed.ByusingLSTM’sspecialprocessingcapabilitiesfor
sequencedata,combinedwiththeinformationcontainedindifferentscales’timedata,topredictshort-
term windpowerafterintegration.Itisconducivetocomprehensivecontrolanddispatchofpower
resources.Experimentsareconductedontherealdatasetofwindpowergenerationinthenortheastofour
country,andtheresultsprovethatthemethodinthispaperhashighpredictionaccuracyandstrong
stability.
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电力行业中随着化石燃料的不断消耗,其造成的环境污染越来越严重,世界各国的火力发电比例逐渐下

降。风能、太阳能、潮汐能等清洁能源受到关注,其中风能具有资源丰富、转换技术相对简单等优点,风力发

电被很多国家纳入重点考虑[1]。中国拥有极为丰富的风力资源,绝大多数地区的平均风速都在3m/s以上,
尤其是东北、西北、西南高原和沿海岛屿,平均风速更大,风力发电潜力巨大。但风力发电由于风量不稳定、
不可控,存在波动性、随机性,使其发展受到很大程度的制约[2]。风功率的短时预测可以帮助电网进行发电

情况的全面监控、并及时做出计划调整,提高电力系统的可靠性。同时,精确的短时风功率预测可以提高风

能利用率、解决风储系统的过充或过放问题。
目前,风电场的短时风功率预测已受到研究者们的关注,存在大量相关研究。现存研究采用的方法整体

可以分为三类:1)物理方法;2)统计学方法;3)人工智能方法。采用物理方法是指在预测过程中结合天气、气
压、障碍物等环境信息对风功率进行预测。数字天气预测[3](NWP,numericalweatherprediction)作为物理

方法的核心模型已经将所选区域地形等复杂因素考虑进去。一些研究者[4]提出引入风速和风向作为参考变

量,结合聚类方法的风功率预测模型。然而,由于复杂的计算因素与环境限制,物理方法的应用受到极大的

限制。统计学方法是通过数学函数构造历史数据与输出值之间的映射关系。自回归模型、自回归滑动平均

模型、整合滑动平均自回归模型都被用于学习风功率时间序列的统计学规则[5-7]。同时,支持向量机[8]

(SVMs,supportvectormachines)、时间序列分析方法[9-10]也应用到风功率预测。统计学方法通过线性化假

设,在状态稳定的情况下会给出有竞争力的预测结果。但风功率序列具有随机和间歇特性,使得其数据十分

复杂,这些浅层模型不能很好的提取相应的非线性特征[11],因此该类方法仍有提升空间。
由于传统方法难以从风功率数据中提取出深度特征[12],随着人工智能技术的不断发展,为了充分挖掘

风功率历史数据信息,深度学习方法被认为是有效的特征学习方法[13],越来越多的相关人工智能算法被应

用到风功率预测领域。其中包括栈式自编码机(SAE,stackedautoencoder)和反向传播方法相结合的预测模

型[14],人工神经网络(ANN,artificialneuralnetworks)也被用来预测风功率时间序列中会出现的下一个波

动[15]等。而循环神经网络(RNNs,recurrentneuralnetworks),由于它的循环设计能够从序列中学习到高

度非线性动态时间信息,在自然处理领域表现突出,并被应用于很多其他时间序列任务中去[16-17]。为了促使

RNN在各领域有较好的表现,大量研究被提出,其中包括一个非常流行的RNN变体,即LSTM[18]。但是,
若将LSTM直接应用于风功率预测任务,其从整个时间序列中学习复杂的时间和空间模式的能力有限。如

沿着时间轴,由于梯度消失模型学习很容易失去长时的依赖关系[19]。提出基于集成多尺度LSTM的短时风

功率预测模型,通过不同长度时间序列分别构建预测模型,再融合预测结果,一定程度上缓解由于时间序列

过长LSTM失去信息依赖关系的问题,同时保留长时间序列数据中丰富的时序信息和短时间序列中受噪声

干扰较少的时序信息,通过LSTM单元构建的深度网络充分挖掘时间序列中数据间隐含的依赖关系,得到

更好的短时风功率预测结果。研究以搜集到的中国东北地区风功率数据为实验数据集,验证所提方法有

效性。

1 集成多尺度LSTM 的短时风功率预测模型

所提模型采用LSTM从风功率时间序列数据本身进行信息挖掘,构造不同尺度数据集进行同一时间点

的数据预测,通过集成学习整合不同预测结果,得到更加接近真实值的最终结果。整体框架如图1所示。

1.1 长短时记忆网络

长短期记忆网络发表于1997年,是循环神经网络的一种,面对长期依赖问题具有很好的解决能力。循

环神经网络与其他网络的不同之处在于其隐含层存在自连接,能够通过将输出送到输出端的同时,也送入下

一个时间步骤的隐含层。因此它能够持续保存信息,根据之前状态推出之后状态。所有循环神经网络都以

一个重复模块链的形式存在,LSTM同样拥有这一重复模块,但其不是一个单一的神经网络层,而是由4部

分以一个特殊的方式连接起来的。具体结构如图2所示。
在LSTM中,x=[x1,x2,x3,…,xt],T 为时间步长,xt为在时刻t的输入,h=[h1,h2,h3,…,hT],ht

为在时刻t相应的输出,c=[c1,c2,c3,…,cT],ct为在时刻t记忆细胞相应的状态。细胞状态是LSTM的记

忆单元,里边包含了之前网络中的所有信息。
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图1 整体框架图

Fig.1 Frameworkofourproposedmethod

图2 LSTM网络结构图

Fig.2 ThenetworkstructureofLSTM

第一步需要决定从之前的网络中忘掉哪些信息,具体通过遗忘门来实现,称之为遗忘阶段。通过读取

ht-1和xt,采用sigmoid函数,决定细胞状态上一时刻的信息被遗忘的比例。计算公式如下

ft=σ(Wf· ht-1,xt[ ] +bf), (1)
式中:Wf,bf分别为该阶段的权重矩阵、偏置向量,σ为sigmoid函数。

接下来为选择记忆阶段,即将新的输入信息有选择地存储下来,通过输入门实现,并更新细胞状态。首

先读取ht-1和xt,通过sigmoid函数来确定需要记录的新信息ct
􀮨写入记忆细胞状态ct的比例。相关计算公式

如(2)~(4)所示。

it=σ(Wi· ht-1,xt[ ] +bi), (2)

ct
􀮨=tanh(Wc· ht-1,xt[ ] +bc), (3)

ct=ft·ct-1+it·ct
􀮨, (4)

式中:Wi,bi分别为sigmoid层的权重矩阵、偏置向量;Wc,bc分别为tanh 层的权重矩阵、偏置向量;tanh 为

双曲正切函数。
最后为输出阶段,通过输出门实现。通过sigmoid函数计算细胞状态ct输出的信息的比例,然后与经过

激活的细胞状态相乘,得到最终输出结果。

ot=σ(Wo· ht-1,xt[ ] +bo), (5)

ht=ot*tanh (ct)。 (6)

1.2 集成学习方法

现有短时风功率预测方法大多关注单个长度下的预测结果,信息有限,通过集成多个尺度时间序列扩充

信息容量,是提高预测准确度的一种方法,这一方法可采用装袋算法(Bagging)的思想。
装袋算法是是机器学习领域的一种团体学习算法,它可以通过结合其他分类、回归算法,对准确率、稳定
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性进行提高的同时,降低结果的方差,避免过拟合的发生,采用这种策略的技术也被称为集成方法(ensemble
learning)。其主要思想是分别对几个不同的模型进行训练,所有模型会对测试样本进行相应的输出,再通过

取平均值、取多数投票的方法得到最终的结果。同样采用训练多个模型的策略,通过选取不同尺度的时间序

列形成不同数据集,通过训练多个LSTM网络对结果进行预测。因不同尺度风功率数据对预测的不同时间

长度的风功率结果影响不同,所以针对不同模型赋予不同权重,最终进行模型集成,获得预测结果。具体实

现过程如算法描述。
基于多尺度LSTM的集成算法:

Input:已搜集的东北地区风功率数据。

Step1:确定具体预测时长,确定预测所需的不同尺度数据,分别从全体数据中进行抽取,形成实验所需

训练集和验证集。

Step2:从训练集中通过抽样构造出大小相同,样本组成尺度不同的训练子集。

Step3:使用不同训练子集分别训练LSTM模型,形成多个不同模型。

Step4:不同尺度数据训练模型对验证集进行预测,分别得到预测结果。

Step5:根据加权投票的法则,从不同尺度训练模型的预测结果得到最终的预测结果P。

Output:样本预测结果P。

1.3 评价指标

由于平均绝对误差(MAE,meanabsoluteerror)和均方根误差(RMSE,rootmeansquarederror)可以反

映预测值与真实值之间的距离。用 MAE,RMSE来评估预测性能。公式如下

MAE=
1
n􀰐

n

i=1
y
︿

i-yi , (7)

RMSE= (yi-y
︿

i)2。 (8)

2 实验分析

2.1 实验数据

采用搜集到的东北地区2019年上半年的风功率数据作为实验数据对模型性能进行验证。共包含2019
年1月1日至2019年6月31日的181d数据,每15min进行一次数据采样,每天共有96个数据点。部分

数据分布情况如图3所示。

图3 部分风功率数据分布情况

Fig.3 Distributionofwindpowerdata
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2.2 实验

本模型设计针对短时风功率预测的情况,所以主要进行了2h风功率预测和4h风功率预测相关实验。
具体实验结果如表1、表2所示。

表1 4h风功率预测 MAE和RMSE结果

Tablle1 MAEandRMSEresultsfor4hours

模型 MAE RMSE

LSTM_2h 1.0579 0.0885

LSTM_5h 1.0383 0.0859

LSTM_10h 1.0892 0.0914

LSTM_20h 1.0079 0.0839

En_LSTM_2h_5h 1.0533 0.0844

En_LSTM_5h_10h 1.067 0.0896

En_LSTM_5h_20h 0.9936 0.0832

En_LSTM_5h_10h_20h 1.0064 0.084

表2 2h风功率预测 MAE和RMSE结果

Table2 MAEandRMSEresultsfor2hours

模型 MAE RMSE

LSTM_2h 0.4007 0.0677

LSTM_5h 0.3795 0.0626

LSTM_10h 0.4171 0.0702

LSTM_20h 0.371 0.0628

En_LSTM_2h_5h 0.3902 0.0647

En_LSTM_5h_10h 0.3764 0.0674

En_LSTM_5h_20h 0.3706 0.0624

En_LSTM_5h_10h_20h 0.3796 0.0634

  表1,表2分别为对4h风功率情况、2h风功率情况进行预测得到的实验结果。前4组模型分别为采用

需预测数据的前2h、5h、10h和20h数据进行模型学习,而后进行结果预测。后4组模型分别是集成2h、

5h;5h、10h;5h、20h和5h、10h、20h的预测结果,进行最终结果预测。从表中可以看出通过集成前5h
和20h的风功率预测结果进行预测会得到最小的平均绝对误差和均方根误差,即达到最好的预测效果。图

4、图5分别为预测2h和4h情况下风功率真实值和预测值的分布情况。

图4 预测4h真实值与预测值分布情况

Fig.4 Distributionoftruedataandpredicteddatafor4hoursforecasting
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图5 预测2h真实值与预测值分布情况

Fig.5 Distributionoftruedataandpredicteddatafor2hoursforecasting

2.3 实验结果分析

实验过程中分别选取预测前的2h,5h,10h和20h的数据作为不同尺度数据进行预测基模型的建立。
再进行不同尺度的模型集成,最后得到效果最好的预测模型。从实验结果中可以看出集成模型和单一基模

型相比预测效果更好,但并不是集成的模型越多,得到的实验结果越好。如表1,表2所示,不同时长的3个

基模型的集成实验结果要低于集成5h、20h的2个基模型后得到的实验结果。同时,从实验结果中看预测

时长的选取和预测的准确程度并不成正比,即选取被预测时间之前的越长时间的数据进行短时风功率预测

并没有得到越好的结果,如选取5h时长的数据预测效果好于选取10h时长的数据预测结果,前20h的数

据预测结果表现优异。原因可能是5h的时长数据具有较少的噪音干扰,而10h数据包含噪声干扰较多,包
含时间序列信息也有限,导致实验结果表现不佳,而20h时间序列数据包含信息较丰富,弥补了噪音的

影响。
实验结果表明,由5h、20h的2个基预测模型集成得到最好的预测结果。可以看出预测前的不同尺度

数据中包含着对预测结果有影响的不同信息。充分挖掘和利用不同尺度时间数据能有效提高预测结果,对
风功率情况有更加精确的把控。从实验结果还可以看出,所提模型对2h风功率的预测结果要好于对4h风

功率的预测结果。原因可能是时间序列中包含的信息针对较近的风功率情况可以更好地反映出来。

3 结 论

针对因自然界中风力不稳定、环境变化快等因素导致的风功率存在波动大、难以预测的问题,提出了基

于集成多尺度LSTM的短时风功率预测模型,通过挖掘被预测数据前不同尺度数据信息,得到更好的预测

结果。主要集成不同尺度数据训练的LSTM基预测模型,对2h和4h情况下风功率数据进行预测。实验

结果表明集成策略在提高预测精度上起到一定效果,并且在集成被预测数据的前5h数据和前20h数据的

基预测模型的情况下会得到较好的预测结果。
所提模型融合了不同尺度数据的内在信息,得到较好的实验结果,对电网更好的利用风能提供了一种预

测方案。在未来的研究中希望可以通过更多地更复杂的模型结构探索数据内在信息,尽可能提高预测精度。
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