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摘要:智能设备高昂的设计费用和庞大的计算资源需求成为在便携式、低功耗设备上实现深度

学习算法及其应用的主要障碍。文中基于树莓派平台,借助Intel的视频处理器(VPU)低功耗加速

模块,设计并实现了基于残差特征提取模块CNN模型的实时人脸检测系统。结果表明,相较于单

纯使用树莓派CPU进行计算,文中方法在视频流中检测人脸和人脸关键点提取的实验中分别实现

了18.62倍和17.46倍的加速,在便携式设备中实现快速、实时、在线的人脸检测和特征点提取成为

现实,同时为使用便携式、低功耗设备运行深度学习算法提供了一种确实可行的方案。
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Abstract:Thehighdesigncostandhugecomputingresourcedemandofintelligentdeviceshavebecomethe
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experimentalresultsshowthatcomparedwithusingcentralprocessingunit(CPU)ofraspberryPIalone,
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近年来,计算机视觉不断蓬勃发展,卷积神经网络(CNN)[1-2]作为深度学习算法中重要组成部分,在图像

分类[3],物体检测[4-5]以及图像重建[6-7]中已经大显身手,例如,活体检测、自动驾驶、无人超市等[8-10]。目前,

计算机视觉的应用,例如,人脸检测和人脸关键点提取,主要运行于具有强大计算能力的图形处理器

(GPU)[11]的云端服务器,即先将图片上传到服务器,运算之后再传回本次图片检测的结果,但这种方法需要

大量的计算资源和高昂的设计费用;由于网络带宽的限制,上传图像和下载响应结果都有很高的时延,在实

现本地视频流中实时检测人脸和关键点提取就变得尤为困难。此外,上传到云端的数据存在个人隐私被泄

漏的安全风险;或当使用场景在地下停车库、穿山隧道等信号盲区时,云端计算的方式的就显得力不从心。

在实时目标检测方面,Ren等[12]提出FasterR-CNN,第一次提出使用“锚框”选择候选框,并结合边框回

归、特征图共享的思想,采用非极大值抑制(NMS)、感兴趣区域(RoI)池化的方式识别物体,在GPU上实现

了实时的物体检测;此后,Redmon等[13-15]提出了yolo网络,其检测速度相较于FasterR-CNN成倍增长。作

者在此后又提出了改进后的yolov2和yolov3网络,提高了准确度,减少了检测用时。在实际应用中,

FasterR-CNN虽然性能比较稳定,但是其非端到端的“两步”网络结构需要消耗大量的计算资源,增加了检

测耗时;而yolo网络虽然更快,但在一些比较严苛复杂的环境中,并不能达到产品需求。为了能够结合这2
种网络的优点,扬长避短,Wei等[16]提出了SSD网络,在不同尺度的特征图上,同时实现物体识别检测和物

体边界框回归。其端到端和多特征图的网络结构,使其检测精度媲美FasterR-CNN,检测速度几乎和yolo
相当。即使是在图像比较分辨率小的情况下,SSD都能够达到更高的检测精度。随着卷积层的增多,计算的

时间也会更长,不利于便携式设备的实时应用。此后,谷歌大脑(GoogleBrain)团队提出了efficientnet的网

络模型,并以此提出了一种多维度混合的模型放缩方法,同时兼顾模型的速度与精度[17],然而这种方法需要

针对特定的使用场景进行针对性的参数调整,极大延长了实际应用的开发周期。

在卷积神经网络实现人脸关键点提取方向上,Sun等[18]提出了基于级联卷积神经网络的人脸特征点定

位方法,使用多个级联的CNN网络,根据“由粗到精”的思想逐步实现左右眼、鼻尖和左右嘴角的精确定位。

Face++研究者以这篇文章为基础,采用四级级联网络结构,结合“由粗到精”的思想,实现包含眉毛、眼睛、

鼻子、嘴巴共计51个内部关键点,人脸轮廓共计17个外部关键点,总计68个关键点的精确检测[19]。此外,

Zhang等[20]提出一种多任务级联卷积神经网络(MTCNN),同时解决人脸检测和5个人脸关键点定位问题。

而使用神经网络实现人脸特征点提取的科研者,大多使用“由粗到精”的思想,采用的多级网络结果也大大增

加了计算时间的训练成本。Feng等[21]则在2017年提出了一种人脸特征点提取专用的loss方程:Wing
loss,这是第一篇在人脸关键点检测任务上对损失函数进行分析的文章,使其对小误差更加“友好”,实验结果

也表明,相比于传统的L1,L2以及smoothL1方程,Wingloss误差更小。

在嵌入式硬件平台上,树莓派作为一种基于ARM 架构的开发板,能够支持运行Linux操作系统,支持

1080P高清视频解码,CPU可以稳定工作在1GHz,已经广泛用于教育[22]、智能遥控设备[23]、物联网开发以

及智能家居[24-25]等领域。1GHz的CPU运算频率并不能满足深度学习应用的计算资源需求,需要借助专用

的视觉加速模块,如现场可编程门阵列(FPGA)或通用加速模块。

在近年来FPGA实现加速的研究中,为使FPGA针对特定的网络进行优化设计[26],达到高速运算的需

求,刘谦让等[27]在2018年利用CNN卷积神经网络中存在着较多稀疏特征的特性,充分挖掘CNN卷积运算

稀疏性的特点,结合FPGA并行矩阵乘法器的实现方法,能够实现相比于传统CNN加速器19%的提速。而

张榜等[28]再次提出使用数据量化的方式将浮点数转为定点,降低运算开销,并提出从FPGA发起数据访问

的架构,避免FPGA性能下降的问题,在实际实验中,性能功耗比达到了6.81GOPS/W。使用FPGA进行

定制开发,需要了解整个算法的流程以及数据的输入输出形式,结合FPGA的特点设计相应的加速结构[29];

由于高端FPGA价格昂贵,研发需要大量的人力物力进行支撑,因而在成本预算和研发时间上,并不适合快

速的开发和应用场景。为能实现使用神经网络加速模块的快速开发和使用,Intel公司自行研发了 MYRIAD
加速芯片,芯片的核心部件是向量计算单元,其小于1块硬币的尺寸使其可以容纳在1个类似于U盘的加速

棒中,并兼容 Window以及Linux操作系统。作为一种通用图形处理加速模块,最新研发的 MYRIADX图
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形处理芯片能够提供大约1TFlops的计算能力,搭建该芯片的视觉计算棒NCS2平均功耗仅约为1W,同
时,结合Intel发布的OpenVINO视觉处理包,开发者能够快速构建神经网络加速器,推动嵌入式人工智能

产品的开发和应用。

基于上述分析基础,设计采用以树莓派4B为系统平台,结合Intel的视觉神经棒,采用基于残差模块搭

建的卷积神经网络模型,在树莓派上实现实时检测人脸位置以及提取83个人脸关键点,并额外训练了另外3
个网络模型作为对比。首次提出了以树莓派4B为平台使用视觉神经棒对基于残差模块的卷积神经网络进

行加速的方法,并对其运行效果与另外3个网络模型进行了对比分析。基于低功耗的加速模块和嵌入式的

开发平台,可以为当前在嵌入式设备中应用在线深度学习提供一种可行的方案,也可应用于无人机的自动避

障导航设计、无人车的行为规划、关键场所的人脸识别等,具有较大的发展空间和商业价值。

1 人脸检测和关键点提取网络

为验证设计方案的可行性,总共设计了2个卷积神经网络:一个为人脸检测网络,用于实时检测人脸的

位置和大小;另一个为人脸关键点提取网络,在实时检测出人脸位置后,提取出该人脸的人脸关键点,并计算

出这些关键点在原图中的位置。

1.1 人脸关键点网络

鉴于SSD既结合了FasterR-CNN锚框的思想,即先验框[30],也结合了yolo采用“端到端”的网络结构。

文中对该网络加以改进,提出基于残差模块提取特征的SSD。该网络使用残差模块进行特征提取,利用多个

不同尺度的特征图产生多种不同的特征映射,并对应每一个特征映射到原图的位置,使用一个卷积过滤器来

评估人脸的边界框和人脸的得分。

文中所设计的SSD网络不使用全连接层,而是使用由多个卷积层堆叠而成的特征提取骨架产生不同尺

度的特征图,而后直接使用过滤器来过滤特征图产生的候选框。由于使用的VPU所搭载的图形处理芯片针

对卷积运算进行了优化,所以部署以卷积层为主要结构的网络至VPU可更好地体现VPU对图像处理的加

速效果。因在网络设计时,卷积层过多可能出现梯度弥散的问题,文中引入了残差模块[29],其主要思想是在

网络中增加了“直连通道”,相比于以往的网络大多是对输入做非线性变换得到输出,残差模块则通过直接将

输入信息直连到输出,保护信息的完整性,整个网络只需要学习输入、输出相差的那一部分,进而简化学习目

标和难度,如图1(a)所示。根据实际需求,设计采用了2种残差模块,如图1(b)所示。其中,conv1,2S表示

卷积核大小为1x1,步长为2,卷积类型为SAME的二维卷积。

图1 残差模块

Fig.1 Residualblocks

711第7期    闫 嘉,等:基于VPU加速的嵌入式实时人脸检测系统设计与实现



残差模块的设计原则为:

1)当残差模块输出特征相比于输入特征的大小减半时(即在残差支路和同等映射支路同时存在一个卷

积步长为2或者存在一个2×2的池化层),输出特征的通道数相比于输入特征数量翻倍。在这种情况下,同
等映射的方式为:使用卷积核大小为1×1,卷积步长为2的卷积核对输入特征进行卷积运算,使同等映射的

输出特征的通道数量为输入特征的2倍,如blocktype1所示;

2)对于残差模块输出特征和输入特征的大小相同的层(即模块中所有的卷积步长为1),输出特征相比于

输入特征具有相同通道数,如blocktype2所示。
在此基础上,根据SSD网络的实际需求,使用残差模块搭建的特征提取单元,如图2所示。每一个特征

提取单元输出一个不同尺度的特征图,用于预测人脸的位置和每个人脸预测框的得分。
根据上述设计的残差模块以及特征提取单元,设定人脸检测网络的图片大小为384×512像素,设计基

于SSD网络框架的人脸检测网络,如图3所示。残差模块的数量越多,得到的特征图能够反映原始图片中更

加深入的细节,例如,物体的边、角、形状等信息[30]。但考虑到嵌入式系统的实时性和可用性,只需要经过5个

blocktype1和4个blocktype2残差模块得到初始的featuremap即可;再次经过2个特征提取单元feature
extractor提取更加深层次的特征,最后将有3个不同尺度的特征图用于人脸位置和得分的预测。

图2 特征提取单元

Fig.2 Featureextractor

     

图3 人脸检测网络结构

Fig.3 Facedetectionnetworkstructure

图4 人脸关键点提取网络结构

Fig.4 Networkstructureoffacial

keypointsextraction

1.2 关键点提取网络

使用SSD结构搭建人脸检测网络后,可以继续对检测

到的人脸进行关键点提取,检测关键点分别包括脸部、眼
睛、眉毛、嘴唇、鼻子轮廓共计83个关键点。人脸关键点提

取网络在卷积特征图后连接的是全连接层,即内积层,并非

在卷积特征图后连接的卷积层,即卷积过滤器。因为卷积

层输出特征的一个点对应的感受野是原图上的一个区域,
而全连接层每一个输出节点所对应的感受野则是整个图

像,能够更好地学习到人脸关键点的特征和该人脸关键点

输出位置之间的联系。而人脸关键点提取网络的搭建依旧

采用节1.1中所述的残差模块,其网络结构示意图,如图4
所示,其中fc表示全连接层(fullconnectionlayers),设定该

网络的输入图片的大小为128×128像素。
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2 系统设计

为了能够合理调用软件和硬件资源,充分发挥视觉神经棒的功能,文中基于python设计了一套整体系

统用于实现实时人脸检测和人脸关键点提取。根据人脸实时检测的功能需求分析,进行人脸检测的每一帧

可以从3个渠道获取:摄像头、本地视频和本地图片。而进行推理运算的设备可以分为2类:CPU和视频处

理器(VPU);此外,人脸关键点提取需要在一张图片数据中首先找到人脸的位置,因此,人脸检测是人脸关键

点提取的必要条件,系统界面如图5所示。

图5 设计系统界面

Fig.5 Systeminterfaceofthedesign

图6 软件系统整体流程

Fig.6 Theoverallprocess

ofsoftwaresystem

图5中的标注分别为:①图像显示区域。实时显示每一帧的图像以及检测

结果。②状态显示区域。显示当前程序运行状态,如初始化 UI、加载模型、切
换设备等。③设备选择。选择推理模型运行的设备,即选择基于CPU 或者

VPU运行。④选择图像帧来源。每一帧图像获取的来源,支持使用摄像头或

者本地媒体文件。⑤选择人脸检测和人脸关键点提取。在勾选后执行检测任

务。⑥选择本地媒体文件。当使用本地媒体文件作为图像数据来源时,用于选

择待检测的媒体文件。⑦检测开始或检测停止。切换“开始检测”和“停止检

测”的状态。
设计的人脸检测软件系统的整体工作流程,如图6所示。为3个主要步

骤:第一,初始化UI界面和各个控件的功能;第二,将训练好的人脸检测网络和

人脸关键点提取网络分别加载到CPU运行环境和VPU运行环境;第三,打开

摄像头后获取视频流,读取每一帧图像,实时检测人脸的位置并提取相应的人

脸关键点,并显示检测结果。

3 训练和实际测试

系统涉及的卷积网络模型由tensorflow(python)深度学习框架进行搭建,
使用GPU(GTX960M)进行并行加速训练,得到的网络模型使用 OpenVINO
工具包转换为视觉神经棒可加载的推理模型,并将整个系统部署到树莓派

linux系统运行。为了能够体现出残差模块的引入对文中神经网络SSD的改进

效果,使用相同数据集训练了未经改动的使用 VGG 网络作为骨架的原版

SSD300网络,通过对比SSD300与文中SSD网络的运行效果即可得出残差模块的作用。此外,为了使实验

现象更具说服力和代表性,还使用相同数据集额外训练了yolov4和yolov4-tiny2个较为新颖的网络模型

与文中SSD网络进行对比实验。额外选取的2个网络输入图大小为416×416,与SSD网络的输入图(512×
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384)大小相近,均不使用全连接层,且均采用多尺度预测的结构,与SSD网络具有一定的相似性。

3.1 数据集

训练样本数据来自2000人的175700张包含了亚洲人脸的样本图片,而验证样本数据来自于其他200
人的18025张相同大小的人脸图片。每一张图片大小为400×400像素,每个人有从50张到100张不等的

不同场景,不同姿态的图片样本,人脸位置和关键点由Face++标注。每一张人脸图片有且仅有一个人脸数

据文件,其中包含了所有的人脸框和其对应的83点人脸关键点的数据。
此外,假如训练的样本过于单一,例如,在样本中人脸的位置始终处于图像的中间部分,这样的样本训练

出来的模型,也只能在图像的中间部分能够比较准确地检测人脸,这种网络便失去了泛性。本次模型的训练

过程中,使用数据增强的方式,一来增加训练的数据量,从而提高网络的泛化能力;二来也可以增加噪声数

据,提高模型的鲁棒性。数据增强的方式采用了:随机水平翻转;随机顺时针-20°~20°;随机等比缩放0.5~
1.2倍;在保证人脸不超出图像范围的情况下随机平移,以及随机图像背景,如图7所示。

图7 随机数据增强示例

Fig.7 Exampleofrandomdataenhancement

3.2 训练网络模型

在网络模型的训练过程中采用了指数衰减学习率方法,将SSD网络及关键点提取网络的初始学习率设置

为0.0001,衰减因子设置为0.95,每批次输入样本数量分别设置为1和20,使用GPU分别训练60000次和

50000次。作为对比组的其他3个网络,将yolov4和yolov4-tiny的初始学习率分别设置为0.001和0.0026,在
每批次输入32个样本的条件下均训练5000次;将SSD300的初始学习率设置为0.00001,每批次输入16个样

本,进行10000次训练。
为了客观表示并评价设计的有效性和实用性,首先建立了模型需要的人脸数据集,以查准率和召回率作

为人脸检测模型的评价指标,见式(1)和式(2);并以平均像素误差作为人脸关键点提取的评价指标,其中,

precision和recall分别为查准率和查全率,TF和NF分别表示检测出人脸中,检测正确和检测错误的数量,
而GT表示真实的人脸数量。

precision=
TF

TF+NF
, (1)

recall=
TF
GT
。 (2)

  在人脸检测网络中,设定检测到人脸框相比于真实框的最大交并比大于0.8时,认定该预测框检测到了

正确的人脸结果,否则检测到的是错误的结果或者预测人脸框的偏移量较大,人脸检测网络及对比实验网络

在测试集中的表现结果如表1所示,其中,SSD网络的查准率为90.41%,查全率为89.0%;SSD300的查准率

为73.42%,查全率为72.52%;yolov4和yolov4-tiny的查准率分别为94.93%和84.03%,查全率分别为

93.90%和81.96%,人脸检测网络表现良好。此外,对比文中SSD网络与原版SSD300网络的测试效果可发
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现,残差模块的引入极大地改进了性能,查准率和查全率均提高了近17个百分点。

表1 人脸检测网络测试效果

Table1 Testresultsoffacedetectionnetwork

model GT TF NF precision recall

SSD 18025 16043 1701 0.9041 0.8900

SSD300 18025 13071 4730 0.7342 0.7252

yolov4 18025 16925 904 0.9493 0.9390

yolov4-tiny 18025 14773 2808 0.8403 0.8196

为分析人脸关键点网络的性能,使用包含200人,18025张图的验证集上,对每一张图片随机顺时针旋

转-20°~20°,再次进行20000次关键点的提取测试,统计了误差大小和误差场次之间的关系。如图8所

示,N(errori)表示在像素误差为error条件下的图片数量,其条件概率为p(N|errori),meanvalue表示验证

集上所有图片的像素误差的加权均值为

mean=􀰐
i
errori×p(Ni|errori)。 (3)

图8 人脸关键点提取网络测试效果

Fig.8 Testresultsoffacialkeypointsextractionnetwork

3.3 CPU和VPU性能对比

设计中,树莓派CPU的运算精度为32位浮点数,而视觉神经棒VPU的运算精度为16位浮点数,为对

比运算精度对设计的影响,给出了树莓派CPU和视觉神经棒VPU的SSD网络人脸检测和人脸特征点提取

的效果对比,如图9所示,其中的(a)和(b)、(c)和(d)分别为使用树莓派CPU、视觉神经棒VPU的推理预测

结果。图10和图11分别为SSD300网络、yolov4和yolov4-tiny网络的人脸检测和人脸特征点提取效果。
其中,图10的(a)和(b)、(c)和(d)分别为SSD300网络使用树莓派CPU、视觉神经棒VPU的推理预测结果,
图11的(a)和(b)、(c)和(d)分别为yolov4-tiny网络使用树莓派CPU和视觉神经棒VPU的推理预测结果。
由于yolov4网络结构复杂且规模较大,使用树莓派CPU运行会因内存不足而失败,因此yolov4只使用

VPU进行人脸检测和人脸特征点提取,如图11(e)和(f)所示。在人脸位置检测和人脸关键点提取的实际测

试中,使用CPU和VPU的预测结果受到计算精度的影响很小,预测的位置基本相同。
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图9 CPU和VPU对比(SSD)

Fig.9 ComparisonofCPUandVPU(SSD)

图10 CPU和VPU对比(SSD300)

Fig.10 ComparisonofCPUandVPU(SSD300)

  在此基础上,为体现使用视觉神经棒VPU进行加速运算对实时检测的重要性,在效果对比的基础上也

增加了运算性能的对比。根据图9~图11的表现结果,总结为表2所示,其中T1、T2分别表示同时执行人

脸检测、人脸关键点提取耗时和仅执行人脸检测耗时。从表2可以明显看出,在便携式低功耗终端设备的实

际计算应用中,不管是同时进行人脸检测和人脸关键点提取,还是单独进行人脸检测或人脸关键点提取,

VPU相比于CPU来说运行不同人脸检测网络模型的速度都取得较大的提高。

221 重 庆 大 学 学 报                   第44卷



图11 CPU和VPU对比(yolov4&yolov4-tiny)

Fig.11 ComparisonofCPUandVPU(yolov4&yolov4-tiny)

具体来说,使用相同像素和大小的图片,同时进行人脸检测和人脸关键点提取,VPU相比于CPU的加

速比最高可达18.40倍;在单独检测人脸位置任务时,VPU相比于CPU加速比最高可达18.62倍;除去人脸

检测消耗的推理时间,单独执行83个人脸关键点提取时,对应加速比最高可达41.55倍。值得注意的是,使
用VPU能够成功运行CPU无法运行的yolov4网络,充分说明了VPU不仅能够加速网络运行,还能使资

源有限的嵌入式设备得以成功部署较复杂的网络。通过分析不难发现,使用VPU进行加速,仅能使yolov4
实现较低帧数,这说明现有方法还存在网络选择不当的缺点,在下一步的实验中应选择更轻量的网络。
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表2 CPU和VPU性能对比

Table2 PerformancecomparisonofCPUandVPU

model

CPU/1.2GHz VPU/NCS2 加速比
精度

32bitFloat 16bitFloat —

功耗 3.37W 1W —

SSD

T1 2005.44ms 108.99ms 18.40

T2 1642.72ms 88.22ms 18.62

T1-T2 362.72ms 20.77ms 17.46

SSD300

T1 2423.61ms 133.46 18.16

T2 2056.35ms 114.75ms 17.92

T1-T2 367.26ms 18.71ms 19.63

yolov4

T1 — 724.26ms —

T2 — 712.60ms —

T1-T2 — 11.66ms —

yolov4-tiny

T1 1271.98ms 69.82ms 18.28

T2 768.34ms 57.70ms 13.32

T1-T2 503.64ms 12.12ms 41.55

对表2中的结果进行横向对比可以发现,网络使用VPU运行消耗的时间与卷积层数量呈正相关关系。
对比SSD网络与yolov4-tiny网络,前者卷积层数量为后者的1.83倍,运行耗时(T2)为后者的1.53倍。对

比SSD网络与yolov4网络,后者卷积层数量为前者的2.58倍,运行耗时(T2)则为前者的8.08倍。由此可

知,虽然VPU可加速神经网络的运行,但当网络规模达到一定水平时,运行耗时便会成倍增加,所以在VPU
的实际使用中仍需控制模型体积。对比SSD与SSD300的表现,SSD300运行速度慢于SSD,可能与原版

SSD300网络同时使用了6个不同尺度的特征图进行预测有关。进一步观察对比yolov4-tiny和SSD网络

使用VPU运行的加速比(T2)可知,加速比大致随网络层数增加而提高。由于yolov4网络的层数比SSD网

络的层数要多,虽然其加速比无法直接通过测量得出,但可大致猜测yolov4使用VPU运行能够获得比SSD
网络更高的加速比,即VPU对神经网络的加速效果随网络规模的增加而提升。

此外,使用树莓派CPU进行推理运算时,树莓派需要满载运行,运行功耗约为3.37W,而使用VPU的

运算功耗为1W,仅为树莓派满载功耗的29.7%。通过对比可知,视觉神经棒VPU在视觉加速处理上有着

较大的优势,而且功耗更低,速度更快,更适合在便携式低功耗终端设备的计算应用。
综合表1和表2可知,设计的基于残差模块的SSD网络无论是在耗时还是在准确度上相比原版SSD300

网络都有了较大的提升,证明了残差模块的引入极大地改进了SSD300网络的性能。比较SSD与yolov4-
tiny可以发现,SSD以较复杂的网络结构实现了更高的精度,并且只带来了耗时的小幅度增加。此外,对比

SSD与yolov4的表现可以发现,虽然SSD在准确度上稍差于yolov4,但其运行速度却显著快于后者,可见

SSD在速度和精度上达到了更好的平衡,能以更短的耗时实现较好的效果。充分说明了文中设计方法的优

越性以及创新性,在综合考虑运行速度和准确度的情况下能达到优于现有网络的效果。

3.4 实际场景测试

根据3.3节的结论,因嵌入式CPU受到计算资源的限制,使用视觉神经棒进行加速运算是一种可行的

方案。在上述结论的基础上,进一步给出了在实际场景下,使用视觉神经棒进行加速运算的表现效果,图12
为视频流中提取每一帧并使用SSD网络进行检测的结果。图12(a)所展示的是同时检测2个人脸并分别提取

人脸关键点,耗时109.75ms,检测耗时并没有因为人脸的增多而增加过大,且人脸预测框的大小、位置和关键点

的位置都很符合实际;图12(b)展示了当有遮挡物遮挡了人脸后,该网络模型仍然能够检测出人脸的位置,但是

提取的部分关键点因为遮挡的原因和实际关键点有部分误差;图12(c)中,当人处于侧脸时,依旧能够检测人脸

位置,并较为准确地提取人脸关键点;图12(d)中则展示了人在张嘴,人脸拉长的情况下,依旧能够准确判断人
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脸位置,较为准确地表现出人脸关键点的位置,并没有因为一些复杂表情而受到影响。图13为使用SSD300网

络进行实时检测的结果,使用与图12相同的姿势,图13的(a)、(b)、(c)、(d)分别为多脸、遮挡、侧脸和张嘴的检

测结果,可见其运行效果良好。图14为使用yolov4和yolov4-tiny进行视频流检测对比实验的结果,使用了与

图12相同的姿势进行检测,图14(a)和图14(e)为分别使用2个网络同时检测2个人脸并分别提取人脸关键点,
图14(b)和图14(f)为2个网络在人脸被遮挡时的表现情况,图14(c)和图14(g)展示了2个网络存在一定误差

的情况下分别成功检测出侧脸,图14(d)和图14(h)则展示了当人在张嘴时的检测情况,这2个网络在不同的帧

率下同样实现了较好的效果,充分证明了VPU加速功能的普适性。

图12 实际场景测试(SSD)

Fig.12 Actualscenariotest(SSD)

图13 实际场景测试(SSD300)

Fig.13 Actualscenariotest(SSD300)
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图14 实际场景测试(yolov4&yolov4-tiny)

Fig.14 Actualscenariotest(yolov4&yolov4-tiny)

4 结 论

使用视觉神经棒VPU加速计算模块,对于嵌入式系统中部署计算机视觉应用有着重要的作用和价值。

文中设计并训练了2种网络:人脸检测网络和人脸关键点提取网络,额外选取了其他3种网络作为对比。经

过优化训练部署到树莓派后,使用视觉神经棒VPU,在同时执行人脸检测和关键点提取、单独执行人脸检测

和单独执行关键点提取任务时,相比于单独使用嵌入式CPU进行运算,加速比分别可达18.40,18.62,17.46
倍,说明了设计方案的可行性和有效性,在此基础上,可以进一步在嵌入式系统上实现情绪分析、情绪识别、

人物核验等功能,具有广阔的应用前景。此外,树莓派系统使用的是内存卡,其读写速度在一定程度上限制

了树莓派和视觉神经棒的数据传输速率。下一步的研究重点包括:1)进一步实现基于嵌入式系统的在线情

绪识别、情绪分析等功能;2)使用一种内存读写速度更快的嵌入式平台,以充分发挥视觉神经棒的性能;3)优

化视频流中对每一帧图像的人脸和人脸关键点的预测和跟踪,利用当前帧的结果预测下一帧,加快检测速度

和效率。
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