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摘要:交通流序列多为单步预测。为实现交通流序列的多步预测,提出一种基于编码器 解码

器(encoder-decoder,ED)框架的长短期记忆网络(longshort-term memory,LSTM)模型,即ED
LSTM模型。将自回归滑动平均、支持向量回归机、XGBOOST、循环神经网络、卷积神经网络、

LSTM作为对照组进行实验验证。实验结果表明,当预测时间步长增加时,ED框架能够减缓模型

性能的下降趋势,LSTM能够充分挖掘时间序列中的非线性关系。除此之外,在单变量输入的情况

下,在PEMS-04数据集上,当预测时间步长为t+1到t+12的12个时间步时,EDLSTM 模型的

均方根误差(rootmeansquarderror,RMSE)及平均绝对误差(meanabsoluteerror,MAE)分别下

降0.210~5.422、0.061~0.191。相较于单因素输入,多因素输入的EDLSTM模型在12个预测时

间步长下,RMSE、MAE分别下降0.840、0.136。实验证明了EDLSTM 模型能够有效地用于交通

流序列的多步及单因素、多因素预测任务。
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Abstract:Mostofthetrafficflowsequencesaresingle-stepprediction.Torealizemulti-steppredictionof
trafficflow sequence,alongshort-term memory (LSTM)modelbasedonencoder-decoder (ED)



frameworkwasproposed.Toverifytheproposedencoder-decoderLSTM multi-steptrafficflowprediction
model(EDLSTM),autoregressivemovingaverage,supportvectorregression machine,XGBOOST,

recurrentneuralnetwork,convolutionalneuralnetworkandLSTM wereusedascontrolgroupsforthe
experiment.Experimentalresultsshowthatwhenthepredictiontimestepincreased,EDframeworkcould
slowdownthedeclineofmodelperformance,andLSTMcouldfullyminethenonlinearrelationshipintime
series.Inaddition,undertheconditionofunivariateinput,therootmeansquarderror(RMSE)andmean
absoluteerror(MAE)ofEDLSTM modeldecreasedbyabout0.210-5.422and0.061-0.192,respectively,

onPEMS-04datasetwith12timestepsfromt+1tot+12.Comparedwithsingle-factorinput,theED
LSTM modelwithmulti-factorinputdecreasedRMSEandMAEbyabout0.840and0.136respectively
under12predictiontimesteps,demonstratingthatEDLSTMmodelcanbeeffectivelyappliedtomulti-step
andsingle-factorandmulti-factorforecastingoftrafficflowseries.
Keywords:trafficflowprediction;LSTM;encoder-decoder;multi-stepprediction;deeplearning

城市交通的供需不平致使交通拥堵问题日益严重。智能交通系统(intelligenttrafficsystem,ITS)是解

决交通拥堵问题,提高道路通行能力的有效途径。使用ITS对交通流进行控制和诱导的前提是实现对交通

流状态的实时预测。
近年来,许多研究者对短时交通流预测进行了研究,并取得了一系列的研究成果。其中大部分研究使用

传统统计方法及浅层的机器学习模型。2003年,Williams等[1]使用自回归积分滑动平均(autoregressive
integratedmovingaverage,ARIMA)对交通流量进行了预测。2002年,Smith等[2]使用ARIMA模型对交

通流序列进行建模,证明了ARIMA模型的预测效果优于一些非参数模型。2016年,Hu等[3]使用粒子群优

化 (particalswarmoptimization,PSO)算法对支持向量回归机(supportvectorregression,SVR)的参数进

行优化,并将优化后的SVR模型用于短时交通流预测,证明了优化模型比现有预测算法的误差更小。随着

交通大数据的剧增,及交通流数据具备多维度、非线性等问题日益突出,研究者尝试运用深度学习的方法,使
用非线性模型对交通流数据进行分析[4-6]。2015年,Ma等[7]将长短期记忆网络(longshort-term memory,

LSTM)用于预测交通流预测,实验证明相较于其他模型,LSTM 可以有效地捕捉交通流的非线性状态及车

辆行进过程中速度的突然变化。2016年,Fu等[8]将门循环单元(gaterecurrentunit,GRU)用于交通流量的

预测,证明了基于深度学习的非线性算法的性能优于传统的线性算法。
近年来大部分交通流预测模型都是针对交通流序列的单步预测建立的,只适用于ITS短期决策问题

中,例如交叉口的信号配时。为满足ITS对于道路拥堵形成时间、路径规划等问题的决策,还需要对交通序

列做多步预测。使用单一的神经网络模型对较长的序列进行多步预测时,每一步的预测误差将会随着预测

步长的增加而增加,从而使预测得到的序列与原始序列存在较大的偏差[9-11]。
为解决这一问题,文中将自然语言处理领域表现出色的编码器 解码器(encoder-decoder,ED)结构应用

于交通流预测的任务之中。编码器将历史的交通流序列信息压缩为一个固定维度的状态向量,解码器对该

状态向量进行解析,通过递归方式将预测结果反馈到网络中,以此减缓误差随着预测补偿的迅速累积,实现

更为准确的多步预测。
除此之外,交通流因受交通流量、速度、时间占有率、密度等因素的影响,往往呈现出非线性的特点[12-16]。

因此,对交通流进行有效预测要使模型能够充分挖掘交通流序列中多个变量之间的非线性关系。LSTM 能

够对传感器数据的时间序列,及固定长度、固定周期的信号数据的显著特征进行有效的学习。
基于此,文中提出基于LSTM的Encoder-Decoder多步交通流预测模型(encoder-decoderLSTM multi-

steptrafficflowpredictionmodel,EDLSTM),实现端到端的交通流序列预测。主要的贡献点:

1)使用Encoder-Decoder学习框架,通过一个LSTM编码器,将交通流序列中的时间特征编码为上下文

向量,使用另一个LSTM作为解码器,对向量做解码,并进行预测。

2)使用LSTM提取多变量交通流序列中的深层表达能力,提高了预测的准确性。

3)基于2个真实的交通数据集进行实验,实验结果表明,EDLSTM模型在单变量、多变量输入的多步交
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通流预测中任务中均具有良好的预测能力,并且优于对照组模型。

1 相关技术

在模型的搭建中,使用ED结构搭建深度学习模型,LSTM 作为编码器和解码器,并对所用到的ED结

构、LSTM等基础知识进行简单介绍。

1.1 LSTM 模型

LSTM是时间循环神经网络的一种,通过在循环神经网络(recurrentneuralnetwork,RNN)的基础上增

加门控(输入门、遗忘门和输出门)以确定信息的储存与丢弃。LSTM解决了RNN模型梯度弥散的问题,可
以更好地对具有时空关联的序列数据进行刻画。

假设输入序列X 为(x1,x2…,xt),隐藏层状态 H 为(h1,h2…,ht),使用激活函数对遗忘信息进行

计算:

ft=σ(Wxfxt+Whfht-1+bf), (1)
式中:ƒt为t时刻遗忘门的输出;σ为激活函数;Wxƒ为输入层到遗忘门的权重向量;xt为当前t时刻网络的输

入;Whƒ为隐藏层到遗忘门的权重向量;ht-1为上一个时刻隐藏层的状态;bƒ为遗忘门的偏置。
通过输入门对信息进行更新:

it=σ(Wxixt+Whiht-1+bi), (2)

Ct1=tanh(Wxcxt+Whcht-1+bc), (3)
式中:it为t时刻输入门的输出;Wxi为输入层到输入门的权重向量;bi为输入门的偏置;Ct1为当前时刻细胞单

元的状态;tanh为激活函数;Wxc为输入层到输出门的权重向量;bc为细胞单元的偏置。
将遗忘门与输出门的计算结果相结合,得到当前时刻细胞单元的输出

Ct=ft*Ct-1+it*Ct1, (4)
式中:*为向量元素相乘;Ct-1为上一时刻细胞单元的状态。

在新的细胞单元上计算输出结果:

ot=σ(Wxoxt+Whoht-1+bo), (5)

ht=ot*tanh(ct), (6)
式中:ot为t时刻输出门的输出;Wxo为输入层到输出门的权重向量;Who为输入们与细胞单元状态的权重向

量;bo为输出门的偏置;ht为t时刻交通流序列的预测值。

LSTM的内部结构如图1所示。

图1 LSTM的内部结构

Fig.1 InternalstructureofLSTM

1.2 Encoder-Decoder结构

ED结构是深度学习中的一种模型框架。使用单一的LSTM 模型对较长的序列进行预测时,每一步的

预测误差将会随着预测步长的增加而增加,从而使预测得到的序列与原始序列存在较大的偏差。ED结构通

过编码器将长序列编码为一段向量表示,使用解码器对该向量进行解读并预测,可以有效解决这一问题。
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2 基于EDLSTM 模型的预测方法

文中EDLSTM模型的结构如图2所示。

图2 文中EDLSTM模型的结构

Fig.2 StructureoftheproposedEDLSTM model

首先,定义一个单层LSTM作为解码器对输入序列进行读取,并使用RepeatVector层将LSTM输出序

列中的每个时间步长的值重复一次,作为解码过程的输入。然后,定义一个单层LSTM 模型作为解码层。
最后,通过2个TimeDistributed包装器对每个时间步长进行解释并输出。具体预测步骤如表1所示。

表1 EDLSTM模型的预测步骤

Table1 ThepredictionstepsoftheEDLSTM model

算法:基于EDLSTM模型的多步交通流预测

输入:经过归一化的单变量或多变量时间序列样本D;编码器LSTM、RepeatVector层、解码器LSTM及TimeDistributed包

装器的各超参数。

1.随机初始化EDLSTM模型中的所有W,b

2.定义一个单层LSTM作为编码器,以固定时间步长作为滑动窗口读取输入序列,并将输入的时间序列信息编码为一个固

定维度的状态向量

3.使用RepeatVector层将编码器输出序列中的每个时间步长的值重复一次,作为解码过程的输入

4.定义一个单层LSTM作为解码层,对RepeatVector层输出的状态向量进行解析,通过递归方式将预测结果反馈到网络中

5.将将解码层输出数据通过第一个包装着全连接层的TimeDistributed包装器(神经元个数等于输入滑动窗口长度)

6.将上一步输出数据通过第二个包装着全连接层的TimeDistributed包装器(神经元个数等于预测步长长度),并输出预测

结果

7.通过反向传播,修正网络中的W,b等参数

8.用Compile的方法完成训练,设置最大训练迭代次数为100,当监测到损失函数停止改进或者迭代次数达到100时结束

训练

9.通过大量实验确定EDLSTM在最优状态下的超参数设置,包括滑动窗口读取输入序列的长度、每一层的神经元个数(激
活函数为Relu、batch_size=1、损失函数为 MSE、优化器为Adam,其余均为默认参数)

10.输出初始预测结果,通过反归一化得到最终预测结果

11.保存建立好的EDLSTM模型

12.建立LSTM模型作为对照组验证ED结构的有效性

13.将LSTM模型与其他传统模型、浅层机器学习模型及深度学习模型进行对比,验证LSTM 学习时间序列显著特征的有

效性

14.将单因素与多因素输入下的EDLSTM模型的效果进行对比,验证EDLSTM模型具备有效提取多变量交通流序列中的

深层表达特征的能力
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表1中,第1~11步用于获得EDLSTM模型的最佳参数设置,第12步用于验证ED结构的有效性,第

13步用于验证LSTM学习时间序列显著特征的有效性,第14步用于验证EDLSTM 模型具备有效提取多

变量交通流序列中深层特征的能力。
其中损失函数 MSE为

LMSE=
1
n

n

i=1
yi-y

^

i( ) 2, (7)

式中:n 为样本个数;yi为样本实际观测值;y
^

i 为样本预测值。

3 实例验证

为对模型效果进行测试,基于2个城市交通数据集,将传统统计模型:自回归滑动平均(auto-regressive
andmovingaverage,ARMA);浅 层 机 器 学 习 模 型:SVR、极 端 梯 度 提 升(extremegradientboosting,

XGBOOST);基准 深 度 学 习 模 型:循 环 神 经 网 络(recurrentneuralnetwork,RNN)、卷 积 神 经 网 络

(convolutionalneuralnetworks,CNN)、LSTM模型作为对照组进行实验验证。

3.1 数据来源

第1个数据集来源于美国加利福尼亚州第4区高速公路某个路段的数据,简称PEMS-04,数据集的时间

跨度为2018年1月1日~2018年6月13日,取工作日从早高峰开始到晚高峰结束之间的时段,即7:00~
19:00,每组数据的采样时间间隔为5min,样本总量为16992个,特征为交通流量、速度。第2个数据集为

中国陕西省西安市市内某路段的交通数据,简称Xi-an,数据集的时间跨度为2020年11月1日~12月25
日,取工作日从早高峰开始到晚高峰结束之间的时段,即7:00~20:00,每组数据的采样时间间隔为5min,
样本总量为8640,特征为流量。

3.2 数据预处理

数据规约。文中使用 Min-Max函数对数据做归一化操作,将流量及速度数据规约至[0,1]区间,以此提

高模型的收敛速度和预测能力。
训练集与测试集的划分。2个数据集均以8∶2的比例划分训练集与测试集。

3.3 模型参数设置及评价指标选取

3.3.1 模型的参数设置

文中EDLSTM模型及基准深度学习模型的建立均基于TensorFlow的深度学习框架。基准深度学习

模型的隐藏层个数均为1,隐藏层神经元个数均为64。深度学习模型均使用Relu函数作为激活函数,MSE
作为损失函数,Adam 作为优化器,batch_size为1,其余均为默认参数。对于模型学习过程的配置,使用

Compile方法完成,设置最大训练迭代次数为100,当监测到损失函数停止改进或者迭代次数达到100时结

束训练。
统计模型ARMA的建立基于Statsmodels库,模型的参数为默认值。
机器学习模型SVR 的建立基于Sklearn库,模型的参数为默认值。XGBOOST 模型的建立基于

Xgboost库,模型的参数为默认值。

3.3.2 评价指标选取

为了客观评价模型的性能,同时选取均方根误差(rootmeansquarderror,RMSE)及平均绝对误差

(meanabsoluteerror,MAE)作为模型的评价指标。模型的RMSE、MAE越小,预测效果越好。

3.4 实验设计与评价

3.4.1 单变量实验设计

基于PEMS-04、Xi-an2个数据集,以t-8到t的9个时间步长作为内核尺度读取交通流量数据作为输

入序列,对从t+1到t+12的12个步长的交通流量数据进行预测。将EDLSTM 模型与对照组模型在12
个时间步长内的平均预测RMSE和 MAE进行对比,结果如表2所示。
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表2 EDLSTM模型与对照组模型在12个时间步长内的平均

预测RMSE和 MAE对比

Table2 ThemeanpredictedRMSEandMAEover12timestepsbytheEDLSTM

modelandthecontrolmodels

模型类型 模型
PEMS-04 Xi-an

RMSE MAE RMSE MAE

传统统计模型 ARMA 53.113 5.986 27.581 4.456

浅层机器学习模型
SVR 52.434 5.961 27.316 4.416

XGBOOST 51.797 5.975 27.381 4.390

基准深度学习模型

RNN 51.154 5.978 26.983 4.389

CNN 50.357 5.918 26.109 4.305

LSTM 48.323 5.856 25.361 4.270

组合深度学习模型 EDLSTM 47.691 5.795 25.151 4.217

由表2得,EDLSTM模型在从t+1到t+12的12个步长内的平均预测RMSE和平均 MAE值均小于

对照组模型。在PEMS-04数据集上,与对照组模型相比,EDLSTM模型的RMSE降低了约0.210~5.422,

MAE降低约0.061~0.191;在 Xi-an数据集上,与对照组模型相比,EDLSTM 模型的 RMSE降低了约

0.210~2.430,MAE降低约0.053~0.239,证明了EDLSTM模型在多步预测方面具有较为优秀的性能。除

此之外,实验结果还表明,相较于传统统计模型及浅层机器学习模型,RNN、CNN及LSTM等深度学习模型

具备更好的预测效果,能够更有效地学习到时间序列数据的特征。相比其他单一模型,LSTM进一步降低了

预测误差,说明LSTM能够更好地对交通流序列进行解释。
继续对单变量EDLSTM模型对于特定时间步长的预测能力进行分析,基于PEMS-04数据集、Xi-an2

个数据集,设定以t-8到t的9个时间步长作为内核尺度读取交通流量数据作为输入序列,对t+1、t+3、t+
6、t+12时刻的交通流量数据进行预测。将EDLSTM模型与对照组模型在多个特定时间步长下的平均预

测RMSE和 MAE进行对比,结果如表3和表4所示。

表3 EDLSTM模型与对照组模型在多个特定时间步长下的平均预测RMSE和 MAE对比(PEMS-04数据集)

Table3 ThemeanpredictedRMSEandMAEformultiplespecifictimestepsbytheEDLSTM model

andthecontrolmodels(PEMS-04dataset)

模型
RMSE MAE

t+1 t+3 t+6 t+12 t+1 t+3 t+6 t+12

ARMA 38.233 43.419 53.111 64.992 5.054 5.430 5.918 6.699

SVR 37.733 42.419 52.311 64.162 5.044 5.410 5.888 6.679

XGBOOST 37.650 42.004 51.497 63.433 5.087 5.388 5.918 6.713

RNN 34.802 41.767 50.714 63.398 5.026 5.397 5.983 6.671

CNN 34.941 41.938 49.123 62.031 5.033 5.396 5.904 6.631

LSTM 35.029 40.838 48.933 59.480 5.042 5.337 5.897 6.582

EDLSTM 33.905 40.412 48.425 58.669 4.957 5.288 5.852 6.410
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表4 EDLSTM模型与对照组模型在多个特定时间步长下的平均

预测RMSE和 MAE对比(Xi-an数据集)

Table4 ThemeanpredictedRMSEandMAEformultiplespecifictimestepsbytheEDLSTM

modelandthecontrolmodels(Xi-andataset)

模型
RMSE MAE

t+1 t+3 t+6 t+12 t+1 t+3 t+6 t+12

ARMA 23.982 25.865 28.852 34.630 4.053 4.331 4.642 4.992

SVR 23.884 25.763 28.654 34.000 4.049 4.344 4.543 4.893

XGBOOST 23.791 25.673 27.768 33.876 4.030 4.330 4.494 4.864

RNN 23.641 25.779 27.440 32.067 4.039 4.323 4.454 4.902

CNN 23.534 24.841 26.531 31.740 3.953 4.303 4.409 4.784

LSTM 23.139 24.432 25.275 30.204 3.985 4.206 4.323 4.726

EDLSTM 22.796 23.838 25.142 29.810 3.899 4.061 4.239 4.708

由表3和表4得,时间步长对预测的结果影响较大。模型在以较长时间步长进行预测时,会将上一个预

测结果考虑在内,因此随着预测步长的增加,模型会产生较大的误差。EDLSTM 模型在不同的时间步长下

相较于对照组都具有较小的RMSE及MAE,因此单变量输入的EDLSTM模型在不同的预测时间步长下表

现均较为优秀。除此之外,相较于LSTM 的单一模型,EDLSTM 模型性能的下降趋势较为缓慢,说明ED
结构能够减缓随着预测步长的增加模型误差迅速积累的趋势,实现更为准确的多步交通流预测。

单变量EDLSTM模型与对照组模型在多个特定时间步长下在测试集上的拟合效果如图3所示。
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图3 单变量EDLSTM模型与对照组模型在多个特定时间步长下在测试集上的拟合效果

Fig.3 ThefittingeffectofunivariateEDLSTM modelandcontrolmodelsontestsetatmultiplespecifictimesteps

  由图3得,不论在交通流量序列的波峰还是波谷,相较于对照组模型,EDLSTM模型的预测曲线都能够

更好地与交通流量的真实值曲线相拟合。

3.4.2 单变量与多变量对比实验设计

为分析单变量与多变量建模对交通流预测的影响,基于PEMS-04数据集,分别以t-8到t的9个时间

步长作为内核尺度读取交通流量数据作为输入序列,对从t+1到t+12的12个步长的交通流量数据进行预

测。将多变量输入的EDLSTM 模型与单变量输入的EDLSTM 模型在12个时间步长内的平均预测

RMSE和 MAE进行对比,结果如表5所示。

表5 多变量输入的EDLSTM模型与单变量输入的EDLSTM模型在12个时间步长内的平均预测RMSE和 MAE对比

Table5 TheaveragepredictedRMSEandMAEover12timestepsbytheEDLSTM modelwithmultivariate

inputsandtheEDLSTM modelwithunivariateinputs

模型
Univariate Multivariate

RMSE MAE RMSE MAE

EDLSTM 47.833 5.805 46.993 5.669

由表5得,相较于单变量输入,EDLSTM 模型在多变量时间序列输入的条件下RMSE降低了0.840,

MAE降低了0.136,说明EDLSTM模型能够很好地对多变量交通流序列中的非线性特征进行学习。
继续对多变量EDLSTM模型的多步长预测能力进行分析,基于PEMS-04数据集,设定以t-8到t的

9个时间步长作为内核尺度读取交通流量数据作为输入序列,对t+1、t+3、t+6、t+12时刻的交通流量数

据进行预测。将多变量输入的EDLSTM模型与单变量输入的EDLSTM模型在多个特定时间步长下的平

均预测RMSE和 MAE进行对比,结果如表6所示。

表6 多变量输入的EDLSTM模型与单变量输入的EDLSTM模型在

多个特定时间步长下的平均预测RMSE和 MAE对比

Table6 TheaveragepredictedRMSEandMAEoftheEDLSTM modelwithmultivariateinputsand

theEDLSTM modelwithunivariateinputsatmultiplespecifictimesteps

EvaluationIndicator Timestep Univariate Multivariate

RMSE

t+1 33.905 33.708

t+3 40.412 40.376

t+6 48.425 47.077

t+12 58.669 56.338
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续表2

EvaluationIndicator Timestep Univariate Multivariate

MAE

t+1 4.957 4.939
t+3 5.288 5.241
t+6 5.852 5.757
t+12 6.410 6.372

由表6得,在不同的时间步长下,相较于单变量输入,多变量输入的EDLSTM 模型的RMSE及 MAE
均较小。证明了相较于单变量输入,EDLSTM模型在不同的时间步长下均能够较好地学习多变量时间序列

中复杂的非线性关系。
多变量EDLSTM模型与对照组模型在多个特定时间步长下在测试集上的拟合效果如图4所示。

图4 多变量EDLSTM模型与对照组模型在多个特定时间步长下在测试集上的拟合效果图

Fig.4 ThefittingrenderingsofthemultivariableEDLSTM modelandthecontrolmodelsonthetestset

atmultiplespecifictimesteps

由图4得,不论在交通流量序列的波峰还是波谷,相较于单变量输入的EDLSTM 模型,多变量输入的

EDLSTM模型的预测曲线与原预测序列的匹配程度均更好。

4 结束语

采用Encoder-Decoder学习框架,构建了一个有效的 EDLSTM 模型用于交通流预测任务。使用

ARMA、SVR、XGBOOST、RNN、CNN、LSTM模型作为对照组,通过控制交通流变量的输入个数及预测的

时间步长设计了多个实验对模型的效果进行验证。
1)采用Encoder-Decoder学习框架,解决了因时间序列较长及多步预测所引起的模型预测误差迅速累积

的问题。
2)采用LSTM作为编码器对多因素交通流序列的非线性特征进行拟合,充分挖掘了交通流序列中多个

变量之间的非线性关系。
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3)通过在2个数据集上进行验证,证明了EDLSTM 模型可以用于单因素或多因素的交通流序列的多

步预测问题。
但交通流仍受天气、能见度等因素的影响,下一步研究可以考虑获取其他因素的相关数据,挖掘更多影

响因素之间的非线性关系。
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