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摘要:为解决不均衡多分类问题,提出一种特征选择和AdaBoost的集成方法。首先,数据进行

预处理。利用 WSPSO算法进行特征选择,根据特征重要性选取初始粒子构建初始种群,使得算法

初期就可以沿着正确的搜索方向开展,减少不相关特征的影响。其次,利用AdaBoost算法对于样

本权重较敏感的特点,增强对小类样本的关注度。并且利用AUCarea作为评价标准,相对于其他

评价标准,AUCarea具有可视化的优点且对较差AUC更加敏感。最后,与其他几种不均衡分类算

法在不平衡数据集上进行对比,结果证明该算法可有效处理不均衡多分类问题。
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Abstract:Inordertosolvetheproblemofunbalancedmulti-classification,afeatureselectionandAdaBoost
integrationmethodisproposed.First,thedataispreprocessed.TheWSPSOalgorithmisusedtoselect
features,andtheinitialpopulationisconstructedaccordingtotheimportanceofthefeature.Theinitial
algorithmcanbecarriedoutalongthecorrectsearchdirectiontoreducetheinfluenceofincoherent
features.Secondly,theAdaBoostalgorithmismoresensitivetosampleweights,andtheattentiontosmall
samplesisenhanced.AndusingAUCareisused,astheevaluationstandard,becausecomparedwithother
evaluationcriteria,AUCarehastheadvantageofvisualizationandismoresensitivetopoorAUC.Finally,

comparedwithseveralotherunbalancedclassificationalgorithmsontheunbalanceddataset,thealgorithm
caneffectivelydealwiththeunbalancedmulti-classificationproblem.
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分类问题是数据挖掘中的难点。绝大多数分类算法只是在平衡数据集分类效果显著,而在不均衡数

据集上分类效果欠佳。但现实生活中的分类问题往往是类别不均衡的,例如银行欺诈的检测、垃圾邮件



的检测、车辆识别、疾病诊断等。不均衡数据分类问题已经成为机器学习、数据挖掘等领域的重要研究方

向之一[1-2]。在实际的生活中,不均衡分类问题大多数是多分类问题,因此更具有研究意义。而多数类的

不均衡分类问题与二分类的分类问题相比,多数类对于分类模型要求更高,获取少数类的代价也更大,类

间数据的分布也更多样化,也更难被分类。针对不均衡数据分类的研究主要集中在数据层面与算法层面

的改进研究。数据层面的改进主要集中在对数据集的改进,增加少数类数据或减少多数类数据,使得原

本的 数 据 集 相 对 均 衡,主 要 的 改 进 方 法 是 过 采 样 与 欠 采 样。早 期,Chawla等[3-4],提 出 了 一 种

SMOTEBoost(syntheticminorityover-samplingtechniqueandboost)的方法,将SMOTE采样算法与集成算

法Boost相结合,加强了对小类样本的关注度;武森等[5]将聚类算法运用到采样中,先利用聚类欠采样方

法将数据集均衡化,然后利用AdaBoost算法对新生成的数据集进行分类操作;2013年,Krawczyk等[6]使

用PUSBE(prunedunder-samplingbalancedensemble)方法,该方法有效运用了特征选择技术;2014年,

Krawczyk等[7]又提出了 CS-MCS(cost-sensitivemultipleclassifiersystems)集成方法,运用随机欠采样结合

遗传算法相结合的方式。在低维数据集上效果明显,但是高维数据集上效果欠佳。文献[8]指出采样方

法虽然可以提升小类样本的识别率,但是容易引入噪声,丢失有用信息,分类器对小类样本过分的关注也

易使得算法陷入局部最优。对此,TAO等[9]提出了一种新的过采样技术,该技术使用实值否定选择

(RNS)过程来生成人工少数类数据,而无需实际的少数类数据。生成的少数类数据(如果有的话)会与实

际的少数类数据一起使用,并与多数类数据相结合,作为二分类学习方法的输入,并且在实验中证明了其

有效性。

从算法的角度来看,改变概率密度,单类学习分类,集成学习,代价敏感学习,核方法等五种主要方法来

解决数据分类不平衡问题[10]。国际机器学习界的权威Dietterich已经将集成学习列为机器学习4大研究之

首[11]。TAO等[12]提出了一种新的基于自适应权重的支持向量机成本敏感集成方法,用于不平衡数据分类,

还创新性的提出了一种自适应的顺序错误分类权重确定方法。该方法可以基于在提升过程中先前获得的分

类器,在每次迭代时自适应地考虑少数实例对SVM分类器的不同贡献,这可以使其产生不同的分类器,从而

提高泛化性能。随后,Tao等[13]又提出了一种新的基于亲和度和类别概 率 的 模 糊 支 持 向 量 机 技 术

(ACFSVM)。多数类样本的亲和力是根据支持向量描述域(SVDD)模型计算的,该模型仅由给定的多数类

训练样本在内核空间中进行训练,类似于FSVM 学习所使用的模型。针对噪声样本的处理,Tao等[13]采用

核k最临近法来确定与以前相同的核空间中多数类别样本的类别概率。具有较低分类概率的样本更有可能

是噪音,并且通过将相似度和分类概率结合起来构成的低隶属度,减少了噪声样本的影响。张苗燕等[14]结

合细菌觅食算法的思想,提出了一种新的算法AdAdaboost,并对加权系数进行了改进,全局优化最佳弱分类

器,改善了AdaBoost算法误检率的同时得到了较好的检测性能;Guo等[15]将AdaBoost.M1算法与特征选

择结合起来,提出了一种新的集成方法BAK(BPSO-AdaBoost-KNN),使用KNN作为基分类器,但KNN的

缺点是不能直接处理带权数据,需要借助re-samplingd的方法转化数据集后使用,而且AdaBoost.M1针对

于基分类器的要求过于严苛,错误率不能超过50%。对此,将胡旺[16]等提出的SPSO(simpleparticleswarm

optimization)算法进行改进,并与Zhu等[17]提出的SAMME.R 版本的 AdaBoost算法相结合,提出了

WSPSO-SAMME.R-DT算法,用以解决不平衡多分类问题。与AdaBoost.M1算法所不同的,SAMME.R使

用决策树作为基分类器,避免在训练样本上花费时间,降低对基分类器的要求。为了降低基分类器的相关

性,引入了随机化的方法。使用AUCarea作为性能度量指标,并将其作为适应度值,优化特征选择。提升了

小类样本的识别率。
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1 算法介绍

1.1 SAMME.RAdaBoost算法

AdaBoost算法是一个迭代过程,弱分类器的生成是串行的。在AdaBoost的训练过程中,分类器的重心

将转移到那些更难分类的样本上,即多次错误分类的样本。随后的训练也会偏重于这些样本,这是通过在算

法运行期间为训练样本分配权重来实现的。样本权重最初都是一致的,后续过程中每轮都会对样本权重进

行更新,最终得到一组弱分类器,将所有弱分类器加权组合成一个强分类器。

AdaBoost算法适用于二分类问题,AdaBoost.M1可用于解决多分类问题。但是AdaBoost.M1的前提

条件是基分类器的错误率小于50%,这一要求过于严格,易导致训练失败。针对以上不足,笔者选择 Zhu
等[17]提出的SAMME.R版本的 AdaBoost算法,降低了对基分类器过于严苛的要求,仅比随机猜测略好即

可。同时,使用分类器的类别估计概率值来对样本权重进行更新。

在该算法中,获得加权类概率估计的公式为:

p(t)k(x)=Probw(h=k|x),k=1,…,K, (1)

其中:t为迭代次数,k为类标签,Prob函数是返回区域中的数值落在指定区间内的对应概率。获得加权类

概率估计后,利用拉格朗日定理对称约束优化得到h(t)k(x)

h(t)k(x)=(K -1)(logp(t)k(x)-
1
k

K

k'=1
logp(t)k'(x)), (2)

  更新样本权重wi:

wi=wi·exp-
K -1
K yTilogp(t)(xi)
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1.2 性能度量指标AUCarea
对于不平衡二分类问题来说,经常使用ROC曲线来度量分类中的不平衡性,ROC是接受者操作特性曲

线(receiveroperatingcharacteristic),利用ROC曲线下的面积(areaunderthecurve)作为算法的评价标准,

理想中分类器的AUC为1.0,随机猜测的分类器AUC为0.5。

AUC评价标准无法直接应用与多分类问题,需要对其进行拓展。最常用的2种扩展方法分为[18]:1)一

对一方法;2)一对多方法。为了更加清晰的对比这2种方法,令Y={y1,y2,…,yk},Y 表示的是数据的类标

签的集合。在一对一的方法中,计算所有类的两两组合(yi,yj)(i≠j)的AUC值。一对多的方法中,先定

义成二分类问题,令yi∈Y,属于yi 的样本定义为正类,剩余的样本为负类,然后计算定义后的AUC值。由

此将会得到一组AUC值{r1,r2,…,rn},最后取平均值,记作avgAUC,作为性能度量值使用。以上2种方

法都可简单的实现,但是无法做到可视化。因为当多个AUC都变化时,avgAUC的值可能没有任何变化。

例如,当ri 变为ri+σ,rj 变为rj-σ,(i,j)∈{1,2,…,n}),最终其avgAUC的值没有改变,也无法进行分

类模型调整的评价。

采用HandDJ[19]提出的一种具有可视化优点的度量指标方法 AUCarea。AUCarea会将所有的 AUC
的值在极坐标上绘制出来。如图1所示,黄色虚线三角形代表的就一个是三分类的AUCarea极坐标图示,

黄色虚线所覆盖的面积就是最终度量值。AUCarea的计算公式如下

AUCarea=
1
2sin

2π
n

æ

è
ç

ö

ø
÷

æ

è
çç

æ

è
çç

n-1

i=1
ri×rj

ö

ø
÷÷ +(rn ×r1)

ö

ø
÷÷, (4)

其中:n 为AUC的总数;r为每对类组合(yi,yj)(i≠j)的AUC的值。
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图1 三分类的AUCarea极坐标图示

Fig.1 Three-categoryAUCarepolarplot

当所有AUC的值为1时,就达到了理想中的最优状态,即AUCarea的最大值,如公式(5)所示

AUCarea_max=
n
2
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÷sin2πn
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÷ , (5)

  计算归一化的为公式(6)

AUCarea_nor=
AUCarea

AUCarea_max=

æ

è
çç

n-1

i=1
ri×ri+1

ö

ø
÷÷ +(rn +r1)

n
, (6)

  使用归一化公式(6)所得值记为AUCarea,AUCarea除了可视化的优点之外,也对单个差的AUC较为

敏感。

2 基于 WSPSO特征选择方法

虽然AdaBoost算法可通过增加小样本的权重来增强对小样本的关注,但它仍然使用正确率作为优化目

标,并且容易引起过拟合。因此,将特征选择方法与SAMME.RAdaBoost算法结合。SAMME.R算法中加

入特征选择是基于以下考虑:去除不相干特征,减少时间与空间的浪费,加强对特征和特征值之间的联系,从
而更好的进行分类[20]。特征选择算法主要有三类:嵌入式(embedded)、过滤式(filter)和封装式(wrapper)。
嵌入式算法的思路是学习器自身自动进行选择,虽然效果较好,但是对于参数的设置需要较高的知识背景;
过滤式算法的思路是先对各特征的相关性或发散性进行评估排序,根据设置的阈值来选择。但是对特征之

间的相关性难以评估,会造成部分有用信息的遗失;封装式算法的思路是利用学习算法来评估特征的优劣,
相对于嵌入式算法与过滤式算法,虽然需要巨大的搜索空间,执行时间稍长,但不需要过多的背景知识,可直

接面向算法优化,并且特征间的组合效应也得到了充分的挖掘。综上,选择封装式算法来进行特征选择。
粒子群优化(PSO,particleswarmoptimization)[21]算法,具有易实现、结构简单、没有复杂变异交叉操

作的优点,可运用于特征选择优化问题在。文献[16]在证明PSO进化过程与粒子速度无关后提出了简化版

粒子群优化(SPSO,simpleparticleswarmoptimization)算法,去掉了速度选项,SPSO的进化公式为

xt+1id =ωxtid +c1r1(pid -xtid)+c2r2(pgd -xtid), (7)
其中:xt+1id表示的是第t代第i个粒子的第d 维分量;ω 是惯性权重因子;c1 和c2 是学习因子常数;r1 和
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r2 是随机数,服从U(0,1);pid表示第i个粒子个体极值的第d 维,而pgd表示全局最优解的第d 维分量。
在粒子群算法中,惯性权重是重要的参数之一。其主要功能是平衡整个粒子群的全局搜索能力和局部

搜索能力,从而显著的提高算法的整体收敛速度。而在标准SPSO算法中,ω 是固定的数值,无法改变。当

惯性权重较小时,如果最优解在初始搜索空间中,则粒子群算法可以快速找到全局最优解,反之则无法正确

找到。而惯性权值较大时,粒子群算法更像是全局搜索算法,总会探索新的区域。这意味着需要更多的迭代

来寻找全局最优,并且更有可能在找不到最优解同时算法的时间复杂度也会增加。因此,ω 应该在算法的初

期设置为较大值,在算法的后期设置为较小值。这样设置的优点在于:初始阶段的全局寻优能力会得到增

强,有利于避免局部最优;而在算法的后期,可增强算法在局部的搜索能力,同时提高算法收敛速度。因此,
借鉴文献[22]运用的一种线性递减动态获取惯性权重ω 的方法,即

ω=
ωini-ωend( ) (T-t)

T +ωend, (8)

其中的参数取值为:ωini=0.9;ωend=0.4时效果较好。t=当前迭代次数,T=最大迭代次数。

特性选择可看成0~1组合优化问题,Kennedy[23]等最早提出了二进制粒子群优化(BPSO,binary
particleswarmoptimization)算法将PSO算法扩展到了离散二进制空间,针对PSO在特征选择应用很多都

是建立在BPSO的基础上的,但其缺点是离散的PSO丧失了一些连续PSO的特性。在此情况下,选择在特

征选择过程中,将特征选择问题转换为一个向量,由(0,1)来表示。F=(fti1,fti2,…,ftid),ftid 等于1
时,该维特征被选中,等于0时,则未被选中。设定一个阈值δ来判断是否被选中,如公式(9)所示

ftid =
1, xtid ≥δ,

0, other,{ (9)

δ是随机数,取值范围U(0.2,0.8)。根据公式(9)粒子的位置向量在连续空间域与离散问题域中完成特征向

量转换。
在标准的PSO算法中,假设初始种群中存在先验近似最优粒子,则可确定整体的搜索方向,这将大幅度

地缩短 WSPSO的进化时间。所以,需要对数据预处理,得到特征的重要性。Brieman[24]提出了一种确定特

征重要性的方法,其主要思想是:每次选择特征时,随机替换特征的值,并记录预测精度的变化,预测的准确

性越高说明该特征的重要性越高。这里所提的特征重要性也就是对预测结果贡献的百分比。因此可以得到

占比最高的粒子,加入初始的种群。

2.1 WSPSO-SAMME.R-DT算法

给出基于封装式特征选择的 WSPSO-SAMME.R-DT算法的具体步骤。其中DT代表基分类器决策

树。为了增加集成学习中基分类器间的多样性,将随机选择决策树中的最佳分割点。
算法2:WSPSO-SAMME.R-DT算法

输入:训练集{(xi,yi)|i=1,2,…,n},最大迭代次数T,种群大小m。

1)初始化种群。依据特征重要性,选择重要性最高的一个粒子作为初始粒子,剩余的m-1个粒子以随

机的方式生成。这m 个粒子的各维分量都是U(0,1)的随机数,将所有粒子进行组合,完成初始种群的构建;

2)判断是否满足条件t≤Tandpg 的适应度小于1。若成立继续下一步,不成立跳出循环;

3)对于粒子i=1,2,…,m;

4)根据公式(9)将粒子xi 转化为特征向量,基于特征向量从训练集中选取训练子集。然后根据算法

SAMME.R,训练出一个强分类器 H;

5)根据强分类器 H 得到的预测结果,计算每对类别组合的AUC,然后按照公式(6)计算AUCarea,作为

xi 粒子的适应度值;

6)根据得到的AUCarea的值来更新个体最优pi 和全局最优pg;

7)根据公式(7)、(8)更新粒子位置;

8)根据公式(9)将pg 转化为特征向量;
输出:最优特征子集、强分类器 H。
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3 实验仿真与分析

实验机器配置为:Window7,内存6GB,CPU2.50GHz,算法基于Python3.6.2实现。实验所用的10组

数据集来自KEEL官网与UCI数据集,数据都源于实际中的应用领域,表1给出具体信息。不均衡比IR
(imbalanceratio)是最大多数类别的样本数与最小少数类别的样本数之比。学习因子c1=c2=2,经实验显

示,种群粒子数m=100时效果最佳,初始设置迭代次数T 为300次,图2给出了每代最优个体适应度值的

曲线,随着迭代次数增加,可以看出迭代次数T=50时个体适应度值已趋于稳定,所以最终选择的迭代次数

为T=50。

图2 最优个体适应度值的曲线

Fig.2 Curveofoptimalindividualfitnessvalue

实验结果利用AUCarea以及另一个被广泛应用的不平衡分类指标GM(G-Mean)[25]对算法进行评价。

GM定义如下

GM=
TN

TN+FP×
TP

TP+FN
, (10)

其中TP,FP,FN,TN分别表示:小类正确分类的数量,预测为小类但是真实为大类,预测为大类但是真实为

小类,大类正确分类的数量。

表1 数据集信息

Table1 Datasetinformation

数据集 样本数/特征 类别分布 IR

Balance 625/4 (49/288/288) 5.88

New_thyroid 215/4 (30/35/150) 5.0

Hayes-Roth 132/5 (30/51/51) 1.7

Contraceptive 1437/9 (333/511/629) 1.89

Dermatology 358/34 (20/48/48/60/71/111) 5.55

Thyroid 720/21 (17/37/666) 39.18

Wine 178/13 (48/59/71) 1.48

Glass 214/9 (70/76/17/13/9/29) 8.44

Zoo 101/16 (41/20/5/13/4/8/9) 10.25

Autos 159/25 (2/14/33/32/20/9) 16.5
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文献[6][7][15]各自提出了PUSBE、CS-MCS、BAK算法,与提出的 WSPSO-SAMME.R-DT进行对

比。采取一对一方法将PUSBE和CS-MCS扩充到多分类问题上,结果见表2、3。

表2 4种算法的AUCarea值对比

Table2 ComparisonofAUCareavaluesoffouralgorithms

数据集
AUCarea

PUSBE CS-MCS BAK WSPSO-SAMME.R-DT

Balance 0.631 0.651 0.792 0.981

New_thyroid 0.975 0.932 0.974 1.000

Hayes-Roth 0.872 0.784 0.767 0.972

Contraceptive 0.544 0.502 0.632 0.596

Dermatology 0.987 0.975 0.931 0.994

Thyroid 0.882 0.921 0.936 0.992

Wine 0.978 0.988 0.905 1.000

Glass 0.858 0.807 0.872 0.887

Zoo 1.000 0.923 1.000 1.000

Autos 0.804 0.832 0.927 0.931

平均值 0.853 0.832 0.888 0.935

表3 四种算法的GM值对比

Table3 ComparisonofGMvaluesoffouralgorithms

数据集
GM

PUSBE CS-MCS BAK WSPSO-SAMME.R-DT

Balance 0.861 0.738 0.899 0.971

New_thyroid 0.970 0.939 0.981 1.000

Hayes-Roth 0.887 0.841 0.916 0.916

Contraceptive 0.639 0.614 0.530 0.459

Dermatology 0.997 0.921 0.957 0.991

Thyroid 0.987 0.971 0.931 0.996

Wine 0.989 0.994 0.834 1.000

Glass 0.899 0.865 0.992 0.993

Zoo 1.000 0.948 1.000 1.000

Autos 0.798 0.915 0.945 0.953

平均值 0.903 0.875 0.899 0.928

根据表2与表3可以得到如下结论:提出的算法WSPSO-SAMME.R-DT总体性能略优于要其他3种算

法,尤其 是 在 New_thyroid、Wine与 Zoo 数 据 集 上,AUCarea与 GM 的 值 都 达 到 了 100%。除 了

Contraceptive数据集外,在其他数据集上,WSPSO-SAMME.R-DT也略好于其他3种算法。其中CS-MCS
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在AUCarea上的平均值为0.832,比PUSBE的平均值低了2.1%;比BAK的平均值低了5.6%;比提出的

WSPSO-SAMME.R-DT的平均值低了10.3%。而在GM 值上CS-MCS的平均值为0.875,比PUSBE的平

均值低了2.8%;比BAK的平均值低了2.4%;比提出的 WSPSO-SAMME.R-DT的平均值低了5.3%。由此

可看出算法总体性能相对较差,这是因为CS-MCS算法并没有跟其他3种算法一样采用特征选择技术,这也

证明了特征选择可有效的应用于不均衡多分类的问题。
为了更直观的对比4种算法的分类效果,图3给出了4种算法AUCarea值的部分polar图。根据图3

所示,图中红色虚线代表PUSBE;蓝色虚线代表CS-MCS;黄色虚线代表BAK;青色虚线代表 WSPSO-
SAMME.R-DT。他们所围成的面积就是其对应的 AUCarea的值。从图中可以看出 WSPSO-SAMME.R-
DT在Hayes-Roth与Balance数据集中面积最大,意味着在这两种数据集下,WSPSO-SAMME.R-DT优于

其他3种算法,在Dermatology算法中排名第二,但是与该数据集下的最优算法PUSBE所产生的面积相差

不多。

图3 4种算法的AUCarea极坐标图示比较

Fig.3 ComparisonofAUCareapolarcoordinatesoffouralgorithms
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4 结 语

结合特征选择与集成学习方法提出了 WSPSO-SAMME.R-DT算法,在10组不均衡数据集上对本算法

进行实验测试,实验结果验证了该算法的有效性。WSPSO-SAMME.R-DT使用了 WSPSO 算法并且以

AUCarea作为适应度值,来优化特征选择。其中,AUCarea具可视化的优点,并且对较差的AUC值更加敏

感。笔者并没有采用采样技术对初始数据集进行数据层面的改进,避免了丢失重要信息、引入噪声等情况。

WSPSO-SAMME.R-DT可直接应用于多分类算法且并不需要进行拓展。
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