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摘要:针对基于目标检测方法的桥梁表观病害检测存在检测精度低、误检率和漏检率高的问

题,提出一种改进YOLOv3的高准确率桥梁表观病害检测识别方法。为实现局部特征和全局特征

有效融合,在YOLOv3的检测层中添加固定分块大小的池化模块,并在YOLOv3的特征提取网络

中引入了DenseNet密集型连接网络结构以增强桥梁病害特征在网络中的传播和利用效率,提高检

测效率,采用数据增强技术来扩充样本图像以解决现有桥梁病害数据集样本数量不足的问题。实

验结果表明,改 进 后 的 YOLOv3在 桥 梁 表 观 病 害 检 测 上 的 平 均 准 确 率 比 原 YOLOv3提 高 了

3.0%,且模型训练时间减少了33.2%,同时降低了对桥梁表观病害检测的误检率和漏检率。
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Abstract:Tosolvetheproblemsoflowdetectionaccuracy,highfalsedetectionrate,andhighmissed
detectionrateinbridgeapparentdiseasedetectionbasedontargetdetectionmethod,arecognitionmethod
withhighaccuracyofbridgeapparentdiseasedetectionbasedonimprovedYOLOv3isproposed.Apooling
modulewithafixedblocksizeisaddedtothedetectionlayerofYOLOv3torealizeeffectivefusionoflocal
featuresandglobalfeatures.Toenhancethetransmissionandutilizationefficiencyofbridgediseasefeatures
inthenetworkandimprovethedetectionefficiency,aDenseNetdenseconnectionnetworkstructureis
introducedinthefeatureextractionnetworkofYOLOv3.Todealwiththeinsufficientnumberofsamples
intheexistingbridgediseasedataset,dataenhancementtechnologyisusedtoexpandthesample
images.Theexperimentalresultsshowthatthemeanaccuracyprecision(mAP)oftheimprovedYOLOv3
onbridgeapparentdiseasedetectionisincreasedby3.0%andthemodeltrainingtimedecreasedby33.2%,

withareducedfalsedetectionrateandalowermisseddetectionrate.
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桥梁的可靠性和安全性对社会的福祉至关重要。因此有必要尽早发现桥上出现的缺陷,以防止桥的结

构能力和耐用性进一步损失。在识别和监测缺陷的非破坏性评估技术中,人工目视检查是评估桥梁状况的

主要手段[1],但其结果是主观的且可能是不可靠的[2]。在这种情况下,人们提出了基于计算机视觉的检测技

术,借助爬壁机器人或无人机获取图像[3-4]。基于机器学习的方法是更先进的检测方式,它利用提取图像中

的特征来完成特定的任务,如Nishikawa等[5]基于机器学习方法来研究桥梁表面裂缝。尽管机器学习技术

比传统的图像处理技术在效率和鲁棒性方面有显著提高,但是这些方法仍然有基于手工制作的低级功能,并
且需要进行预处理和后处理。因此,桥梁表面病害自动检测识别技术应运而生。

近年来,随着基于深度学习的目标检测算法不断改进创新,自动检测识别技术在行人检测、车辆检测等

领域有很好的效果,但在桥梁表观病害检测方面效果较差。在目标检测算法的网络体系结构方面,这些对象

检测器可分为两大类。一类以两级检测器R-CNN[6]系列为代表。R-CNN方法使用选择性搜索[7](SS)方法

生成区域建议,然后分别提取每个潜在边界框的特征以进行分类和边框回归。但是,使用选择性搜索方法生

成区域建议的步骤缓慢且复杂。为克服R-CNN存在的问题,Ren等[8]提出FasterR-CNN方法,用区域建议

网络(RPN)代替选择性搜索方法生成区域建议。这种两级检测器被用于检测结构缺陷,如Kim等[9]将R-
CNN与形态学后处理相结合,以检测和量化混凝土桥梁中的裂缝;Cha等[10]使用FasterR-CNN架构检测混

凝土和钢结构中的5种表面损伤类型。尽管上述研究证明了两级检测器可用于检测结构缺陷,但由于采用

区域建议作为中间步骤,其检测速度不够理想。另一类是以单级检测器SSD[11]、YOLO[12]系列为代表。由

于SSD和YOLO都删除了生成区域建议步骤,并同时预测了多个边界框和类别概率,因此检测速度比两级

检测器快。但是,SSD算法的缺点明显,一是不能充分利用浅层的高分辨率特征图,二是候选框的尺寸比例

需要人工根据经验设置。因此,本研究的目的是探讨先进的单级检测器YOLOv3[13]的适用性,用以识别桥

梁表观的多种病害,并提高检测精度。

1 YOLOv3算法介绍

目前在主流的目标检测网络中,YOLO网络直接对图像中的目标进行回归检测,因此其检测速度比其他

网络快。分析YOLOv1至 YOLOv3网络的优缺点得出,初始 YOLOv1网络检测精度差;YOLOv2[14]在

YOLOv1的基础上通过添加批量标准化、高分辨率的分类器、多尺度的训练等方法,在继续保持处理速度基

础上,在预测更准确、速度更快、识别对象更多这3个方面进行了改进;YOLOv3在YOLOv2的基础上取代

了新的骨干网络,将单标签分类改进为多标签分类,采用了多尺度融合预测方法。YOLOv3网络模型如图1
所示,它的基本体系结构包括3个主要部分:特征提取网络层(DarkNet-53)、检测层和分类层。

特征提取网络层:它是被命名为DarkNet-53的特征提取算法。它由53个卷积层组成,每个卷积层都包

含1个归一化层,每层的激活函数是LeakyReLU。它借鉴了残差网络[15](ResNet)的做法,在一些层之间建

立快捷链路,通过快捷链路跃层连接可以解决随着网络的逐步深入导致模型难以优化的问题,减小梯度爆炸

风险,加强网络的学习能力并利用到更多的图像浅层特征信息。特征图的尺寸在某些卷积层之间减小了2
倍,该算法总共将尺寸减小了32倍。为了YOLOv3网络的下一步工作,特征提取网络部分将输出3个不同

尺寸的特征图作为下一个网络模块的输入,其尺寸分别比原始图像尺寸减小8倍、16倍和32倍。
检测层:卷积核大小为1×1和3×3的卷积层交替出现,最后一层的卷积核大小必须为1×1。最小输入

尺度的特征图仅在检测层进行处理。特征提取网络层输出的另外2个尺度的特征图在被发送到检测层之

前,先与已经处理过的较低维映射进行拼接,然后输入检测层。
分类层:以检测层生成的包含多尺度特征信息的融合特征为输入,通过卷积核大小为3×3和1×1的卷

积层产生模型的最终特征输出,且最后一层的通道数(Filters)大小为

Filters=3×(4+1+classes), (1)
式中:3代表3个预测尺度,4和1分别为网络最终输出检测目标类别归一化后的中心坐标(x,y,w,h)和置

信度,classes代表检测目标类别数。本研究中检测类别有4类,因此Filters=27。
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图1 YOLOv3网络结构图

Fig.1 YOLOv3networkstructurediagram

2 网络的改进

2.1 改进检测层网络结构

空间金字塔池化[16](SPP-Net)对图片进行不同的分块池化,把每个块中提取出的一个特征图作为一个

维度,确保最后得到特征图的维度一致,从而解决信息丢失和尺度不统一的问题。此外,特征图中的通道数

被扩展以提供有效的全局信息,因此它具有更强的细节特征描述能力,对不同类型目标的检测精度更高。病

害图像的预处理和多尺度预测中可能产生信息丢失或者尺度不一致,从而影响最终的检测效果。因此本研

究中参考空间金字塔池化方法,在YOLOv3检测层中融合空间金字塔池化的操作,不仅解决了在检测层中

输入特征图的尺寸变化和图像失真的问题,也实现了特征图的局部特征和全局特征更好地融合。如图2所

示,选择3个不同尺度(n1<n2<n3)的最大池化操作与预测分支的输入拼接构成空间金字塔池化。

图2 空间金字塔池化模块

Fig.2 Spatialpyramidpoolingmodule
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  虽然特征映射具有丰富的特征信息,但经过深层和浅层特征融合后存在一定的冗余。因此在空间金字

塔池化结构中,n1、n2 和n3 这3个尺度的池化层分别对应3个不同程度的去冗余操作。尺度为n1 的池化层

的池化区域最小,能够对特征图上的局部特征进行去冗余;尺度为n3 的池化层的池化区域最大,能够对特征

图上的全局特征进行去冗余;尺度为n2 的池化层属于过渡操作,保留介于局部和全局之间的特征。完成冗

余操作后,使用拼接操作聚合所有特征映射。经过去冗余再聚合操作的特征图的信息更有层次且表征性更

强,检测器能够根据全局特征对缺陷进行定位,再根据局部特征对目标病害的类别进行判定。为实现局部特

征和全局特征的特征图级别的融合,空间金字塔池化结构最大的池化核(n3)要尽可能接近等于需要池化的

特征图的大小。因此在YOLOv3预测大目标的检测层分支中嵌入空间金字塔池化,设置n1=5,n2=9,n3

=13。

2.2 改进特征提取网络结构

DenseNet是由Huang等[17]提出的一种激进的、密集的连接机制,如图3所示。从功能上看,通过特征

重用和旁路设置不仅能大幅减少网络参数的数量,而且能在一定程度上缓解梯度消失的问题。密集连接网

络可以改善整个网络的信息流和梯度,其原理是:假设输入为X0,网络的每一层实现一个非线性变换函数

Hi(·),i表示第i层,第i层的输出表示为Xi,则:

Xi=Hi([X0,X1,…,Xi-1])。 (2)
式中:[]代表拼接;Hi(·)是一个组合操作,包括一系列批归一化(BN)、激活函数(ReLU)、池化(Pooling)和
卷积(Conv)操作。

图3 DenseNet的密集连接机制

Fig.3 DenseconnectionmechanismofDenseNet

密集连接网络通常包含多个密集模块,1个密集模块由n 个密集层组成,密集层中的非线性组合函数

Hi(·)采用BN+ReLU+3×3Conv的结构。与常见的活化机制不同,密集层使用了预活化机制,其批归一

化层和激活函数层在卷积层之前,先进行激活操作,然后进行3×3卷积输出特征映射。其结构如图4所示。

图4 密集模块中的非线性转换结构

Fig.4 Non-lineartransformationstructureindensemodule

假设一个密集模块的输入X0 维度为m,每个密集层输出k 个特征图。根据密集连接网络的原理,第n
个密集层的输入是m+(n-1)k个特征图,所以直接进行3×3卷积运算会带来大量的计算量,造成网络的

负担。这时可以使用瓶颈结构来减少网络的计算量,主要方法是在原来的密集模块上增加一个1×1卷积层

来减少特征的数量,即BN+ReLU+1×1Conv+BN+ReLU+3×3Conv。在构建的瓶颈结构的密集层中,
首先通过1×1卷积层可得2k个特征图,然后通过3×3卷积层输出k个特征图。其结构如图5所示。

在使用瓶颈结构方法的基础上,为进一步减少网络计算量,在每两个密集模块之间使用卷积核大小分别

为1×1的卷积层和2×2的平均池化层组成过渡层。假设一个密集模块的输出特征图数量为p,使用输出
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图5 含有瓶颈结构的密集模块结构

Fig.5 Densemodulestructurewithabottleneckstructure

连接的过渡层输出θp 个特征图,其中θ(0<θ≤1)表示压缩系数。在本研究中构建的过渡层中θ=0.5,因此

经过渡层压缩操作后,输入到下一个密集模块的特征图的数量与尺度减少一半。
将YOLOv3网络与所构造的密集连接网络结合起来,提出了一种新型YOLOv3网络结构,如图6所示。

为了平衡检测速度和准确率,将原网络的输出尺寸为208×208和104×104的残差模块保留,将输出为52×
52、26×26和13×13的3组残差模块替换为密集模块。

图6 改进的YOLOv3网络结构图

Fig.6ImprovedYOLOv3networkstructurediagram

3 实验结果及分析

3.1 实验环境与数据集

实验环境为 Windows操作系统,AMDRyzen53600(CPU),32GB随机存取内存(RAM),RTX2060-
SUPER(GPU),16GB显示内存,深度学习框架为pytorch。网络的初始化参数如表1所示。

表1 初始化参数

Table1 Initializationparameters

输入图片大小 批量大小 动量系数 学习率调度器 学习率 训练轮数

416×416 24 0.9 Step 0.01 500
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数据集CODEBRIM(COncreteDEfectBRidgeIMagedataset[18],混凝土缺陷桥图像数据集)是2019年

公布的,用 于 计 算 机 视 觉 和 机 器 学 习 中 的 多 目 标 病 害 的 桥 梁 混 凝 土 缺 陷 检 测,该 数 据 集 含 有 风 化

(efflorescence)、钢筋外露(exposedbars)、腐蚀(corrosionstain)和脱落(spallation)4种桥梁病害。由于该数

据集样本数量不足,利用数据增强技术对数据进行样本扩充,如表2所示。扩充后的部分图片存在病害标签

失效现象,其失效形式为原图像中的病害标签尺寸超过图像本身尺寸,造成输入网络中归一化的值不属于

0~1的范围,因此需要对增强后的图片进行排查,删除失效的图像。

表2 数据增强方式

Table2 Dataenhancementmethod

增强方式 原始图片 旋转180° 调整亮度 高斯模糊 总量

数量 1052 978 1048 1037 4115

扩充后的图片效果如图7所示。

图7 使用数据增强的图片对比

Fig.7 Non-enhancedanddata-enhancedimages

3.2 评价指标

对目标检测算法,平均准确率(mAP)是评价模型性能的标准度量。对二元分类问题,根据其标记类和预

测类的组合,判断结果可分为4类:真正例(TP)、假正例(FP)、真负例(TN)和假负例(FN)。分类结果的混

淆矩阵如表3所示。
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表3 二元分类的混淆矩阵

Table3 Confusionmatrixforbinaryclassification

标记

预测

正

(Positive)
负

(Negative)

正(Positive) TP FP

负(Negative) FN TN

精确率和召回率计算公式如下:

精确率(P)=
TP

TP+FP=
TP

全部预测
, (3)

召回率(R)=
TP

TP+FN=
TP

全部标记框
。 (4)

  精确率是一个模型真实预测目标总数与所有预测目标总数比率,召回率是真实预测目标总数与数据集

中目标总数的比率。以精确率为横轴,以召回率为纵轴,可以得到精确的校准曲线,称为P-R 曲线。P-R 曲

线与坐标轴围成的面积为每个类的精度值(AP),mAP则是计算所有类的P-R 曲线下面积的平均值(该面积

通过黎曼求和来计算)。公式如下:

AP=􀰐
N

i=1Pi

N
, (5)

mAP=􀰐
M

j=1AP
M

。 (6)

式中:N 为用于测试的图像数量,M 为检测的类别数。
3.3 实验结果与分析

以改进YOLOv3网络检测层 (YOLOv3-a),改进特征提取网络层 (YOLOv3-b1:使用瓶颈结构;
YOLOv3-b2:使用瓶颈结构和过渡层)以及同时加入以上2种改进的网络(YOLOv3-a-b1;YOLOv3-a-b2)与
原YOLOv3进行对比实验。实验结果如表4所示。

表4 改进的YOLOv3和YOLOv3实验结果详情

Table4 ImprovedYOLOv3andYOLOv3experimentalresults

算法
AP/%

风化 钢筋外露 腐蚀 脱落
mAP/% 训练时间/h

YOLOv3 78.3 86.7 83.3 82.1 82.6 15.286

YOLOv3-a 80.3 88.5 85.1 83.0 84.2 15.651

YOLOv3-b1 79.7 88.9 84.9 84.4 84.4 12.565

YOLOv3-b2 80.5 89.0 84.5 83.9 84.5 10.044

YOLOv3-a-b1 81.2 89.1 85.4 84.1 85.0 12.964

YOLOv3-a-b2 81.4 89.2 85.6 86.0 85.6 10.212

通过上表可以看出,改进的YOLOv3比原YOLOv3在桥梁表观病害检测上的平均准确率有所提高。
其中,YOLOv3-a的平均准确率提升了1.6%,由于融合空间金字塔池化操作,增加了网络计算参数量,因此

训练时间增加2.4%;YOLOv3-b1的平均准确率提升了1.8%,由于替换了原YOLOv3特征提取网络的最后

3个残差模块,网络计算参数量减少50%,因此训练时间减少17.8%;而在YOLOv3-b1上做进一步改进的

YOLOv3-b2,与原YOLOv3相比,其平均准确率提升了1.9%,网络计算参数量减少59%,因此训练时间减
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少34.3%。融合两种改进YOLOv3-a-b1的平均准确率提升2.4%,网络计算参数量减少49%,导致训练时间

减少15.2%;YOLOv3-a-b2的平均准确率的提升最大,达到3.0%,网络计算参数量减少57%,导致训练时间

减少33.2%。分析结果表明替换YOLOv3特征提取网络的最后3个残差模块为密集模块结构后,不仅使深

层特征和浅层特征更好地融合,提高了网络的特征复用能力,还大大减少了网络模型的训练时间;添加空间

金字塔池化结构虽增加了模型的复杂度,导致训练时间增加2.4%、3.1%和1.7%,但平均准确率得到提升。
分析结果证明了对YOLOv3的改进是有效的。

为进一步验证本研究中提出的模型在桥梁表观病害检测上优于其他目标检测算法,使用同样的桥梁表

面病害数据集对YOLOv3-a-b2和FasterR-CNN、SSD、RetinaNet等目标检测算法进行病害识别任务的训

练与测试。实验结果如表5所示。

表5 不同算法检测结果对比

Table5 Comparisonofdetectionresultsofdifferentalgorithms

算法
AP/%

风化 钢筋外露 腐蚀 脱落
mAP/% 训练时间/h

FasterR-CNN 72.0 80.3 77.2 73.7 75.8 22.852

SSD 69.7 77.5 74.3 73.6 73.6 16.327

RetinaNet-Resnet50 70.4 77.9 75.1 72.2 73.9 19.539

YOLOv3-a-b2 81.4 89.2 85.6 86.0 85.6 10.212

从表5可以看出无论是两级检测器FasterR-CNN还是单级检测器SSD,其平均准确率均低于改进模

型,且训练时间更长。证明了改进的YOLOv3在桥梁表观病害检测上有更好的检测效果。

3.4 图片检测效果

随机抽取测试集中的3张图片进行测试,结果如图8所示。
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图8 YOLOv3(左)和YOLOv3-a-b2(右)的检测结果

Fig.8 YOLOv3(left)andYOLOv3-a-b2(right)testresults

  从图8(a)对比图片看出,左图中出现了将风化误检为腐蚀,而右图准确地检测出风化这一病害类型;图

8(b)中左图对病害部位的检测结果仅为腐蚀,而右图对病害部位的检测结果不仅有腐蚀,还有脱落 (由于检

测为脱落的结果准确率比腐蚀的结果准确率高,腐蚀的检测结果被覆盖了一部分,在右图中能看见腐蚀的结

果准确率为0.33);图8(c)中左图出现了对脱落部位的漏检,右图则识别了全部脱落部位。从对检测结果的

分析可以看出本研究中的模型的检测效果优于原YOLOv3检测效果,而且还降低了对目标病害的误检率与

漏检率。

4 结 论

针对目前通用目标检测算法在桥梁表观病害检测上精度低、误检率和漏检率高的缺点,提出了基于单级

检测器YOLOv3的桥梁表面病害检测方法。将本研究中构造的密集连接网络嵌入YOLOv3特征提取网络

后,不仅增强了桥梁病害特征在网络层之间的传播和利用效率,使检测层得到更强的语义信息,为目标分类

任务提供了更强的特征支持,还减少了网络的训练时间。引入空间金字塔池化结构使浅层与深层的特征信

息更好地融合,提升了目标分类与定位的能力。经过实验结果分析,改进的网络模型对桥梁病害有更高的检

测精度。下一步工作将研究基于YOLOv3改进算法的智能爬壁机器人进行病害检测实际应用,以机器人自

主的目视检查代替以人眼目视的检查。
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