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摘要：国家电网物资采购管理水平不断提高，线上采购流程逐步完善，但仍存在由于采购计划

预估不准导致招投标过程中，供应商利用招投标总标包机制进行价格博弈而造成电网公司采购成

本增加，因此，建立准确有效的电力物资需求预测模型具有重要意义。针对电力物资序列的非稳定

性、波动性和间歇性特点，提出一种基于参数优化变分模态分解 (variational mode decomposition, 

VMD)与长短时记忆神经网络(long short-term memory, LSTM)的电力物资需求预测方法，选取国网

电商专区平台的典型电力物资，采用鲸鱼优化算法(whale optimization algorithm, WOA)参数优化的

VMD 对原始序列进行模态分解，将分解获得的各模态分量分别构建 LSTM 模型，最后将各模态的

预测值叠加重构为电力物资的预测值。实验结果表明：所提电力物资需求预测方法较 LSTM、

EMD-LSTM、VMD-LSTM、PSO-VMD-LSTM、SSA-VMD-LSTM 有更高的准确率，对电网物资采购

预测具有一定实际意义。
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Abstract: The State Grid has continuously improved its material procurement management level and refined its 

online procurement processes. However, inaccurate estimation of procurement plans, has led suppliers to engage 

in price games using the general bidding and tendering mechanism during the bidding process. This has resulted in 
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increased procurement costs of the power grid company. Therefore, it is of great significance to establish an 

accurate and effective electricity material demand forecasting model. In respose to the instability, volatility and 

intermittency of power material sequences, this paper proposes a forecasting method for power material demand 

based on parameter-optimized variational mode decomposition (VMD) and long short-term memory neural 

network (LSTM). Typical power materials from the State Grid e-commerce zone platform were selected. VMD, 

optimized by using the whale optimization algorithm(WOA) parameters, was adopted to perform modal 

decomposition on the original sequence. LSTM models were then constructed for each modal component obtained 

from the decomposition. Finally, the predicted values of each mode were superimposed and reconstructed into the 

predicted value of power materials. Experimental results show that the proposed method achieves higher 

prediction accuracy compared to LSTM, EMD-LSTM, VMD-LSTM, PSO-VMD-LSTM and SSA-VMD-LSTM. 

This approach holds practical significance for the forecast of power grid material purchase.

Keywords: power materials; long short-term memory neural network; variational mode decomposition; whale 

optimization algorithm; time series

随着国家电网采购交易管理水平的提高和现代化智慧供应链体系的完善，公司采购全面数字化，物资采

购活动在国网电子商务平台全流程在线实施。当前物资公司的采购模式是在年初制定下一年度电力物资清

单进行公开招标、按照总标包中标与供应商签订年度采购合同，但是在实际执行合同过程中，物资公司将中

标的物资作为单个商品放进电商专区平台按照物资中标单价执行。在这种总标包模式下，供应商往往会在

一些预期需求量较小的电力物资上报高价，同时在其他电力物资上报低价，以最终总价偏低的方式击败竞争

对手。但是在执行过程中采购的电力物资比例又与计划需求存在差异，较高单价的电力物资实际需求量较

大，导致公司采购成本增加，因此准确预测下一年度电力物资数量对于物资公司统筹计划意义重大。电力物

资电商专区的物资种类繁多且消耗特点各异，这导致电力物资需求的预测方法要灵活适应各物资的实际消

耗特点。

针对电力物资需求预测，国内外学者使用不同方法进行研究。传统的预测模型如回归分析 [1]、指数平

滑 [2]较为简单，在面对非线性、非平稳的复杂数据时效果欠佳。时间序列预测方法如差分整合移动平均自回

归 (autoregressive integrated moving average model, ARIMA) [3]、季节性差分整合移动平均自回归 (seasonal 

autoregressive integrated moving average model, SARIMA) [4]等在预测时充分考虑了时间序列的周期性、季节

性、随机性等特点，有较好预测效果，但此类方法对于数据要求较高，需要满足数据平稳、残差正态分布的假

设，同时针对不同数据需要选择合适的阶数以满足精度需求。近年来，机器学习在电力物资需求预测的应用

中广泛展开。杨迪等 [5]构建了融合多部门数据的电力工程物资数据空间，建立基于树模型的物资预测模型准

确预测电力工程的物资需求；牛凯等 [6]基于先知 (Prophet)算法对各种时间序列特征进行分析，处理具有异常

值和趋势变化的周期性数据，准确预测短期内的电力物资需求；Dai等 [7]针对单一预测模型无法准确预测所有

类型物资需求的问题，采用基于特征融合和多模型堆叠方式，充分发挥多个模型的优势提高整体电力物资预

测精度；陶加贵等 [8]根据电力物资数据集的分布和特征，提出蒙特卡洛模拟扩充数据集，建立基于引导聚集算

法的长短期记忆(long short-term memory, LSTM)电力物资需求预测模型，提高小样本情况下物资预测精度和

泛化能力。当前在电力物资需求领域展开的研究，有效验证机器学习在处理复杂预测任务上的优势，但也存

在过度依赖数据或者小样本环境下效果有限问题，因此研究兼顾预测精度与鲁棒性的预测模型很有必要。

针对电力物资序列具有非平稳性、间歇性等特点，直接使用原始序列作为输入会忽略掉序列真正的随机

扰动规律，常用的序列分解方法有经验模态分解  (empirical mode decompositio, EMD) [9]，集合经验模态分解

(ensemble empirical mode decomposition, EEMD)[10]等，但 EMD 存在模态混杂和断点效应，EEMD 运行效率

低，可能会对模态分解造成影响从而降低预测精度。而变分模态分解(variational mode decomposition, VMD)

通过带通滤波确定每个模态分量的中心频率，有效避免模态频率偏移，同时 VMD 算法时间复杂度较低，计算
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速度较快。Wang 等 [11]以火电行业的煤炭需求作为研究对象，提出基于数据驱动与分解集成的煤炭需求预测

模型，结合各行业的煤炭实际消耗特点，采用 VMD 分解煤炭消耗数据，结合最小二乘支持向量机 (least 

squares support vector machine, LSSVM)对各行业的煤炭需求进行预测，在实验中表现出较好预测精度。

VMD 分解时间序列数据的时候需要按照序列特点和经验设定参数，人为参数设定的偶然性和不稳定性会影

响模型的预测精度，因此有必要对 VMD 参数进行寻优。参数优化算法例如粒子群算法 (particle swarm 

optimization, PSO)[12]、遗传算法 (genetic algorithm, GA)[13]、鲸鱼优化算法 (whale optimization algorithm, WOA)
[14]和麻雀算法(sparrow search algorithm, SSA)[15]等在 VMD 参数优化中有较多应用。相比之下，PSO 简单易实

现却收敛慢、易陷入局部最优解，GA 计算量大且需要针对不同问题创建合适的表示形式，SSA 和 WOA 收敛

快且不易陷入局部解 ,笔者结合电力物资数据低维度特点且存在连续或间歇序列的情况，采用通过 WOA 进

行参数寻优的 VMD 对电力物资进行参数寻优的方法对电力物资原始序列进行模态分解，获得最优模态分量

序列，再将各序列分别输入 LSTM 模型获得各模态分量的预测值，将预测结果重构后得到最终电力物资预测

结果。

1　基于参数优化的 VMD-LSTM 的电力物资需求预测模型架构设计

基于参数优化的 VMD-LSTM 模型建立电力物资需求预测模型，其预测过程如图 1 所示。采用 WOA-

VMD 分解原始数据，减少电力物资序列的随机性，接着将分解后的各模态分量构建不同的 LSTM 预测模型，

不同模态分量得出预测结果后重构得到总体预测结果，将结果与 LSTM、EMD-LSTM、VMD-LSTM、PSO-

VMD-LSTM、SSA-VMD-LSTM 获得的结果进行对比，确保所提模型的准确性、可行性。研究思路如下：

1）收集 4 种电商专区典型电力物资历史数据，进行异常点处理、缺失值处理、数据按月重采样以及数据

归一化操作；

2）由于电力物资消耗原始序列具有非稳定性、波动性和间歇性，使用 WOA-VMD 对原始序列进行模态

分解；

3）将分解后的各个模态分量分别构建 LSTM 预测模型，分别获得各模态分量的预测值；

4）将各模态分量的预测值进行叠加，得到电力物资预测值，并计算各误差评价指标；

5）分别构建 LSTM、EMD-LSTM、VMD-LSTM、PSO-VMD-LSTM、SSA-VMD-LSTM 5 种预测模型作对

比，将 4 组不同电力物资作为输入，评估分析模型的有效性和准确性。

图  1　基于 WOA-VMD-LSTM 的电力物资需求预测模型结构

Fig. 1　　The structure of power material demand forecasting model based on WOA-VMD-LSTM
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2　研究方法

2.1　基于 WOA-VMD的电力物资序列模态分解

由于电力物资原始序列消耗曲线存在较强的波动性，为了有效建模 ,研究采用 VMD 对序列进行分解。

VMD 算法 [16]需要预先设置模态分解的个数 K 和惩罚因子 α。但在处理不同原始序列时，为取得最佳分解效

果，K 和 α的值需要针对每个序列进行单独设定。为了实现参数的自适应优化，笔者使用 WOA 来搜索不同

序列对应的 K 和 α最优值，有效提升 VMD 对每个特定序列的分解性能，更准确地挖掘序列内在的模式结构。

2.1.1　VMD 算法

VMD 是一种依赖于变分模型的自适应非递归信号处理方法。该方法的主要思想是生成并求解变分问

题，通过确定变分模型的最优解来实现自适应信号分解 [17⁃18]。假设电力物资原始序列被分解为 K 个模态，每

个模态的有限频带有一个中心频率，使得各分解模态的估计带宽之和最小，约束变分表达式
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其中：K 表示分解的 IMF 的数量；{ μ k }表示分解的模态信号集合；{ ω k }表示中心频率的集合；δ ( t )表示狄拉克

函数；* 表示卷积算子；f表示原始信号。该方程可以使用增广拉格朗日乘法算子来求解，将约束问题转变为

非约束问题，其表达式如式(2)所示
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其中：α表示减少高斯噪声干扰的惩罚因子；λ表示拉格朗日乘子。增广拉格朗日求解无约束的变分问题将

最小化的问题变为寻找鞍点。

采用交替方向乘子法 (ADMM)不断迭代计算{ μ k }、{ ω k }、λ 3 个参数的值，直至满足式 (3)的条件，即达到

最终结果。
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此时 VMD 根据先验设定的 K 和 α分解出对应的 IMF 序列分量。

2.1.2　WOA 优化 VMD 参数

由 VMD 算法的原理可知，需要在实验开始前设定 K 和 α参数的值，人为设置 VMD 参数有很强的主观

性，对于 VMD 分解的结果有很大偶然性，且在进行多组数据实验时，每次单独设置不同的 K 和 α值会导致模

型泛化性低，因此采用 WOA 优化算法对 VMD 的参数进全局寻优 [19⁃21]。WOA 是一种模拟座头鲸特殊捕食行

为的群智能优化算法。采用随机或最佳搜索代理来模拟捕猎行为，并使用螺旋来模拟座头鲸的气泡网攻击

机制，具有搜索能力强、能够跳出局部最优且收敛速度快等优点。WOA 优化 VMD 算法的实现步骤如下 [22⁃23]

1）初始化鲸鱼群体

生成 N 头鲸鱼作为初始群体，每个鲸鱼位置 X i 包含 VMD 的参数 K 和 α，其中 X i 定义如下

X i = (Ki ,α i)。 （4）

其中：Ki 为第 i 头鲸对应的 K 值；α i 为对应的 α值；Ki 的取值范围为 [ Kmin ,Kmax ]；α i 的取值范围为 [ αmin ,αmax ]。Ki

和 α i 生成公式为

Ki = Kmin + r·(Kmin - Kmax)， （5）
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α i = αmin + r·(αmin - αmax)， （6）

其中，r 表示 [ 0,1]区间内的随机数。通过对 K 和 α的随机初始化，可以使鲸鱼群体位置 X i 在定义域内均匀分

布，保持种群多样性。

2）适应度计算

对当前的 X i 进行 VMD 分解，计算最小包络熵作为适应度函数进行参数寻优，适应度函数为

f (X i) =
1
Ei

， （7）

其中，Ei 为当前位置各模态分量包络的熵值，Ei 越小表示分解效果越好。

3）迭代更新位置

根据随机概率值 p 决定更新方式，p 是一个在[ 0,1]区间内生成的随机数。

A = 2a ⋅ r1 - a， （8）

C = 2 ⋅ r2， （9）

a = 2 - 2 ( t
tmax

)， （10）

其中：A 和 C 为系数向量；r1、r2 均为 [ 0,1]区间的随机数；t 表示迭代次数；tmax 表示最大迭代次数，a 表示收敛

因子。

当 p < 0.5,且 | A | < 1 时，执行气泡网捕食机制，当前个体更新位置公式如下

X t + 1
i = X t

best - A·D， （11）

D = |C·X t
best - X t

i |， （12）

其中：X t
best 是搜索第 t代时种群取得全局最优解的个体位置；X t

i 就表示第 t代第 i个个体的位置；D 表示包围步

长；b 是控制对数螺旋形状的常数；l是[ - 1, 1]上的一个随机数。

当 p < 0.5,且 | A | ≥ 1 时，执行螺旋更新机制，当前个体使用螺旋气泡袭击的方式更新位置

X t + 1
i = D·ebl·ecos ( )2πl + X t

best，

D = || X t
best - X t

i ，
（13）

其中，b 是控制对数螺旋形状的常数，l是[ - 1, 1]上的一个随机数。

当 p ≥ 0.5 时，执行全局随机搜索猎物，更新公式如下

X t + 1
i = X t

rand - A·D， （14）

D = |C·X t
rand - X t

i |， （15）

其中，X t
rand 是从当前种群中随机选择一个个体的位置。

4）返回最优参数

当迭代次数 t 达到最大，且收敛因子下降至 0 时停止搜索，输出最终的全局最优解作为 VMD 的最

优 K 和 α。

2.2　LSTM 模型

考虑到电力物资序列长短不一、频率各异，且有新产生的数据会补充到模型中进行持续学习，因此，采用

LSTM 对电力物资分解后的各模态分量分别建立预测模型，快速捕捉时间序列中长期和短期的依赖关系，准

确有效完成各模态分量的预测任务。

LSTM 作为循环神经网络(recurrent neural network, RNN)的一个变种，通过门单元解决了 RNN 梯度消失

和梯度爆炸的问题，使网络更快更好收敛，提高预测精确度 [24⁃26]。LSTM 由一系列 LSTM 单元组成，每个

LSTM 单元中有 3 种门结构来控制信息的流动和存储，分别是输入门、遗忘门和输出门，其基本结构如图 2

所示。

遗忘门和输入门都作用于 LSTM 单元的内部状态，分别控制遗忘多少前一个时间步内部状态的信息和

吸收多少当前时刻的输入信息，若门的值为 0，即不遗忘和完全不吸收，若门的值为 1，即完全遗忘和全部吸
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收。输出门在隐层 h 发挥作用，主要决定该单元的内部状态对系统整体状态的影响。输入门(it)、遗忘门(ft)和

输出门(c͂ t)如式(16）~式（18)。

it = σ (W i ⋅[ht - 1 ,xt ]+ bi)， （16）

ft = σ (W f ⋅[ht - 1 ,xt ]+ bf)， （17）

ot = σ (W o ⋅[ht - 1 ,xt ]+ bo)， （18）

其中：权重矩阵由 W i、W f 和 W o 表示；bi、bf 和 bo 表示相应的偏差。LSTM 单元在最后时刻的输出分数表示为

ht - 1，时刻 t的输入表示为 xt，σ是范围为(0,1)的 sigmoid 激活函数。

在 t时刻 LSTM 的记忆单元 ct 公式为

ct = ft*ct - 1 + it*c͂ t。 （19）

在此时刻的输出(ht)为

ht = ot* tanh (ct)。 （20）

3　数据来源与评价指标

3.1　数据来源

数据以国网重庆市物资分公司 2017-2023 年的电商专区电力物资采购情况为例进行实证分析，数据来自

于国网重庆市电商专区和国网重庆市 ERP 采购平台。统计后发现电商平台涉及的电力物资共有 12 572 种不

同唯一标识的物资，分为 15 个大类，71 个中类和 686 个小类，根据上报计划表和实际执行情况表，选取执行情

况较上报计划偏差大于 5 倍和执行总量大于 1 000 件的典型物资进行预测分析，由于电商平台电力物资采购

有效数据长度并不固定，因此选用 2 组较长和 2 组较短的数据作为实验对象，主要电力物资数据如表 1

所示。

图  2　LSTM 结构图

Fig. 2　　Structure diagram of LSTM

表 1　典型物资执行情况表

Table 1　　Table of implementation of typical materials

物资

A 物资

B 物资

C 物资

D 物资

物资类别

五金材料

五金材料

劳保用品

工器具

执行偏差倍数/倍

55.10

81.50

13.80

6.79

执行总量/件

57 607

382 144

3 495

9 728

数据量/个

70

64

40

40

132



向洪伟，等：参数优化变分模态分解与 LSTM 的电力物资需求预测第  4 期

由于实际线上采购过程中会出现单个订单请购数量过大的情况，会对后续建立的预测模型产生不利影

响，因此采用四分位间距（IQR）法进行异常值筛选，即利用上下四分位数来构建正常的区间范围，将不在正

常区间的数据进行剔除。

同时考虑到电网物资采购数据存在不规律的时间间隔，个别月份没有任何采购记录，即原始数据存在严

重的缺失值问题，笔者主要研究年度电力物资需求趋势，因此对原始数据进行月度重采样，将其重构为月度

的时间序列数据，为保证时间序列数据的完整性，采用空值填充的策略将无采购记录的月份请购数量赋值为

0。数据预处理后的典型物资 A 消耗曲线如图 3 所示。

3.2　评价指标

由于不同组的电力物资序列的量级和数值范围存在差异，为公平比较不同模型的表现，采用最小—最归

一化方法对各组电力物资数据进行归一化处理

X * =
X - Xmin

Xmax - Xmin

， （21）

其中：X * 为归一化后的值；Xmin 为当前序列中数据的最小值；Xmax 为当前序列中数据的最大值。

综合多种评价指标的评价预测性能，采用平均绝对误差 (MAE)、均方根误差 (RMSE)和平均绝对百分误

差(MAPE)作为评价指标，其计算公式如式(22)

ì
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  ( )ŷ i - yi

2

，

MAPE =
100%

n ∑i = 1

n

 
|

|
|
||
||

|
|
||
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，

（22）

其中：n 表示总体样本数量；yi 和 ŷ i 分别表示电力物资归一化后的实际值和预测值。

4　实验与分析

4.1　基于 WOA-VMD的电力物资模态分解结果

由于需要预测年度电力物资的消耗曲线，因此将实验数据中的最后 12 个点用于测试，其余点用于训练。

设置鲸鱼个数为 30，tmax 设置为 100，K 取值为[2,10]的整数，α取值[100,5 000]，对 4 组数据进行 WOA-VMD 算

法的最优参数如表 2 所示。以 A 物资为例，经过 WOA 优化后，VMD 最优参数为 K = 7，α = 1 000，分解后的

IMF 分量如图 4 所示。

从表 2 可以看出，使用 WOA-VMD 分别对多个电力物资进行分解后，分别产生对应序列最优的 K 和 α

值，同时由图 4 可以看出分解后的各模态分量频率区分明显，分解后的每个模态分类既能保证电力物资原始

序列的特征又能抑制模态的混叠。

图 3　典型电力物资 A消耗曲线

Fig. 3　　Typical power material A consumption curve
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4.2　基于参数优化的 VMD-LSTM 的电力物资预测

在 WOA-VMD 模态分解的基础上，采用 LSTM 对 VMD 提取的 IMF 序列分量进行分别建模。LSTM 模型

能学习时间序列的长短期依赖关系，能更好构建每个 IMF 序列分量的内在规律。在 LSTM 中，迭代次数设置

为 100，训练批次大小为 12，隐藏层为 64，步长为 4，学习率为 0.001，采用 Adam 优化器。为验证模型的有效性

表  2　WOA-VMD最优参数表

Table 2　　WOA-VMD optimal parameter list

物资

A 物资

B 物资

C 物资

D 物资

K

7

9

8

9

α

1 000

1 253

1 000

4 093

图 4　WOA-VMD分解 A物资序列效果

Fig. 4　　Rendering of A material sequence based on WOA-VMD decomposition
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和 准 确 性 ，分 别 构 建 LSTM，EMD-LSTM, VMD-LSTM, PSO-VMD-LSTM, SSA-VMD-LSTM, WOA-VMD-

LSTM 在 4 组数据上进行对比实验，多次实验后整理误差评价指标结果如表 3 所示 ,对比图如图 5⁃6 所示。

表 3　不同模型预测误差比较

Table 3　　Comparison table of prediction errors of different models

物资

A 物资

B 物资

C 物资

D 物资

模型

LSTM

EMD-LSTM

VMD-LSTM

PSO-VMD-LSTM

SSA-VMD-LSTM

WOA-VMD-LSTM

LSTM

EMD-LSTM

VMD-LSTM

PSO-VMD-LSTM

SSA-VMD-LSTM

WOA-VMD-LSTM

LSTM

EMD-LSTM

VMD-LSTM

PSO-VMD-LSTM

SSA-VMD-LSTM

WOA-VMD-LSTM

LSTM

EMD-LSTM

VMD-LSTM

PSO-VMD-LSTM

SSA-VMD-LSTM

WOA-VMD-LSTM

MAE

0.177 4

0.052 1

0.026 2

0.026 0

0.020 1

0.016 5

0.220 5

0.076 7

0.024 3

0.021 2

0.014 4

0.011 1

0.140 2

0.018 1

0.020 2

0.015 6

0.027 7

0.015 6

0.401 2

0.025 7

0.019 9

0.012 1

0.017 0

0.009 8

RMSE

0.185 4

0.057 2

0.032 0

0.029 4

0.025 6

0.018 5

0.300 1

0.077 1

0.029 2

0.024 4

0.016 8

0.014 7

0.177 7

0.018 4

0.025 1

0.021 1

0.031 8

0.017 0

0.517

0.031 6

0.022 2

0.011 7

0.019 0

0.010 0

MAPE/%

118.75

58.49

8.97

7.50

6.52

4.73

116.03

12.54

5.63

5.24

8.52

2.88

805.24

72.77

4.30

5.65

10.01

2.86

106.26

28.51

7.57

1.90

4.19

1.86
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图 5　不同物资模型预测结果对比图

Fig. 5　　Comparison of prediction results of different material models

从表 3 中 A 物资的实验结果中可以看出，直接将原始数据输入 LSTM 模型实验误差很大，使用 EMD 和

VMD 进行模态分解后效果有不同程度提升，各项误差评价指标值均有大幅度降低。而在此实验中也表明

VMD-LSTM 相对于 EMD-LSTM 有更好表现，与 LSTM 相比，这 2 种模型的 MAE 分别降低 240.40% 和

577.10%，RMSE 分别降低 224.13%、479.37%，MAPE 分别降低 60.26 和 109.78 个百分点，这表明进行模态分解

后的序列比原始序列获得了更多的信息，使预测精度大幅提升，也表明 VMD 具有自适应和完全非递归的特

点，分解效果更好。对 VMD 分别加入 PSO、SSA、WOA 参数优化算法后，模型预测精度得到了明显提升，与

VMD-LSTM 相比，PSO-VMD-LSTM、SSA-VMD-LSTM 和 WOA-VMD-LSTM 这 3 种模型的 MAE 分别降低

0.77%、30.35%、58.79%；RMSE 分别降低 8.84%、25.00%、72.97%；MAPE 分别降低 1.47%、2.45%、4.24%，实验

结果显示 WOA-VMD-LSTM 在这 3 项评价指标中均获得最好效果，采用 WOA 进行 VMD 的参数优化能最好
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适应电力物资数据的特点，有效解决因参数设置而造成序列分解不当问题，有效降低模型的误差。纵向来

看，从图 5 中可以看出，在 4 组不同长短的电力物资序列上，所提的基于 WOA-VMD-LSTM 电力物资预测模

型较其余模型有最好表现。与 VMD-LSTM 模型的预测效果相比，对于较长 A 物资和 B 物资序列来说，

WOA-VMD-LSTM 模型分别将 MAPE 降低了 4.24% 和 2.75%；对于较短的 C 物资和 D 物资序列来说，MAPE

也分别降低了 1.44% 和 5.71%。这表明模型在不同长度的序列均有显著优势，较好鲁棒性。

5　结  语

提出基于参数优化的 VMD-LSTM 电力物资需求预测算法，通过 WOA 对 VMD 进行参数寻优计算最佳

模态分解个数 K 和惩罚因子 α，使分解后的电力物资采购序列既能保持信息完整又能提取出序列不同频段的

模态分量，将各模态分量分别输入 LSTM 进行训练并预测，将预测结果叠加重构后得到最终结果。为验证模

型有效性和优越性，选取 4 组电力物资数据进行实验，实验表明在不同长度的序列上本模型都有较好的预测

效果，具有较高准确度和鲁棒性，一定实际工程意义。研究只选用了较为典型的电力物资采购数据作为实验

对象，实际电商平台的电力物资采购数据种类繁多且序列波动情况各异，未来将研究泛化性更高的电力物资

预测算法。
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