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摘要:针对传统的协同过滤推荐算法中评分矩阵过于稀疏和算法准确度不高的问题,提出一种

融合矩阵分解和XGBoost算法的推荐算法(MFXGB,MatrixFactorizationXGBoost),其特点是利

用SVD++算法(SVD,SingularValueDecomposition)对用户 项目评分矩阵进行填充,避免过多

的缺失值对算法精确度的影响,再利用XGBoost(eXtremeGradientBoosting)算法训练有监督的

模型用于预测用户评分。为了克服计算成本过高的困难,提出利用K-均值聚类方法进行特征提取

用于训练XGBoost模型。将 MFXGB算法应用于 MovieLens数据集进行实验分析,结果显示,

MFXGB算法的推荐精确度比传统的3种方法分别提高了8.91%、10.18%和11.79%,效果明显优

于传统的推荐算法。
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Abstract:Inordertosolvethedatasparsityproblemandimprovetherecommendationaccuracy,we
proposedanew matrixfactorizationXGBoost(MFXGB)recommendationalgorithm whichcombinedthe
matrixfactorizationmethodandtheXGBoost(ExtremeGradientBoosting)algorithm.SVD++algorithm
(SVD,singularvaluedecomposition)wasusedtofilltheuser-itemscorematrixtolessentheinfluenceon
theaccuracyofthealgorithmduetotoomanymissingvaluesandXGBoostwasusedtobuildasupervised
learningmodeltopredicttheuser’sscore.Toreducethecomputationtime,featureextrationbasedonthe
K-meansclusteringmethodwasproposedtotrainXGBoot.TheproposedMFXGBalgorithmwasappliedto
MovieLensdatasetforexperimentalanalysisandtheresultsshowthattherecommendationaccuracywas
improvedby8.91%,10.18%and11.79%respectively,comparedwiththethreetraditionalalgorithms.
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随着互联网时代的来临,网络资源数量呈爆炸式增长,个性化推荐系统建立在大量用户数据的基础上,
能够为每位用户推荐出最感兴趣或者最需要的信息。近年来,个性化推荐算法已经成为学术界的研究热点

之一。推荐系统中应用最广泛的是协同过滤推荐算法(CF,CollaborativeFiltering),其概念最早由1992年

Goldberg等[1]在开发Tapestry邮件过滤系统时首次提出,其核心思想是通过算法对用户的历史行为数据进

行分析,并挖掘出用户的兴趣偏好,根据不同的兴趣偏好对用户进行类别划分并推荐偏好相似的物品。目

前,在推荐算法中还存在数据稀疏性、可扩展性、冷启动等问题。数据的稀疏性是造成推荐系统精确度不高

的主要原因之一。广泛应用的推荐系统中,用户 项目(user-item)评分矩阵提供了反映用户对项目喜好程度

的重要信息。当项目数量巨大时,评分矩阵往往具有高度的稀疏性,缺失率甚至会达到90%以上。极度稀疏

的用户评分矩阵会使得利用经典的协同过滤算法计算的相似性精度不高,无法准确找出目标用户的最近邻

居。为解决评分矩阵的稀疏性问题,常用的方法有两类,一类是基于预测项目评分的协同过滤算法,例如,韩
亚楠等[3]和Liji等[4]分别利用用户属性偏好和用户的属性来对评分矩阵进行填充。另一类解决稀疏性的方

法是利用奇异值分解 (SVD,SingularValueDecomposition)对评分矩阵进行降维[5-7]。但在维数很高的情

形中,降维将会导致信息损失,影响模型预测效果。Bokde等[8-9]指出将多种传统推荐算法相结合可以有效

提高推荐精确度。当用户与项目数量巨大时,计算量较大,推荐算法很难在短时间内作出响应。在推荐算法

中融合聚类方法可以有效提高推荐系统的响应速度[9-11]。
除了上述基于协同过滤算法建立的个性化推荐系统,也有很多基于机器学习方法建立的推荐系统,例

如,胡思才等[12]建立了基于深度神经网络和概率矩阵分解的混合推荐算法;Wei等[13]结合协同过滤与深度

学习方法解决冷启动问题。Wang等[14]提出的树增强嵌入方法并结合树模型和嵌入模型的优点,使得推荐

模型同时具有可泛化性和可解释性。Chen[15]提出了XGBoost(eXtremeGradientBoosting)算法,它是一种

集成树模型,能在梯度提升(GradientBoosting)框架下实现大规模集成学习,其特点是计算高效,能够解决实

际问题。分析结果显示,XGBoost算法有助于提升推荐问题中的精确度[17-18]。这归功于XGBoost算法能从

大规模数据集中学习到数据之间复杂的相关性。
为了解决评分矩阵的稀疏性问题,提高推荐精确度,文中提出基于矩阵分解与XGBoost集成学习方法

构建的个性化推荐算法MFXGB(MatrixFactorizationXGBoostalgorithm)。该推荐算法实质为一个监督模

型,可以充分利用用户 项目评分矩阵中的信息和用户及项目自身的特征,利用聚类方法降低计算时间,并且

能够有效提高推荐的准确度。

1 融合矩阵分解与XGBoost的推荐算法

1.1 填充评分矩阵(SVD++算法)

MFXGB推荐算法可分为3个阶段,第一阶段就是采用矩阵分解的方法来填充用户 项目评分矩阵。假

设用户 项目评分矩阵R=rui( )n×m,它包含了n 个用户对m 个项目的评分,其中,元素rui表示用户u 对项目

i的评分。经典的矩阵分解方法为SVD算法[18],是将含有缺失值的用户 项目评分矩阵R,用R̂=PQ 来近

似,即选择一个小于n 和m 的d,去估计维度为n×d 的矩阵Pn×d和维度为d×m 的矩阵Qd×m。假设qi∈Rd

为矩阵Q 的第i列向量,pu∈Rd为矩阵P 的第u 行向量,则它们的内积qT
ipu代表用户u 对项目i的兴趣偏

好,即预测评分,记为r̂ui。需要估计P 和Q,使得它们的乘积近似等于评分矩阵R,r̂ui≈rui。考虑到用户和

项目都存在个体偏差,用户u 对项目i的预测评分r̂ui可表示为

r̂ui=μ+bi+bu +qT
ipu, (1)

其中:μ 为基准评分;bi为项目i的个体偏差;bu为用户u 的个体偏差。

SVD++算法[18]在SVD算法的基础上进一步引入了用户对有过评分行为的项目的“隐式反馈”信息。
假设用户u 对项目i有评分,代表该用户u 对项目i有偏好,在式(1)中进一步增加用户u 的已有偏好信息。
定义xj∈Rd,j=1,…,m 为每个项目对应的因子向量,表示项目j的评分特征向量。用户u 对项目i的近

似评分可以表示为式(2)。

r̂ui=μ+bi+bu +qT
i pu +

1
N(u) 􀰐j∈N u( )

xj
æ

è
ç

ö

ø
÷ , (2)
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其中:N u( ) 表示用户u 评价过的项目集合;N u( ) 表示用户u 给出评价的项目数。式(2)相较于式(1)增

加了已有评分的所有隐含信息项qT
i

1
N(u) 􀰐j∈N u( )

xj
æ

è
ç

ö

ø
÷ 。 估计特征矩阵P 和Q 可以通过最优化式(3)中

的目标函数来实现,该目标函数是由损失函数加上正则项构成,λ为正则项中的调节参数。

min
bi,bu,qi,pu,xj􀰐rui∈R

rui-μ-bi-bu -qT
i pu +

1
N(u) 􀰐j∈N u( )

xj
æ

è
ç

ö

ø
÷

æ

è
ç

ö

ø
÷

2

+

λ 􀰐
u

b2u + pu
2( ) +􀰐

i
b2i + qi

2( ){ }。 (3)

  MFXGB推荐算法采用SVD++算法填充用户 项目评分矩阵,将最优化式(3)得到的特征矩阵估计P̂和

Q̂带回式(2),对用户 项目评分矩阵中R 中的缺失值进行填充。

1.2 特征的构造

MFXGB算法的第二阶段就是利用聚类算法构造用户和项目的特征。第一阶段已经利用矩阵分解的方

法得到了填充完整的用户评分矩阵,即预测得到了用户 项目的“评分”特征,可以用作模型的自变量。但在

实际应用中,用户和项目的个数都可能巨大,将其作为自变量直接利用XGBoost算法进行训练的计算成本

过高,对处理大数据时产生的计算量巨大的问题尤为突出。为此,采用聚类方法将用户和项目按相似度分门

别类,再计算每个用户和项目的“类别”特征,以节约计算时间。

具体来说,用户评分矩阵的行向量代表用户的评分向量。基于n 个用户的评分向量,将这n 个用户分成

K1个类别,每个类别代表用户的评分偏好属性。例如,有些用户比较挑剔,总是给予很低的评分,可以将其归

入一个类别;有些用户总是给予较高的评分,则将其归入另一个类别。文中采用K-均值方法进行聚类,类
别数K1可根据实际问题自行设定。特别地,若K1=n,则代表不对用户进行聚类,以每个用户的评分向量作

为其“评分”特征。同理,将m 个项目分成K2个类别,每个类别代表项目的类别评分属性。例如,有些小众的

文艺电影总是评分不高,而有些动作大片受到很多人的关注和欢迎,可以分别将它们归入不同的类别。同

理,若K2=m,则代表不对项目进行聚类。

进行聚类后,可分别计算得到每类用户和项目的中心向量,再通过计算每个用户的评分向量与K1类用

户的中心向量之间的相似度,这就是用户的“评分”特征。这里采用Pearson相关系数来计算评分向量与中

心向量之间的相似度。相似度越高,表明该用户与某个类别用户的评分偏好越相似。例如,将用户聚为三

类,计算得到用户1的评分向量与三类的中心向量的相似度分别为0.7、0.5和0.4,这表明用户1和第一类用

户的评分偏好最为相似。将(0.7,0.5,0.4)这个向量作为用户1的“评分”特征,在下一步中放入XGBoost模

型进行训练。同理,可以计算得到每个项目的评分向量与K2类项目的中心向量之间的相似度,作为项目的

“评分”特征。

除此之外,每个用户和每个项目还有其自身的特征,例如,基于电影的数据集中,用户的年龄、性别、职
业、电影的类别等。假设共有K3个这样的特征,称为基础特征。那么,将K1个用户“评分”特征、K2个项目

“评分”特征和K3个用户与项目的基础特征结合在一起,构成 nm( )×(K1+K2+K3)维的特征矩阵,用于训

练预测模型。

1.3 建立XGBoost预测模型

MFXGB算法的第三阶段就是利用XGBoost算法训练推荐模型。XGBoost算法[15]利用集成树模型预

测响应变量,并用梯度提升树算法优化求解。假设数据集中有n 个样本,p 个特征,记为{(yi,Xi)}ni=1,其

中,yi∈R,Xi∈Rp。集成树模型是利用多棵回归树的结果对yi进行预测,即

ŷi=􀰐
M

m=1
fm Xi( ) , (4)

其中,fm为第m 棵回归树的函数表达式。常用的回归树为加法形式,即fm Xi( )=􀰐
T

j=1
ωjIq Xi( )=j( ),其中,

T 表示回归树中的叶节点个数;q Xi( ) 表示回归树的划分规则;ωj表示第j个叶节点上的输出值;I ·( ) 为示
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性函数。为了估计式(4)中的树结构和参数,定义目标函数为

L=􀰐
i
l(ŷi,yi)+􀰐

k
Ω(fk), (5)

其中,l(·,·)为损失函数,Ω fk( )=γT+
1
2λ ω 2 为正则项,用于控制模型的复杂程度。XGBoost算法采用

梯度提升树(GradientTreeBoosting)算法求解式(5)的最优化问题,即使得目标函数L 达到最小。为求解该

优化问题,采用迭代法,在每一次迭代中都加入一棵新的回归树去减小估计误差,则第t次迭代的目标函数

定义为

L(t)=􀰐
n

i=1
lyi,ŷ(t-1)

i +ft Xi( )( ) +Ω ft( ) 。 (6)

  将上述目标函数在ŷ(t-1)
i 处进行二阶泰勒展开,并省略其中的已知项lyi,ŷ(t-1)

i ,可得到第t次迭代的目

标函数为

L(t)=􀮨􀰐
n

i=1
gift Xi( ) +

1
2hif2

t Xi( )
é

ë
êê

ù

û
úú+Ω ft( ) , (7)

其中,gi和hi分别为损失函数在ŷ(t-1)
i 处的一阶和二阶导数。此处用二阶泰勒展开近似目标函数是XGBoost

算法区别于经典梯度提升树算法的特点之一,有利于对目标函数的快速优化。给定一个回归树结构及划分

规则q Xi( ),定义Ij=i|q Xi( )=j{ }为被划分到叶节点j上的样本集合。经过推导,可确定第t次迭代中的

最优权重和响应的目标函数值,表达式为

ω*
j =-

􀰐
i∈Ij

gi

􀰐
i∈Ij

hi+λ
,L􀮨(t)(q)=-

1
2􀰐

T

j=1

􀰐
i∈Ij

gi( )
2

􀰐
i∈Ij

hi+λ
+γT。 (8)

  然后采用贪婪算法(ExactGreedyAlgorithm)寻找最优的q ·( ),使得L􀮨(t)(q)达到最小,第t次迭代完

成,进入下一次迭代,直到满足停止条件。

MFXGB算法第三阶段将第二阶段中构建的特征矩阵中用户和项目特征作为自变量Xi∈RK1+K2+K3,以
用户对项目的评分作为因变量yi,i=1,…,nm。再利用XGBoost算法训练模型,并且对算法中的参数进行

调优,例如,优化过程中的学习率、停止条件中的树的最大深度、子模型的最大数量、正则化项中的参数λ 和

γ。最后,利用训练好的模型可以得到目标用户对未评分项目的预测评分,并以预测评分由高到低的顺序向

该用户产生推荐结果。

1.4 MFXGB算法步骤

基于矩阵分解的XGBoost个性化推荐算法(MFXGB)主要包括以下3个步骤,其算法步骤如图1所示。

步骤1.使用SVD++的矩阵分解方法填充用户 项目评分矩阵中缺失的元素;

步骤2.利用填充完整的矩阵通过聚类算法构造用户和项目的特征,即分别将用户和项目进行聚类,计
算每个用户和项目的“类别”特征,再加入用户和项目的基础信息,最终将数据集处理成一个适用于有监督训

练的数据集。

步骤3.使用XGBoost算法对目标项目进行评分预测,根据预测结果生成推荐列表。

图1 MFXGB算法步骤结构图

Fig.1 TheflowchartsoftheMFXGBalgorithm
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2 实验结果与分析

2.1 数据来源与数据描述

实验采用 Minnesota大学GroupLens研究小组提供的 MovieLens实验数据集(http:∥grouplens.org/

datasets/movielens/),其中包括2组不同规模的数据集,如表1所示。数据集的记录格式为用户ID、项目

ID、评分值、评分时间,其中每个用户至少对15部电影进行评分,评分范围为1~5的正整数,值越高表示用

户对该电影的喜爱程度越高。

表1 MovieLens数据集描述

Table1 DatadescriptionoftheMovieLensdatasets

数据集 用户数 项目数 评分数 缺失度/%

MovieLens_100k 943 1682 100000 93.70

MovieLens_1M 6040 3883 1000209 95.74

除了用户评分数据集外,还有用户和电影的信息记录维表。在用户信息维表中,记录了每个用户的年

龄、性别、职业与邮政编码等信息。在电影信息维表中,记录了电影的名称、发布时间、链接以及所属的类别

等信息,原数据集中将所有电影共分为19个类别,每一部电影可能会属于几个不同的类别。
实验环境配置如下:PCInter(R)Core(TM)i5-8300HCPU @2.30GHz64位操作系统,虚拟内存24G,

编程语言:python3.7。

2.2 评价指标

为了衡量算法的预测准确度,采用平均绝对误差(MAE,meanabsoluteerror)和均方根误差(RMSE,

rootmeansquareerror)对算法进行评价,其定义如下:

MAE=
1
m􀰐

m

i=1
ŷi-yi

RMSE=
1
m 􀰐

m

i=1
ŷi-yi( )2

其中,ŷi和yi分别为第i个项目的预测得分和真实得分。MAE或RMSE的值越小,说明预测值与实际值越

接近,预测结果的准确度越高.
为了避免偶然性对实验结果的影响,文中利用五折交叉验证的方法对推荐算法的效果进行评估,即将原

始数据集等分为5个子集,每次选择其中的4个子集作为训练集,剩下的1个子集作为测试集。最终将5次

实验中得到的预测误差取平均值,来衡量算法的推荐精确度。将文中 MFXGB推荐算法的结果与传统的协

同过滤推荐算法进行对比。

2.3 结果分析

2.3.1 算法的效果展示

将 MFXGB算法与矩阵分解(SVD++)推荐算法、基于项目的协同过滤推荐算法(Item-CF)和基于用户

的协同过滤推荐算法(User-CF)进行比较,以验证 MFXGB算法的有效性。取聚类数为60,在 MFXGB算法

中取K1=K2=60,基于数据集 MovieLens_100k计算得到的实验结果,如图2所示。
可以看出,MFXGB推荐算法的RMSE和 MAE明显小于传统的协同过滤推荐算法和矩阵分解算法。

特别地,不进行聚类的 MFXGB模型的预测效果最好,RMSE比SVD++算法提升了26.61%,比Item-CF
和User-CF算法分别提升了27.64%和28.93%,MAE相比于SVD++算法、Item-CF和User-CF算法分别

提升了28.93%、30.08%和31.51%。当聚类数K1=K2=60时,MFXGB算法的 RMSE比SVD++、和

Item-CF和User-CF算法分别提升了8.91%、10.18%和11.79%,MAE分别提升了8.79%、10.26%和

12.10%,推荐精确度也有明显提高。但是,不进行聚类的 MFXGB算法计算成本非常高,它的计算时间是
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MFXGB算法(K1=K2=60)的14.96倍。可见利用聚类方法构造特征将有效提升计算速度。
为了避免小数据集带来的偶然性,采用数据量更大的 MovieLens_1M数据集验证算法的普适性,仍取聚

类数为60,实验结果如图3所示。不聚类的 MFXGB算法计算量较大,计算时间将超过30h,因此未记录不

聚类的 MFXGB算法结果。同样可以看出,针对 MovieLens_1M数据集,MFXGB推荐算法的精确度都明显

好于其他3种算法。

注:MFXGB、Item-CF和User-CF算法都取聚类数为60。

图2 基于 MovieLens_100k数据集的各算法结果对比图

Fig.2 RMSEandMAEcomparisonofMFXGBalgorithm,SVD++algorithm,Item-basedCF

algorithmandUser-basedCFalgorithmusingtheMovieLens_100kdataset

注:MFXGB、Item-CF和User-CF算法都取聚类数为60。

图3 基于 MovieLens_1M数据集的各算法结果对比图

Fig.3 RMSEandMAEcomparisonofMFXGBalgorithm,SVD++algorithm,Item-basedCF

algorithmandUser-basedCFalgorithmusingtheMovieLens_1Mdataset
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2.3.2 MFXGB算法的稳健性分析

MFXGB算法的稳健性主要从聚类数、矩阵填充和加入用户与项目的基础特征这3个方面进行分析,实
验结果均基于 MovieLens_100k数据集。

1)聚类数对计算时间和推荐算法效果的影响。
选取聚类数K1=K2分别为10、20、30、40、50、60、70、80、90、100、200,K1=n,K2=m(不聚类),将

MFXGB算法的预测误差和计算时间绘制成折线图,如图4所示。可见随聚类数量的增加,算法的RMSE和

MAE均呈下降趋势;当不进行聚类时,算法预测精度明显提升,但计算时间成本较高。因此,在实际应用中,
应兼顾计算时间成本与预测效果来选择聚类数。

注:RMSE和 MAE对应左侧的主纵坐标轴,计算时间对应右侧的次纵坐标轴。

图4 MFXGB模型的预测误差和训练时间与聚类数的折线图

Fig.4 RMSEandMAEandcomputationtimecomparison

ofdifferentclusteringnumbersintheMFXGBalgorithm

2)矩阵填充对算法效果的影响。

MFXGB推荐算法的特点之一就是事先对用户评分矩阵进行填充。将 MFXGB算法与未进行缺失值填

充的XGBoost算法进行效果对比,实验结果如图5所示。使用未填充用户评分矩阵的XGBoost算法时,先
将评分矩阵中的缺失值填充为零,再进行聚类。可以看出,随聚类数量k 的增加,填充矩阵对模型的效果提

升显著。当取聚类数为60时,MFXGB算法比XGBoost算法的RMSE和 MAE均减小了4.5%,结果表明,
矩阵分解对用户评分矩阵进行填充,能够提高算法的精确度。

3)加入用户和项目的基础特征对模型的影响。

MFXGB推荐算法的另一大特点是建立了基于XGBoost算法的有监督模型,在聚类后产生的用户和项

目特征基础上再加入年龄、性别、职业作为用户的基础特征,加入电影类型作为项目的基础特征。
图6绘制了 MFXGB算法加入基础特征与不含加入基础特征的预测误差RMSE和 MAE并随聚类数变

化的折线图。实验结果表明,加入用户和项目基础特征对算法有一定的提升效果。无论聚类数为多少,加入

用户和项目的基础特征的 MFXGB算法的预测误差始终小于不加入基础特征的算法。进一步说明增加基础

信息会提升推荐精确度。
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图5 MFXGB算法与XGBoost算法的预测误差RMSE和 MAE对比图

Fig.5 RMSEandMAEcomparisonbetweenthe

MFXGBalgorithmandtheXGBoostalgorithm

图6 加入基础特征的 MFXGB模型与不加入基础特征的 MFXGB模型的预测误差的对比图

Fig.6 RMSEandMAEcomparisonbetweentheMFXGBalgorithmwithuserand

item’sattributesandtheMFXGBalgorithmwithoutuseranditem’sattributes

2.3.3 推荐结果展示

运用 MFXGB算法训练的模型,生成所选取的用户的推荐列表。表2展示了2个用户的Top10推荐

列表。
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表2 基于 MFXGB推荐算法产生的用户1和2的推荐列表

Table2 TherecommendationlistsgeneratedbytheMFXGBalgorithmforusers1and2

推荐排名 user_id=1 真实评分 user_id=2 真实评分

Top1 WhenWeWereKings(1996) NA Fargo(1996) 5

Top2 Wallace&Gromit:TheBestofAardmanAnimation NA TheGodfather(1972) 5

Top3 MayaLin:AStrongClearVision(1994) 5 Schindler'sList(1993) NA

Top4 StarWars(1977) 5 StarWars(1977) 5

Top5 WaitingforGuffman(1996) NA HighNoon(1952) NA

Top6 ThePrincessBride(1987) 5 RaidersoftheLostArk(1981) NA

Top7 Delicatessen(1991) 5 Casablanca(1942) NA

Top8 MyManGodfrey(1936) NA ShallWeDance? (1996) 5

Top9 TheEmpireStrikesBack(1980) 5 LawrenceofArabia(1962) NA

Top10 RaidersoftheLostArk(1981) 5 TheSilenceoftheLambs(1991) NA

  注:表2中的NA代表用户对该电影未评分。

以用户1为例,在Top10的推荐列表中,有6部电影都有用户1的5分评分,表明该用户非常喜爱这6
部电影。考虑到只挑选了预测评分排名前10的电影进行推荐,而这些电影的推荐评分大多都在4.5分以上,
基于数据集 MovieLens_100k,计算所有用户产生的 Top10推荐列表中,用户评价为5分的电影数量占

MFXGB算法推荐的10部电影的平均比例为28.57%。说明 MFXGB算法对用户评价为5分的电影的推荐

精确率(precision)达到28.57%。考虑到各个用户评为5分的电影数量可能各不相同,针对这一情况,计算

Top10推荐列表对用户评为5分电影的召回率,即Top10列表中所推荐的电影中用户真实评价为5分的电

影所占比例。基于数据集 MovieLens_100k,计算得到用户评价为5分的电影召回率为19.18%。除此之外,
在Top10推荐列表中,推荐给用户的未评分电影平均数为6.63,表明MFXGB算法能推荐大约6部给用户未

看过但可能感兴趣的电影,可以为商家带来盈利。

3 结 论

随着网络资源数量的快速增加,传统推荐算法受限于高度稀疏的用户 项目的评分矩阵,推荐效果不佳。
针对评分矩阵高度稀疏性问题,文中提出的融合矩阵分解和XGBoost的推荐算法 MFXGB,能够有效解决用

户 项目评分矩阵的稀疏性问题并提升推荐精确度。MFXGB算法具有三大特点:一是事先对用户 项目评

分矩阵进行填充,避免过多的缺失值对模型预测结果产生影响;二是对用户和项目进行K-均值聚类,对用户

和项目进行特征提取,克服计算成本过高的困难;三是利用XGBoost算法训练一个有监督模型用于预测用

户评分,该模型还允许加入用户和电影的自身属性作为自变量,使信息量更加丰富,有利于提升模型预测效

果。实证结果表明,MFXGB的推荐效果明显优于传统的推荐算法。MFXGB算法可以广泛应用于各个领

域,如旅游景点、商品、音乐、新闻、图书等推荐问题中,帮助消费者找到自己感兴趣的东西,同时也能够为商

家创造不菲的收益。
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