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摘要:针对不同工况下的数据无法直接训练并用于检测的问题,提出一种基于迁移成分分析和

词包模型的诊断算法,对于用作训练的有标签源域数据和用作检验诊断的无标签目标域数据。首

先使用短时傅里叶变换将两者转换为频域数据,其次通过迁移成分分析将两者的频谱能量映射到

同一分布以建立相应的词包模型作为数据的特征,最后在源域数据的词包模型上训练出合适的分

类器从而进行诊断。在西门子SQI-MFS平台实验数据集、凯斯西储大学公开数据集及机械故障预

防技术协会MFPT(machineryfailurepreventiontechnology)数据集下的实验结果表明该算法是有

效的。
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Abstract:Tosolvetheproblemthatthedataunderdifferentworkingconditionscannotbedirectlytrained
andusedfordetection,adiagnosisalgorithmbasedontransformcomponentanalysisandbagofwordswas

proposed.Forthelabeleddatatobeusedfortraining(calledsourcedomaindata)andunlabeleddatafor
testdiagnosis(calledtargetdomaindata),firstly,thetwotypesofdatawereconvertedintofrequency
domaindatausingshort-timeFouriertransform.Then,thespectrumenergyofthetwotypesofdatawas
mappedtothesamedistributionthroughtransfercomponentanalysisinordertomakecorrespondingbagof
wordsasafeatureofthedata.Finally,asuitableclassifierwastrainedonthebagofwordsofthesource
domaindataanddiagnosedthetargetdomaindatawiththat.TheexperimentalresultsundertheSiemens
SQI-MFSplatformexperimentaldataset,CaseWesternReserveUniversitypublicdatasetandMechanical
FailurePreventionTechnologyAssociationMFPT(machineryfailurepreventiontechnology)datasetshow



thatthealgorithmisvaluable.
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在工业生产中,轴承是旋转机械的关键部件,由于长期连续工作在高载荷和高转速下,轻则会影响工厂

企业的正常运作,重则会造成重大的经济损失,甚至出现毁机事故和人员伤亡。因此在早期有效地诊断轴承

是否有故障具有十分重要的意义[1]。
运用传统的机器学习方法进行故障诊断[2-4]需要大量的带标签样本以训练分类器。而在实际生产中,轴

承运行所产生的实时振动数据本身并无标签。同时,由于轴承种类繁多且工况复杂(如转速、温度及其他工

作环境的变化),数据的分布差异巨大,因此已有的带标签样本并不一定适用于新近产生的数据,以此训练出

的分类器更是难以满足需求。
为达到减小数据分布差异的目的,考虑使用迁移成分分析(TCA),其在故障诊断领域已有不少应用[5-6]。

TCA由Pan等[7-8]提出,该算法将最大均值差异(MMD)[9]与主成分分析(PCA)[10-11]相结合,在领域之间寻

找一种共享的特征表示,试图在减少数据分布差异的同时保持原始数据的内部属性。经过这种处理后的数

据可以直接利用传统分类器对数据进行跨工况的训练和泛化。
在传统的TCA轴承故障诊断方法中,通过处理反应轴承状态信息的振动信号可以从中提取出轴承的特

征,以便对轴承的状态进行分析从而判断轴承是否出现了故障,出现了何种故障。传统的方法从时域、频域

及时频域3个方面进行特征提取。然而在实际现场中,信号干扰或者生产环境等因素会弱化轴承振动信号

的规律性,使得在频谱上难以准确看到相应分布特征。当采用词包模型时,把每一时间帧下能量在频率维度

上的分布看成一个单词,则每段信号就表示成了由各个单词组成的一篇篇文档,这就可以直接从数据的角度

去揭示能量分布的这种规律性。
在此基础上,笔者提出一种基于迁移成分分析和词包模型的诊断算法,通过迁移成分分析将源域频谱数

据(有标签)和目标域频谱数据(无标签)映射到同一分布下,对迁移后的数据建立词包模型,以词包的形式表

示各个样本,以此为特征训练出相应分类器对轴承进行诊断。实验结果表明,该方法能够将已标记的数据用

于训练分类器对新近产生的轴承数据进行分类,以达到故障诊断的目的。使用该方法,运用一种工况下的轴

承数据作训练对另一工况下的轴承进行诊断具有显著的成效。

1 迁移词包模型

1.1 迁移成分分析

TCA是一种迁移学习方法,所谓迁移学习,即把已训练好的模型(源域)迁移到新的模型(目标域)来帮

助新模型训练。在滚动轴承领域,由于轴承之间具有相似性,所以它们的振动数据之间应当具有可迁移性。
和主成分分析(PCA)方法一样,迁移成分分析本质上是一种降维算法,而TCA在拉近数据分布距离上

更有优势。
其试图寻找一个特征映射 :XS→ (XS)=X'S,XT→ (XT)=X'T。该映射可以减少源域和目标域的

边缘分布即P(XS)和P(XT)之间的差异,使得P(XS)≈P(XT),从而在尽量保证源域与目标域内部属性

不缺失的情况下使两者之间的距离最小化,即两者之间差异达到最小。在此基础上可以利用传统的机器学

习分类器,以有标签的源域数据为训练数据对无标签的目标域数据进行预测。

1.2 词包模型

早期的词包模型(BOW)主要用于解决文本分析问题,如分析文档集、文档和单词三者间的相互关系。
陈俊杰等[12]创造性地将其运用于轴承特征提取,并在基于该提取方式的轴承故障诊断中取得了极佳的效果。

其主要思想为对轴承振动信号进行短时傅里叶变换后得到频谱,将每个频谱片段视为一个单词,可以表

示为1组V 维的向量w=(0,…,1,…,0),其中wv=0,wu=1(v≠u)。
每个频谱可以由N 个频谱片段组成,相当于由单词组成文档,即w=(w1,…wn,…,wN),其中wn 是第

n 个频谱片段。
将用于诊断的所有频谱数据组成1个文档集,统计其中所有单词出现的频次,那么每1段振动信号数据
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1.3 模型建立

词包模型本质上是将特征以文本表示,虽然可以作为轴承的特征,但是由于每1维度之间并不具有相同

的映射关系,所以失去了可迁移性。为了达到变工况轴承故障诊断的目的,考虑在词包模型完全建立之前进

行迁移。此时,特征的表示形式为频谱能量分布矩阵,能量分布矩阵由多个分布片段组成。该矩阵由振动信

号经短时傅里叶变换得到,每个分布片段之间完整地保留了相应的映射关系,在这样的情况下进行迁移成分

分析可以更好地将该工况的能量分布矩阵迁移到另一工况的数据分布下。
源域频谱能量分布矩阵经过迁移后,其数据分布已更接近于目标域工况下轴承的能量分布矩阵,因而使

用在其基础上训练的分类器对目标域工况下的轴承进行诊断可以取得良好的效果。
迁移词包模型建立流程如图1所示。

图1 迁移词包模型建立流程

Fig.1 TCA-BOW modelestablishmentprocess

2 基于迁移词包模型的轴承故障诊断

2.1 特征提取

对轴承进行诊断,首先要根据轴承的振动信号提取特征。通过对振动信号进行短时傅里叶变换获取其

能量分布并建立相应的词包模型是一种有效的特征提取方式。

2.1.1 能量分布

短时傅里叶变换(STFT)[13]是一种线性时频变换,定义为

T(γ)
x (t,f)=∫

+¥

-¥

[x(τ)γ(τ-t)]e-j2πfτdτ, (2)

式中:t为时间;f 为频率;x 为源信号;γ 为窗函数,可视为某段信号在某段时间内的局部频谱。
对一段信号进行短时傅里叶变换可以得到其时间 频率能量分布SPEC(瞬时功率谱密度),定义为

T(m,n)模值的平方,即

P(m,n)= T(m,n)2。 (3)
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  图2为轴承4种不同状态下其振动信号的能量分布。

图2 各状态下的能量分布

Fig.2 Energydistributionineachstate

功率谱密度(PSD)的分布矩阵 MP如式(4)所示,其中Nt,Nf分别是时域和频域的片段数目。

MP=
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2.1.2 迁移成分分析

对源域信号及目标域信号进行短时傅里叶变换可以得到两者的PSD。但此时这些PSD并不处于同一

分布,源域与目标域距离过大,据此建立的词包模型难以准确地描述轴承的故障情况。分布情况如图3所

示,其中红色为源域,蓝色为目标域。
在这种情况下使用TCA拉近两者的距离,使它们趋于同一分布从而提取出准确的特征。对m 段源域

信号及n 段目标域信号(每段信号长度相同)进行短时傅里叶变换,得到m +n 个Nt* Nf的矩阵,把这些

矩阵分为(m +n)*Nt个时间片段,每个时间片段上均为一个1*Nf的数组,表示该时间片段能量在频域

上的分布情况。再以这m * Nt个1*Nf 的数组为源域,n * Nt个1* Nf的数组为目标域进行TCA,经
过降维之后可以得到m * Nt个1* Nf'的数组(Nf'< Nf)和n * Nt个1* Nf'的数组,其分布情况如

图4所示,其中红色为源域,蓝色为目标域。
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图3 源域目标域 PSD分布对比

Fig.3 ComparisonofPSDdistributionbetween

sourcedomainandtargetdomain

图4 迁移后源域目标域PSD分布对比

Fig.4 ComparisonofPSDdistributionbetweensource

domainandtargetdomainafterTCA

  由图4可知源域数据PSD与目标域数据PSD经过迁移后分布近似相同,在这种情况下建立的词包模型

能够更好地描述源域及目标域所指轴承的状态特征。

2.1.3 词包模型建立

得到源域及目标域迁移后的特征之后,便可以建立相应的词包模型。
对已知的所有分布情况做k-means聚类,每个分布表示为1*Nf的数组,聚成k类,据此创建一个大小

为k的词汇表,其中每个单词单独地对应某1个聚类结果,如图5所示。
对于这m +n 段信号,每段信号均可以用迁移后能量分布表示为1个Nt* N'f的矩阵,可视为1篇文

档,矩阵可分为 Nt个1*Nf的数组,每个数组均可由相应的单词表示,根据该Nt个数组中各个数组所对应

的单词,可以计算出每种单词出现的频次,如图6所示,从而构造出1个长度为k的特征向量:

F=[n(1),…,n(i),…,n(k)], (5)
式中n(i)是单词wi在文档中出现的次数。

图5 聚类

Fig.5 Clustering
图6 词包

Fig.6 Bagofwords

在不同情况下,k的取值也不尽相同,图7为凯斯西储大学数据集下某次迁移过程中某个轴承状态的诊

断错误率随k值的变化。选取其中错误率最低的相应k值进行诊断。
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图7 准确率随k值的变化

Fig.7 Accuracychangeswithk

2.2 分类

以源域数据做训练,以目标域数据做测试,构造相应的词包模型并训练若干分类器,包括SVM、KNN
等,从中选择效果较好的分类器作为最终的分类器,不同的数据集下不同分类器的表现也不尽相同。

整个算法流程如图8所示。

图8 基于TCA和词包模型的轴承故障诊断流程

Fig.8 TheprocessofbearingdiagnosisbasedonTCA-BOW

3 实验结果

3.1 实验数据

在本次实验中,笔者将该算法应用于西门子SQI-MFS实验平台数据集、美国凯斯西储大学公开数据集

以及机械故障预防技术协会 MFPT(machineryfailurepreventiontechnology)数据集。
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3.1.1 SQI-MFS数据集

图9 西门子SQI-MFS实验平台

Fig.9 SiemensSQI-MFS

experimentplatform

SQI-MFS实验平台由电机、变频器、轴承和支架组成(图9所示)。其

中轴承型号为 MBER-16K,实验台可以模拟各类轴承在不同转速和不同

负载下的运行状态。实验中采集了36种运行状态下振动数据,分别为:

3种 负 载 情 况 (0,1,3 个 转 子 负 载)× 3 种 转 速 (600,1200,

1800r/min)×4种轴承(健康、滚珠、内圈、外圈)。

3.1.2 凯斯西储大学数据集

美国西储大学实验平台由1个电机,1个转矩,1个传感器,1个功率

计以及电子控制设备组成,其中被测试轴承种类为SKF轴承,实验中采集

了16种状态下的信号,包括4种负载(0,735,1470,2205W),4种故障状

态 (健康、滚珠、内圈、外圈)。其中,0W负载下电机转速为1797r/min,

735W 负载下电机转速为1772r/min,1470 W 负载下电机转速为

1750r/min,2205W负载下电机转速为1730r/min。

3.1.3 机械故障预防技术协会 MFPT数据集

该数据集由机械故障预防技术协会(MFPT)[14]提供。一个带有NICE轴承的实验台收集了270磅负载

下基线条件下的加速度数据(健康数据),采样频率为97656Hz,持续6s。共跟踪了10个外圈和7个内圈

故障数据情况,其中外圈故障包括在270磅负载下,采样频率为97656Hz,持续6s的3个数据,以及在11,

23,45,68,91,113和136kg磅负载下,采样频率为48828Hz,持续3s的7个数据;内圈故障包括在0,23,

45,68,91,113和136kg磅负载下,采样频率为48848Hz,持续3s的7个数据。

3.2 实验内容

针对这3个数据集以某种工况下数据为源域,再以另一种工况下的数据为目标域进行TCA迁移,得到

新的数据并建立词包模型以训练出相应的分类器后对目标域数据进行分类。具体步骤如下:
步骤1 选取某种工况下4种轴承状态(健康、滚珠故障、内圈故障、外圈故障)每种振动信号的10个片

段,共计40个信号片段作为源域数据。
步骤2 选取另一种工况下的某种轴承状态的10个信号片段作为目标域数据。
步骤3 使用TCA和词包模型对轴承故障进行诊断,得出诊断结果。
步骤4 重复步骤2,3,得到以4种轴承状态数据为源域数据的40个诊断结果。
步骤5 计算并得到准确率。

3.2.1 与传统迁移成分分析对比

在传统的迁移成分分析中,通常从时域、频域、时频域中获取数据的特征。其在时域上提取峰值、平均幅

值等13个时域特征。在时域上对频谱进行分析,提取频域统计特征并选取重心频率等5个频域特征。对数

据进行小波包分解,得到8个时频域特征[15]。

1)西门子SQI数据集。
在西门子SQI数据集下将负载数量固定不变,进行跨频率的诊断,诊断结果如表1所示。

表1 SQI下基于各种特征提取方式的迁移成分分析准确率对比

Table1 ComparisonofaccuracyofTCAbasedonvariousfeatureextractionmethodswithSQI

负载/
个

源域

频率/Hz

目标域

频率/Hz

各种特征提取方式下的准确率/%

词包特征 时域特征 频域特征 小波包三重分解

0 10 20 100.0 95.0 25.0 57.5

0 20 30 100.0 45.0 25.0 47.5

1 10 20 62.5 72.5 25.0 27.5

1 20 30 75.0 50.0 25.0 42.5

3 10 20 87.5 52.5 25.0 60.0

3 20 30 100.0 52.5 25.0 92.5
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  从表1可以看出在西门子SQI数据集下使用词包模型进行特征提取再进行TCA,虽然在个别情况下准

确率不算理想,但总体而言,相对于使用时域特征及时频域特征可以得到更高的准确率。在实际实验中,使
用频域特征进行迁移成分分析得到的结果不太理想,所有的轴承均被诊断为外圈故障。

2)凯斯西储大学数据集。
在凯斯西储大学数据集下进行跨负载数量的轴承故障诊断。由于0负载滚珠故障数据缺失,故涉及0

负载数据的忽略滚珠故障状态,仅对30个源域信号进行计算,诊断结果如表2所示。

表2 凯斯西储数据集下基于各种特征提取方式的迁移成分分析准确率对比

Table2 ComparisonofaccuracyofTCAbasedonvariousfeatureextractionmethodswithCWRU

源域负载/

HP

目标域负载/

HP

各种特征提取方式下的准确率/%

词包特征 时域特征 频域特征 小波包三重分解

0 1 100.0 100.0 33.3 100.0

0 2 100.0 100.0 33.3 100.0

0 3 100.0 100.0 33.3 100.0

1 2 100.0 100.0 25.0 100.0

1 3 85.0 90.0 25.0 90.0

2 3 100.0 75.0 25.0 100.0

从表2可以看出在凯斯西储数据集下使用词包模型进行特征提取再进行TCA效果不错。整体而言比

时域特征更高,与小波包分解差距不大。在实际实验中,使用频域特征进行迁移成分分析得到的结果也不太

理想,所有的轴承均被诊断为内圈故障。

3)MFPT数据集。

MFPT数据集中仅有3个轴承状态(健康、内圈故障、外圈故障),因此只对这3种轴承状态进行研究。
在实验过程中,由于健康数据均来自270磅负载情况下,所以只计算内圈及外圈共20个诊断结果的准确率,
诊断结果如表3所示。

表3 MFPT数据集下基于各种特征提取方式的迁移成分分析准确率对比

Table3 ComparisonofaccuracyofTCAbasedonvariousfeatureextractionmethodswithMFPT

源域负载/

HP

目标域负载/

HP

各种特征提取方式下的准确率/%

词包特征 时域特征 频域特征 小波包三重分解

50 100 100.0 100.0 50.0 85.0

50 150 100.0 100.0 50.0 100.0

100 150 100.0 100.0 50.0 50.0

150 200 100.0 100.0 50.0 50.0

150 300 100.0 50.0 50.0 100.0

300 150 100.0 100.0 50.0 0.0

从表3中可以看出,在 MFPT数据集下,使用词包模型进行特征提取再进行TCA效果极佳。相对于时

域特征及小波包分解具有更高的准确性与稳定性。在实际实验中,使用频域特征进行迁移成分分析得到的

结果仍然不太理想,所有的轴承均被诊断为外圈故障。

3.2.2 与其他方法对比

在词包模型的基础上,分别运用TCA、PCA及核主成分分析(KPCA)算法对多组数据取平均值,结果如

图10所示。
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图10 词包模型TCA、词包模型PCA、词包模型KPCA的对比

Fig.10 ComparisonofTCA-BOW,PCA-BOWandKPCA-BOW

由图10可知,使用TCA进行诊断时,随着数据组数的增加,准确率渐渐趋于稳定,始终保持在90%以

上,相对地,使用PCA进行计算时准确率并不稳定且效果不佳,而KPCA虽然使用效果比PCA好但与TCA
还是有一定的差距。

4 结束语

1)提出一种使用迁移成分分析和词包模型的变工况轴承故障诊断算法,对不同工况下的轴承振动信号

进行迁移成分分析并建立相应的词包模型,并以此训练出分类器进行诊断。

2)在西门子SQI-MFS数据集、凯斯西储大学数据集、MFPT数据集下进行实验后,发现传统迁移成分分

析使用的时域、频域及时频域特征整体而言效果欠佳,尤其是在频域下直接进行TCA效果较差(即使预先进

行了归一标准化),相对而言,同时使用词包模型特征与TCA效果更佳。

3)实验证明了本算法在变工况轴承故障诊断方面的有效性,对于复杂工况下的生产,使用这种算法可以

以较低的成本完成轴承故障诊断。
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