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面向路面附着估计的路面图像识别

黄开启，黄茂云，刘小荣
（江西理工大学  电气工程与自动化学院，江西  赣州  341000）

摘要：为提升智能辅助驾驶系统对路面附着系数估计的准确性与实时性，研究了一种基于视觉

信息的路面识别深度学习算法，实现路面附着系数的预估计。设计压缩卷积机制以降低网络运算

参数，采用特征图全局平均替换全连接层以提升网络的拟合性能，并构建路面识别深度卷积神经网

络 DW-VGG。利用自建路面图像数据集对网络进行训练，测试结果表明，基于提出的多层知识蒸

馏技术的 DW-VGG 网络识别精度较高，分类性能评估指标 F1 得分为 96.57%，并有效降低了网络的

运算和内存成本，识别单张图像只需 32.06 ms，预测模型只有 5.63 M。
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Road image recognition for road adhesion estimation
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Abstract: To enhance the accuracy and real-time performance of the intelligent assisted driving system in 

estimating the road adhesion coefficient, a deep learning algorithm based on visual information was developed for 

road recognition. The algorithm aims to achieve a pre-estimation of the road adhesion coefficient. A compression 

convolution mechanism was designed to reduce the network’s operation parameters. Additionally, the fully 

connection layer was replaced by the global average of the feature map to enhance the network’s fitting 

performance. Furthermore, a pavement recognition depth convolutional neural network called DW-VGG was 

constructed. The network was trained using a self-built pavement image dataset. The test results demonstrate that 

the DW-VGG network, utilizing the proposed multi-layer knowledge distillation algorithm, achieves a high 

recognition accuracy, with a classification performance evaluation index (F1 score) of 96.57%. Moreover, it 

effectively reduces the network’s time and space costs, as it only takes 32.06 ms to identify a single image, and the 

prediction model size is merely 5.63 M.
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近年来，汽车智能辅助驾驶技术正在蓬勃发展，借助主动全控制技术，先进智能辅助驾驶系统（advanced 

intelligent driving assistance system，ADAS）不仅提高了驾驶员乘坐的舒适性，还大大提升了行车的安全性
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能。轮胎力调节是目前最直接和有效的车辆主动安全控制技术，受天气的影响，轮胎力受路面附着条件的影

响较大，准确并实时获取路面附着系数是进行车辆稳定性控制系统设计的关键环节 [1⁃2]，也是车辆动力学领域

研究的焦点。

根据测量手段与原理，路面附着估计方法有 Experiment-based 和 Model-based[3]两大类方法。第一类方法

是利用特殊传感器的测量信息直接分析接触面的物理特性来获取路面附着状态，可通过车载传感器收集轮

胎噪声、车身状态参数 [4⁃5]等信息进行聚类实现附着系数的估计，此类方法的估计结果依赖于传感器的精度及

算法的性能，由于高性能的加速度计与激光雷达等传感器价格昂贵，难以广泛工程应用。第二类方法是通过

研究轮胎与路面间的摩擦力引起的车辆及轮胎动力学和运动状态的变化，反推出路面附着系数的估计值 [6⁃8]。

相比第一类算法，此类算法精度更高也具有较强的普适性，但估计的准确性依赖于轮胎力精度，由于本质是

一种后验估计方法，难以满足极限工况下车辆动力学主动控制的实时性要求。

目前，车载视觉系统广泛用于车辆高级辅助驾驶系统进行环境感知，如车道保持、自动刹车辅助、目标检

测等 [9⁃10]。并且有学者开始研究利用视觉信息进行车辆状态观测，Wang 等 [11]研究了一种基于视觉图像的车身

侧偏角估计方法，由于没有引入车辆模型的不确定参数，提高了估计精度，而且也增加了状态参数估计的自

由度。基于上述思想，为满足车辆动力学控制对路面附着状态获取的实时性和准确性要求，文中提出了一种

基于车载前摄像头图像的路面分类识别方法，构建深度学习算法的 DW-VGG 网络，在分类结果的基础上，利

用路面类型和附着信息的映射关系，实现不受车辆模型精度和参数误差影响的路面峰值附着系数准确预估

计。不同路面峰值附着系数表如表 1 所示。

借助路面附着的先验估计信息，车辆主动安全控制系统能预调整系统阈值，并对驾驶员的操纵进行提

醒，在不增加硬件成本的基础上能有效改善车辆行驶的安全性、平顺性和舒适性。

1　路面图像识别算法设计

车辆主动安全控制技术依赖于准确实时的路面附着信息，因此需要轻量化的路面图像分类模型。为减

少卷积神经网络的参数量和运算量，文中对卷积层和全连接层进行优化，设计轻量化卷积网络 DW-VGG。

提出了基于学生网络自学习与教师网络知识蒸馏的多层级知识蒸馏算法以提升轻量化网络分类性能。

1.1　轻量化全连接层

表 2 为 VGG13 网络参数。从表 2 中可知，全连接层占用了网络 93% 的参数量，因此对全连接层参数进行

优化是非常有必要的。全连接层将卷积层提取的特征图展开，并映射成高维度语义信息，每个输入特征向量

X ∈ RH × W × C 都给定一个权重参数 w，以及偏置参数 b

Of = f ( wT X + b )。

参数众多的全连接层在一定程度上能够增加模型复杂度进而增强分类网络的表达能力，但模型引入过

多的参数容易使分类网络过拟合，降低模型的分类精度。由于权重参数过多，使得全连接层内存成本高，并

且全连接层直接将特征图展开，这使得卷积层获取的空间信息完全丢失。为解决上述问题，使全连接层更加

轻量化，文中引入一种全局平均思想，将卷积操作输出的特征图在每个通道上求均值

Og =
1

mn∑
m ∈ H  

∑
n ∈ W

Xc 。

表 1　不同路面峰值附着系数表

Table 1　　Peak adhesion coefficient of different pavements

道路类型

干沥青

湿沥青

鹅卵石路面

泥泞湿滑路面

冰雪路面

路面峰值附着系数 μ

μ≥0.8

0.6≤μ＜0.8

0.4≤μ＜0.8

0.2≤ μ＜0.8

μ≤0.2
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对输出特征图进行全局平均操作能够融合图像空间信息，建立特征图与类别之间的联系。全局平均只

是对特征图通道求均值，没有学习参数，这也是在网络结构上进行正则化操作进而能够有效防止过拟合现

象，提升网络的分类精度。输出特征图完成全局均值操作后，将输出特征映射到 K 维特征向量，并连接

Softmax 分类层，以对路面图像进行分类，Softmax 分类器将输入矢量从 K 维空间映射到类别，结果以概率的

形式给出，定义为

pj =
eθ T

j X

∑
K

k = 1  

eθ T
k X

( j = 1,2,⋯ ,K ) ，

式中，θ k=[ θk1 ,θk2···θkK ]T 为权值，是类别所对应的路面分类器参数。

1.2　轻量化卷积模块

与全连接层相比，卷积层占用的参数量较少，但卷积运算步骤多，这极大地增加了运算成本。实时性在

车辆控制领域是至关重要的，只有提升算法的快速性能，主动安全控制技术才能得到保证。为实现卷积操作

的轻量化，根据 VGG 网络架构设计了一种卷积压缩机制。卷积压缩模块如图 1 所示。

对于输入特征图 RH × W × C in 与卷积后输出特征图 R' H ' × W ' × Cout，使用 1 × 1 大小的卷积核对输入特征图进行通

道扩张，扩张后的通道数为 γ × C out，γ为扩充系数，文中取值为 1.5。

输入特征图完成扩充后，使用 2 组深度卷积对图像进行特征提取（见图 2）。标准卷积在进行卷积操作时

将同时对图像空间和通道层进行特征提取，这将增加更多的内存和运算成本。深度卷积只对图像通道层进

行特征提取，因此能够降低卷积操作运算量，提升网络运行速度。设输入的特征图尺寸大小为 224×224，通

道数为 128，输出通道数为 128。在经过卷积操作后，标准卷积参数量为 147 584，FLOPs 为 7.40 G，深度卷积

参数量为 1 280，FLOPs 为 0.06 G。但是深度卷积也损失了网络模型的分类精度，为保证分类模型精度，因此

在深度卷积操作前进行通道扩充操作。最后，对深度卷积特征图使用 1 × 1 大小卷积核进行降维输出，通道

数量为 C out。

表 2　VGG-13参数

Table 2　　VGG-13 parameters

网络层

卷积块 1

卷积块 2

卷积块 3

卷积块 4

卷积块 5

全连接层 1

全连接层 2

全连接层 3

尺寸

224×224×64

112×112×128

56×56×256

28×28×512

14×14×512

4 096

4 096

1 000

参数量

38 592

88 484

884 736

3 538 944

4 718 592

102 760 448

16 777 216

4 096 000

参数量占比/%

0.029

0.067

0.666

2.663

3.550

77.319

12.623

3.082

图 1　卷积压缩模块

Fig. 1　　Convolution compression module
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1.3　路面识别卷积神经网络设计

VGG-Net[12]是在 2015 年由 Oxford 的视觉几何组提出的，其根据网络层数的不同分为 VGG-13、VGG-16、

VGG-19 三种网络。VGG-Net没有直接使用大卷积核（11×11，7×7，5×5），而是使用连续堆叠的 3×3 小卷积核

达到大卷积核相同的感受野的目的，该网络在结构上采用 5 组 3×3 卷积块与最大池化交替连接的方式，并使

用 3 层全连接层进行特征输出，最后连接 softmax 层进行分类。VGG-Net虽然能够提取到较深层次的图像特

征信息，但由于其使用了较多的参数，加大了的计算资源的消耗，难以满足路面分类识别的实时性要求。为

此，本文在 VGG-13 网络结构的基础上进行改进，网络卷积层使用上述压缩模块，并将全连接层替换为特征

图全局平均操作，设计了一种轻量级的 VGG 网络模型，命名为 DW-VGG，网络结构如图 3 所示。

1.4　多层级知识蒸馏

轻量化网络需要的内存和运算成本都更小，但减少网络参数的同时也降低了网络提取图像特征的能力。

为提升轻量化网络模型路面分类的性能，提出了一种多层级知识蒸馏算法，该算法包括学生网络自学习和教

师网络监督学习 2 个部分，图 4 为多层级知识蒸馏框架。

在学生网络自学习过程中，对原始交叉熵损失和软化标签交叉熵损失进行优化，输入的 one-hot 硬标签

使用均匀分布进行软化，软化标签定义为

ls = ε × δ + ( 1 - ε ) lh，

式中：ls 为软标签；lh 为 one-hot硬标签；ε为调节软硬标签的调节因子通常取 0.1；δ为服从数值总和为 ε的均匀

分布。由于类别之间具有相关性，软化标签相比硬标签具有更高的信息熵，使学生网络提取到更多的特征数

据，进而提升分类性能。

学生网络自学习总损失为：

Ls = α × Lc ( lg , ls ) + Lc ( lg , lh )，

图 2　标准卷积与深度卷积

Fig. 2　　Standard convolution and depth convolution

图 3　DW-VGG网络结构

Fig. 3　　Network structure of DW-VGG
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式中：Lc 为交叉熵损失；α ∈ [ 0,1 ]为超参数；用以调节硬标签与软化标签的学习程度；lg 为网络分类层 logits输

出。在硬标签的交叉熵损失中，输出只有正确标签的损失值，卷积神经网络也只会拟合正确标签的信息，这

将导致过拟合，并且类别标签标记错误时，也会增加分类的错误率。软化标签的交叉熵损失对各个标签类别

的输出都计算损失值，卷积神经网络在学习正确类别的同时也能够对其他类别进行特征提取，进而提升分类

模型的泛化能力。但软化标签在训练时模型收敛性能下降，因此使用硬标签进行监督训练。

教师网络参数量更多，图像特征提取能力更强，可以通过教师网络中间层的数据输出监督学生网络进行

特征提取。在卷积网络中，网络层次越深特征提取能力也越强，因此同一网络的不同层输出具有多样性，为

提升教师网络与学生网络知识蒸馏的性能，将教师网络多层特征图输出与学生网络特征图输出进行优化。

具体流程为取出网络卷积块中中间层卷积特征图，将教师网络与学生网络相同层级特征图设置到相同尺寸，

使用 L2 损失函数求出教师与学生网络特征图输出差值，使用优化器进行最小优化，让学生网络拟合教师网

络输出

L ( t,s) =∑i = 1

n ( t - s )2。

多层级知识蒸馏算法将融合学生网络自学习和教师网络知识转移 2 个过程，并使用超参数 β进行调节，

总损失为

L = Ls + β × L ( t,s)。

2　实验与分析

2.1　路面图像数据集采集

路面图像分类并没有公开的数据集，为获得各类型路面图像数据，本文从 KITTI、BDD100K、Oxford 

RobotCar[13⁃15]自动驾驶数据集中采集各类型路面清晰图像，共采集五种路面图像：干沥青路面、湿沥青路面、

冰雪路面、泥泞湿滑路面、鹅卵石路面。由于上述数据集中的图像大都在天气条件较好条件下采集，而部分

路面类型符合清晰度要求的数量较少，为平衡各类型路面图像数量，提升分类效果，参考上述数据集的图像

采集方式，在光线充足条件下采集清晰的路面图像对数据集进行补充，补充的数量为湿沥青 1 300 张、冰雪路

面 1 915 张、泥泞路面 2 000 张、鹅卵石路面 1 917 张。

最终生成的路面图像数据集类型为 5 类，共 10 000 张，如图 5 所示。其中每类路面图像数量为 2 000 张，

并在每种路面图像中随机选取 1 600 张为训练集，400 张为验证集，400 张为测试集。

图 4　多层级知识蒸馏框架

Fig. 4　　Multi level knowledge distillation framework
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2.2　实验设置

路面分类实验所用硬件配置为 Intel Xeon Gold 6148@2.40GHz CPU，NVIDIA Tesla V100 32G 显存 GPU，

32G 运行内存，使用百度公司开发的 paddlepaddle1.8.0 深度学习框架搭建神经网络。本实验对输入路面图像

像素值归一化到 [-1,1]，以加速网络收敛。实验使用 Adagrad 优化算法，初始学习率设置为 0.001。由于

batch_size 的大小对分类精度有一定的影响，因此设置了 16、32、64、128、256 大小的 batch_size 进行比较分析，

综合训练时间和分类精度，最终选取的 batch_size为 64、epoch 为 100。

2. 3　实验分析

图 6 是 DW-VGG 与卷积网络 VGG13、GoogleNet、ResNet50、MobileNet-V2、SqueezeNet、ShuffleNetV2

(2x)、EfficientNetB0 [16⁃21]在路面图像数据集中测试的混淆矩阵，混淆矩阵能够清晰地表达出网络对各类型路

面的分类性能，并使用 F1得分对各网络的分类性能进行评估，得分越高分类性能越好。

F 1 =
2 × pr × rc

pr + rc

，

式中：pr 为分类精准度；rc 为分类召回率。

图 5　路面图像数据集样本

Fig. 5　　Road image dataset sample
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从 图 6 可 知 ，参 数 量 更 少 的 DW-VGG 得 分 为 94.1%，与 轻 量 级 网 络 MobileNet-V2、SqueezeNet、

ShuffleNetV2(2x)、EfficientNetB0 相比精度都更高。与分类性能较强的 VGG13、GoogleNet、ResNet50 网络分

类性能较为相近，只比 VGG13 少 0.9%。

表 3 为 DW-VGG 与经典网络应用性能对比，DW-VGG 运算时间与内存都是较优的，识别单张图像只需

32.06 ms，预测模型只有 5.63 M。而 EfficientNetB0、ShuffleNetV2(2x)轻量化网络数据读取与写入量较大，受

制于 GPU 访存带宽，在单张图像的预测中速度较低。

表 3　DW-VGG与经典网络应用性能对比

Table 3　　Performance comparison between DW_VGG and classic network applications

网络名称

VGG-13

GoogLeNet

ResNet50

MobileNet-V2

ShuffleNetV2(2x)

EfficientNetB0

SqueezeNet

DW-VGG

网络参数量/M

133.04

6.99

25.61

3.54

7.42

5.36

1.25

1.61

识别时间/ms

384.40

73.44

226.06

67.21

186.75

222.50

53.90

32.06

预测模型大小/MB

492.36

23.33

89.92

8.07

18.94

13.75

3.62

5.63

为验证特征图全局平均对网络的有效性，图 7 为 VGG13 与 VGG13 使用全局平均 (GA)操作的训练损失

曲线，表 4 为训练结果。从训练 Loss 曲线可知特征图全局平均能够加速网络收敛，使分类网络更快找到最优

图 6　DW_VGG与经典网络在路面图像数据集测试混淆矩阵

Fig. 6　　DW_VGG and classic network test confusion matrix in road image dataset
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解。由于全局平均参数少并且起到正则化的作用，因此训练后路面网络模型参数只有 33.51 M，而 F1得分则

提升了 1.96%，上述数据表明全局平均能够提升分类网络性能。

图 8 为 DW-VGG 学生网络自学习过程与多层级知识蒸馏实验超参数测试结果，从图中可以看出算法对

超参数的设置不太敏感，在参数 α=2，β=2 能达到较好的分类性能。

在知识蒸馏实验中，教师网络为 VGG13+GA，并进行预训练，学生网络为 DW-VGG。图 9 为多层级知识

蒸馏算法结果，学生网络自学习（students network self learning，SSL）与教师网络指导知识蒸馏（teachers 

network guidance knowledge kdistillation，TKD）算法都能够提升分类性能。多层级知识蒸馏算法（multilevel 

knowledge distillation algorithm，MKD）提升结果最好 F1得分为 96.57%，与教师网络 F1得分相差仅为 0.39%，

图像分类性能提升较为明显。

图 7　Loss曲线

Fig. 7　　Loss curve

表 4　VGG13训练结果

Table 4　　VGG13 training results

网络名称

VGG13+FC

VGG13+GA

参数量/M

492.03

33.51

F1/%

95.00

96.96

训练时间/min

98.1

90.8

图 8　DW-VGG不同超参数结果

Fig. 8　　Results of different super parameters of DW-VGG
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3　结束语

文中提出了一种基于车载视觉图像的深度学习路面分类方法，基于多层级知识蒸馏算法的 DW-VGG 深

度学习网络具有较高的识别精度，且有效降低了网络的时间和空间成本，满足了车辆动力学控制的实时性

要求。
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